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PROLOGO

Estos apuntes pretenden dar una vision general de las técnicas de analisis de
datos y de las aplicaciones que las implementan, permitiendo entender los
conceptos y algoritmos sobre los que se basan las técnicas asi como el
resultado de su aplicacion sobre diversas fuentes de ficheros.

Estos apuntes son una recoleccion de informacion de muy variadas fuentes,
paginas de intenet, articulos etc.. todas ellas aparecen citadas. De entre todas
ellas cabe resaltar el trabajo fin de carrera de David Sanchez titulado “Data
Mining mediante Sistemas Clasificadores Genéticos. Analisis comparativo con
las técnicas clasicas implementadas en WEKA”, en la titulacion de Ingenieria
Informatica (Julio 2003) donde se realiza un gran esfuerzo por explicar el
funcionamiento interno de la herramienta WEKA y de donde se ha extraido la
informacion acerca de las clases y el cédigo que implementa los algoritmos
para estos apuntes. Asi también resulta necesario resaltar la tesis doctoral de
Félix Chamorro, ya que el capitulo 2 (el estado del arte) se pormenorizan todas
las técnicas de analisis de datos y que ha sido utilizado para la elaboracion de
estos apuntes.

Esperamos que estos apuntes sean de utilidad para los alumnos que se
acerquen al analisis de datos y en particular para aquellos que tengan interés
en aplicar los conocimientos tedricos en el campo de la practica.

José Manuel Molina Loépez Jesus Garcia Herrero
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Capitulo 1 Introduccion

Capitulo 1. Introduccion

En este texto se estudia uno de los campos que mas se estan estudiando en
estos dias: La extraccion de conocimiento a partir de fuentes masivas de datos.
Para ello se emplean las denominadas técnicas de mineria de datos, que son
algoritmos capaces de obtener relaciones entre distintos atributos o conceptos
para ayudar, por ejemplo, a la toma de decisiones.

Ademas de las técnicas estadisticas se estudian las técnicas de Mineria de
Datos [Data Mining] basadas en técnicas de aprendizaje automatico que se
implementan en una herramienta de mineria de datos de libre distribucion:
WEKA. Esta herramienta permite, a partir de ficheros de texto en un formato
determinado, utilizar distintos tipos de técnicas para extraer informacion.

A continuacion se definen los conceptos fundamentales empleados en el texto:
KDD vy, sobretodo, mineria de datos, asi como sus principales caracteristicas.
Posteriormente se comenta la estructura del proyecto.

1.1. KDD y Mineria de Datos

Hoy en dia, la cantidad de datos que ha sido almacenada en las bases de
datos excede nuestra habilidad para reducir y analizar los datos sin el uso de
técnicas de andlisis automatizadas. Muchas bases de datos comerciales
transaccionales y cientificas crecen a una proporcion fenomenal.

KDD [Knowledge Discovery in Databases] [PSF91] es el proceso completo de
extraccion de informacion, que se encarga ademas de la preparacion de los
datos y de la interpretacién de los resultados obtenidos. KDD se ha definido
como “el proceso no trivial de identificacion en los datos de patrones validos,
nuevos, potencialmente utiles, y finalmente comprensibles” [FAYY96]. Se trata
de interpretar grandes cantidades de datos y encontrar relaciones o patrones.
Para conseguirlo haran falta técnicas de aprendizaje automatico [Machine
Learning] [MBK98], estadistica [MIT97, DEGRS86], bases de datos [CODD70],
técnicas de representacion del conocimiento, razonamiento basado en casos
[CBR, Case Based Reasoning], razonamiento aproximado, adquisicion de
conocimiento, redes de neuronas y visualizacion de datos. Tareas comunes en
KDD son la inducciéon de reglas, los problemas de clasificacion y clustering, el
reconocimiento de patrones, el modelado predictivo, la deteccién de
dependencias, eftc.

KDD es un campo creciente: hay muchas metodologias del descubrimiento del
conocimiento en uso y bajo desarrollo. Algunas de estas técnicas son
genéricas, mientras otros son de dominio especifico.
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Capitulo 1 Introduccion

Los datos recogen un conjunto de hechos (una base de datos) y los patrones
son expresiones que describen un subconjunto de los datos (un modelo
aplicable a ese subconjunto). KDD involucra un proceso iterativo e interactivo
de busqueda de modelos, patrones o parametros. Los patrones descubiertos
han de ser validos, novedosos para el sistema (para el usuario siempre que
sea posible) y potencialmente utiles.

Se han de definir medidas cuantitativas para los patrones obtenidos (precision,
utilidad, beneficio obtenido...). Se debe establecer alguna medida de interés
[interestingness] que considere la validez, utilidad y simplicidad de los patrones
obtenidos mediante alguna de las técnicas de Mineria de Datos. El objetivo
final de todo esto es incorporar el conocimiento obtenido en algun sistema real,
tomar decisiones a partir de los resultados alcanzados o, simplemente, registrar
la informacién conseguida y suministrarsela a quien esté interesado.

Ha llegado un momento en el que disponemos de tanta informacion que nos
vemos incapaces de sacarle provecho. Los datos tal cual se almacenan [raw
data] no suelen proporcionar beneficios directos. Su valor real reside en la
informacion que podamos extraer de ellos: informacién que nos ayude a tomar
decisiones 0 a mejorar nuestra comprension de los fendmenos que nos rodean.

Se requiere de grandes cantidades de datos que proporcionen informacion
suficiente para derivar un conocimiento adicional. Dado que se requieren
grandes cantidades de datos, es esencial el proceso de la eficiencia. La
exactitud es requerida para asegurar que el descubrimiento del conocimiento
es valido. Los resultados deberan ser presentados de una manera entendible
para el ser humano. Una de las premisas mayores de KDD es que el
conocimiento es descubierto usando técnicas de aprendizaje inteligente que
van examinando los datos a través de procesos automatizados. Para que una
técnica sea considerada util para el descubrimiento del conocimiento, éste
debe ser interesante; es decir, debe tener un valor potencial para el usuario.

KDD proporciona la capacidad para descubrir informacién nueva y significativa
usando los datos existentes. KDD se define como: "The nontrivial process of
identifying valid, novel, potentially useful, and ultimately understandable
patterns in data" en Fayyad, Piatetsky-Shapiro & Smyth: "From data mining to
knowledge discovery: An overview" Advances in Knowledge Discovery and
Data Mining (AAAI / MIT Press, 1996) y se puede resumir en la Figura 1.
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Figura 1.1: Esquema del proceso de KDD

KDD rapidamente excede la capacidad humana para analizar grandes
cantidades de datos. La cantidad de datos que requieren procesamiento y
analisis en grandes bases de datos exceden las capacidades humanas vy la
dificultad de transformar los datos con precisidon es un conocimiento que va
mas alla de los limites de las bases de datos tradicionales. Por consiguiente, la
utilizacion plena de los datos almacenados depende del uso de técnicas del
descubrimiento del conocimiento.

La utilidad de aplicaciones futuras en KDD es de largo alcance. KDD puede
usarse como un medio de recuperacion de informacién, de la misma manera
que los agentes inteligentes realizan la recuperacién de informacién en el Web.
Nuevos modelos o tendencias en los datos podran descubrirse usando estas
técnicas. KDD también puede usarse como una base para las interfaces
inteligentes del mafana, agregando un componente del descubrimiento del
conocimiento a un sistema de bases de datos o integrando KDD con las hojas
de calculo y visualizaciones.

1.1.2. El proceso de KDD

El proceso de KDD se inicia con la identificacion de los datos. Para ello hay que
imaginar qué datos se necesitan, donde se pueden encontrar y como
conseguirlos. Una vez que se dispone de datos, se deben seleccionar aquellos
que sean utiles para los objetivos propuestos. Se preparan, poniéndolos en un
formato adecuado.

Una vez se tienen los datos adecuados se procede a la mineria de datos,
proceso en el que se seleccionaran las herramientas y técnicas adecuadas
para lograr los objetivos pretendidos. Y tras este proceso llega el analisis de
resultados, con lo que se obtiene el conocimiento pretendido.

En la figura 1.2 se muestra la metodologia que debe seguirse para obtener
conocimiento a partir de los datos que se encuentran en la base de datos.
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Figura 1.2: Metodologia para el descubrimiento de conocimiento en bases de datos.

KDD es un proceso interactivo e iterativo, que involucra numerosos pasos e
incluye muchas decisiones que deben ser tomadas por el usuario, y se
estructura en las siguientes etapas [FAYY96]:

e Comprension del dominio de la aplicacion, del conocimiento relevante y
de los objetivos del usuario final.

o Creacion del conjunto de datos: consiste en la seleccién del conjunto de
datos, o del subconjunto de variables o muestra de datos, sobre los
cuales se va a realizar el descubrimiento.

e« Limpieza y preprocesamiento de los datos: Se compone de las
operaciones, tales como: recoleccion de la informacidon necesaria sobre
la cual se va a realizar el proceso, decidir las estrategias sobre la forma
en que se van a manejar los campos de los datos no disponibles,
estimacion del tiempo de la informacién y sus posibles cambios.

e Reduccidon de los datos y proyeccion: Encontrar las caracteristicas mas
significativas para representar los datos, dependiendo del objetivo del
proceso. En este paso se pueden utilizar métodos de transformacion
para reducir el numero efectivo de variables a ser consideradas o para
encontrar otras representaciones de los datos.

o Elegir la tarea de Mineria de Datos: Decidir si el objetivo del proceso de
KDD es: Regresion, Clasificacion, Agrupamiento, etc.

» Eleccion del algoritmo(s) de Mineria de Datos: Seleccion del método(s) a
ser utilizado para buscar los patrones en los datos. Incluye ademas la
decision sobre que modelos y parametros pueden ser los mas
apropiados.

e Mineria de Datos: Consiste en la busqueda de los patrones de interés en
una determinada forma de representacion o sobre un conjunto de
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Capitulo 1 Introduccion

representaciones, utilizando para ello métodos de clasificacion, reglas o
arboles, regresion, agrupacion, etc.

e Interpretacion de los patrones encontrados. Dependiendo de los
resultados, a veces se hace necesario regresar a uno de los pasos
anteriores.

e Consolidacion del conocimiento descubierto: consiste en la
incorporacion de este conocimiento al funcionamiento del sistema, o
simplemente documentacion e informacion a las partes interesadas.

El proceso de KDD puede involucrar varias iteraciones y puede contener ciclos
entre dos de cualquiera de los pasos. La mayoria de los trabajos que se han
realizado sobre KDD se centran en la etapa de mineria. Sin embargo, los otros
pasos se consideran importantes para el éxito del KDD. Por eso aunque la
Mineria de Datos es una parte del proceso completo de KDD [FAYY96], en
buena parte de la literatura los términos Mineria de Datos y KDD se identifican
como si fueran lo mismo.

En la figura 1.3 se muestra el esfuerzo que requiere cada fase del proceso de
KDD.
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30%
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Entendimiento del  Preparacion de Data Mining Interpretacion y
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Figura 1.3: Esfuerzo requerido por cada fase del proceso de KDD.

Como se observa en la figura 1.3, gran parte del esfuerzo del proceso de KDD
recae sobre la fase de preparacion de los datos, fase crucial para tener éxito
como ya se comentd anteriormente.

1.1.3. Mineria de Datos

Mineria de Datos es un término genérico que engloba resultados de
investigacion, técnicas y herramientas usadas para extraer informacion util de
grandes bases de datos. Si bien Mineria de Datos es una parte del proceso
completo de KDD, en buena parte de la literatura los términos Mineria de Datos
y KDD se identifican como si fueran lo mismo. Concretamente, el término
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Capitulo 1 Introduccion

Mineria de Datos es usado comunmente por los estadisticos, analistas de
datos, y por la comunidad de administradores de sistemas informaticos como
todo el proceso del descubrimiento, mientras que el término KDD es utilizado
mas por los especialistas en Inteligencia Artificial.

El analisis de la informacion recopilada (por ejemplo, en un experimento
cientifico) es habitual que sea un proceso completamente manual (basado por
lo general en técnicas estadisticas). Sin embargo, cuando la cantidad de datos
de los que disponemos aumenta la resolucion manual del problema se hace
intratable. Aqui es donde entra en juego el conjunto de técnicas de analisis
automatico al que nos referimos al hablar de Mineria de Datos o KDD.

Hasta ahora, los mayores éxitos en Mineria de Datos se pueden atribuir directa
o indirectamente a avances en bases de datos (un campo en el que los
ordenadores superan a los humanos). No obstante, muchos problemas de
representacion del conocimiento y de reduccion de la complejidad de la
busqueda necesaria (usando conocimiento a priori) estan aun por resolver. Ahi
reside el interés que ha despertado el tema entre investigadores de todo el
mundo.

A continuacion se presentan varias definiciones de Mineria de Datos (MD):

e “MD es la extraccion no trivial de informacion implicita, desconocida
previamente, y potencialmente util desde los datos” [PSF91].

e “MD es el proceso de extraccion y refinamiento de conocimiento util
desde grandes bases de datos” [SLK96].

e “MD es el proceso de extraccion de informacion previamente
desconocida, valida y procesable desde grandes bases de datos para
luego ser utilizada en la toma de decisiones” [CHSVZ].

e "MD es la exploracién y analisis, a través de medios automaticos y
semiautomaticos, de grandes cantidades de datos con el fin de descubrir
patrones y reglas significativos" [BERR97].

e "MD es el proceso de planteamiento de distintas consultas y extraccion
de informacién util, patrones y tendencias previamente desconocidas
desde grandes cantidades de datos posiblemente almacenados en
bases de datos” [THUR99].

e “MD es el proceso de descubrir modelos en los datos” [WFO0O].

1.1.4. Tecnologias de Apoyo

Para el estudio de la Mineria de Datos se ha tomado la perspectiva orientada a
datos, por dos razones. Primero porque la mayoria de los trabajos en Mineria
de Datos estan enfocados hacia el data warehouse que proporciona el apoyo a
la Mineria de Datos organizando y estructurando los datos. Ademas, otras
tecnologias de apoyo a la mineria datos han sido utilizadas desde hace tiempo
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Capitulo 1 Introduccion

y la integracién de estas tecnologias con la administracion de datos ha
contribuido mucho a mejorar la Mineria de Datos.

Las mas importantes entre estas tecnologias son los métodos estadisticos
[DEGRS86] y el aprendizaje automatico [MIT97]. Los métodos estadisticos han
producido varios paquetes estadisticos [THUR99] para computar sumas,
promedios, y distribuciones, que han ido integrandose con las bases de datos a
explorar. El aprendizaje automatico consiste en la obtencién de reglas de
aprendizaje y modelos de los datos, para lo cual a menudo se necesita la
ayuda de la estadistica. Por esta razén, los métodos estadisticos y el
aprendizaje automatico son los dos componentes mas importantes de la
Mineria de Datos. Ademas existen otras tecnologias, entre las que se incluyen
visualizacion, procesamiento paralelo, y apoyo a la toma de decisiones. Las
técnicas de visualizacion ayudan a presentar los datos para facilitar la Mineria
de Datos. Las técnicas procesamiento paralelo ayudan a mejorar el rendimiento
de la Mineria de Datos. Los sistemas de apoyo a la toma de decisiones ayudan
a discriminar los resultados y proporcionan los resultados esenciales para llevar
a cabo las funciones de direccion.

Razonamiento estadistico

Las técnicas y métodos estadisticas del razonamiento han sido utilizados
durante varias décadas, siendo los unicos medios de analizar los datos en el
pasado. Numerosos paquetes [THUR99] estan ahora disponibles para
computar promedios, sumas, y diferentes distribuciones para diferentes
aplicaciones. Por ejemplo, la oficina del censo usa analisis y métodos
estadisticos para analizar la poblacion en un pais. Mas recientemente, las
técnicas estadisticas del razonamiento estan jugando un papel importante en la
Mineria de Datos. Algunos paquetes estadisticos que han sido utilizados
durante mucho tiempo, se han integrado con las diferentes bases de datos, y
se estan comercializandose en la actualidad como productos para la Mineria de
Datos.

La estadistica juega un importante papel en el analisis de los datos, e incluso
también en el aprendizaje automatico. Debido a esto, no se puede estudiar la
Mineria de Datos sin un buen conocimiento de la estadistica.

Visualizacién

Las tecnologias de la visualizacibn muestran graficamente los datos en las
bases de datos. Se ha investigado mucho sobre la visualizacion y el campo ha
adelantado un gran trecho sobre todo con la incorporacion de la informatica
multimedia. Por ejemplo, los datos en las bases de datos seran filas y filas de
valores numeéricos, y las herramientas de visualizacion toman estos datos y
trazan con ellos algun tipo de gréafico. Los modelos de visualizacién pueden ser
bidimensionales, tridimensionales o incluso multidimensionales. Se han
desarrollado varias herramientas de visualizacién para integrarse con las bases
de datos, y algunos trabajos sobre este tema estan recogidos en [VIS95].

Asi, las herramientas de visualizacion ayudan de forma interactiva a la Mineria
de Datos, aunque hay pocos trabajos sobre la integracién de las herramientas
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Capitulo 1 Introduccion

de Mineria de Datos y de visualizacién. Algunas ideas preliminares se
presentaron en el IEEE Databases and Visualization Workshop de 1995
(véase, por ejemplo, [VIS95]). Sin embargo, se han realizado mas progresos
que se pueden encontrar en [VIS97], aunque queda todavia mucho trabajo por
hacer en este tema.

Procesamiento paralelo

El procesamiento paralelo es una técnica que ha sido utilizado durante mucho
tiempo. El area se ha desarrollado significativamente, desde sistemas con un
unico procesador hasta sistemas multiprocesador. Los sistemas de
multiprocesamiento pueden estar formados por sistemas distribuidos o por
sistemas centralizados de multiprocesadores con memoria compartida, o con
multiprocesadores sin memoria compartida. Hay muchos trabajos sobre la
utilizacion de las arquitecturas paralelas para el procesamiento de las bases de
datos (véase, por ejemplo, [IEEE89]). A pesar de haberse realizado
considerable trabajo sobre el tema, estos sistemas no fueron comercializados
hasta el desarrollo del data warehouse, ya que muchos de los data warehouses
emplean el procesamiento paralelo para acelerar el proceso de las consultas.

En un sistema de bases de datos paralelas, se ejecutan varias operaciones y
funciones en paralelo. A pesar de que la investigacidén en sistemas de bases de
datos en paralelo empezé en los afos setenta, estos sistemas se han
empezado a utilizar para las aplicaciones comerciales recientemente, debido
en parte a la explosion del data warehouse y de las tecnologias de Mineria de
Datos dénde el rendimiento de los algoritmos de consulta es critico. Para
escalar las técnicas de Mineria de Datos se necesita hardware y software
apropiado, por lo que los fabricantes de bases de datos estan empleando
ordenadores con procesamiento paralelo para llevar a cabo la Mineria de
Datos.

Apoyo a la toma de decisiones

Los sistemas de apoyo a la toma de decisiones son las herramientas que usan
los directivos para tomar decisiones eficaces, y se basan en la teoria de la
decisién. Se puede considerar a las herramientas de Mineria de Datos como
tipos especiales de herramientas de apoyo a la toma de decisiones. Las
herramientas de apoyo a la toma de decisiones pertenecen a una amplia
categoria (véase, por ejemplo, [DECI]).

En general, las herramientas de apoyo a la toma de decisiones podrian
utilizarse también como herramientas para eliminar los resultados innecesarios
e irrelevantes obtenidos de la Mineria de Datos. También pueden ser
consideradas de este tipo, herramientas tales como las hojas de calculo,
sistemas expertos, sistemas de hipertexto, sistemas de gestién de informacién
de web, y cualquier otro sistema que ayude a analistas y gestores a manejar
eficazmente grandes cantidades de datos e informacion. Recientemente ha
aparecido un area nueva llamada gestion del conocimiento. La gestion del
conocimiento trata de manejar eficazmente los datos, la informacién, y el
conocimiento de una organizacion [MORE98al].
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Se puede pensar que el apoyo a la toma de decisiones es una tecnologia que
se solapa con la Mineria de Datos, almacenamiento de datos, gestion del
conocimiento, aprendizaje automatico, estadistica, y otras tecnologias que
ayudan gestionar el conocimiento de una organizacion y los datos.

Aprendizaje automatico

El aprendizaje automatico, en muchos casos, consiste fundamentalmente en el
aprendizaje de reglas a partir de los datos [MIT97], y por eso muchas de las
técnicas de aprendizaje automatico son utilizadas en la actualidad en la Mineria
de Datos.

El aprendizaje automatico aparece continuamente en la realizacion de
aprendizaje computacional desde la experiencia. Como Mitchell describe en su
excelente texto sobre aprendizaje automatico [MIT97], el aprendizaje
automatico consiste en aprender de las experiencias del pasado con respecto a
alguna medida de rendimiento. Por ejemplo, en las aplicaciones de los juegos
de computadora, el aprendizaje automatico podria ser aprender a jugar un
juego de ajedrez, desde las experiencias del pasado que podrian ser juegos
que el ordenador juega contra si mismo, con respecto a alguna medida de
rendimiento, como ganar un cierto numero de partidas.

Se han desarrollado distintas técnicas en el aprendizaje automatico, incluyendo
el aprendizaje conceptual donde se aprende los conceptos desde diferentes
ejemplos de entrenamiento, las redes de neuronas, los algoritmos genéticos,
los arboles de decision, y la programacion de la logica inductiva. Se han
realizado diferentes estudios tedricos sobre el aprendizaje automatico, que
intentan determinar la complejidad y capacidad de las diferentes técnicas de
aprendizaje automatico [MIT97].

Los investigadores del aprendizaje automatico han agrupado las técnicas en
tres categorias [THUR99]. La primera es el aprendizaje activo que se ocupa de
la interaccidn y realizacién de las consultas durante el aprendizaje, la segunda
es el aprendizaje desde el conocimiento anterior, y la tercera es el aprendizaje
incremental. Hay alguna superposicion entre los tres métodos. Durante un
seminario sobre aprendizaje automatico [DARP98] fueron estudiados los
problemas y desafios en aprendizaje automatico y sus relaciones con la
Mineria de Datos. Hay todavia mucha investigacion que realizar en este area,
sobre todo en la integraciéon del aprendizaje automatico con las diferentes
técnicas de gestion de datos. Tal investigacion mejorara significativamente el
area de Mineria de Datos. Algunos de los algoritmos mas conocidos de
aprendizaje automatico se encuentran en [QUIN93, MBK98].

1.1.5. Areas de Aplicacion

En este punto se presentan las principales areas y sectores empresariales en
las que se puede aplicar la mineria de datos.

Marketing
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Actualmente con la generacion de los puntos de ventas informatizados y
conectados a un ordenador central, y el constante uso de las tarjetas de
créditos se genera gran cantidad de informacién que hay que analizar. Con ello
se puede emplear la mineria de datos para:

e |dentificar patrones de compra de los clientes: Determinar como
compran, a partir de sus principales caracteristicas, conocer el grado de
interés sobre tipos de productos, si compran determinados productos en
determinados momentos,...

e Segmentacion de clientes: Consiste en la agrupacién de los clientes con
caracteristicas similares, por ejemplo demograficas. Es una importante
herramienta en la estrategia de marketing que permite realizar ofertas
acordes a diferentes tipos de comportamiento de los consumidores.

e Predecir respuestas a campanas de mailing: Estas campanas son caras
y pueden llegar a ser molestas para los clientes a los que no le interesan
el tipo de producto promocionado por lo que es importante limitarlas a
los individuos con una alta probabilidad de interesarse por el producto.
Esta por ello muy relacionada con la segmentacién de clientes.

¢ Andlisis de cestas de la compra [market-basket analysis]: Consiste en
descubrir relaciones entre productos, esto es, determinar qué productos
suelen comprarse junto con otros, con el fin de distribuirlos
adecuadamente.

Compaiiias de Seguros

En el sector de las compainias de seguros y la salud privada, se pueden
emplear las técnicas de mineria de datos, por ejemplo para:

¢ Anadlisis de procedimientos médicos solicitados conjuntamente.

e Predecir qué clientes compran nuevas pdlizas.

¢ |dentificar patrones de comportamiento para clientes con riesgo.

¢ Identificar comportamiento fraudulento.
Banca
En el sector bancario la informacién que puede almacenarse es, ademas de las
cuentas de los clientes, la relativa a la utilizacion de las tarjetas de crédito, que
puede permitir conocer habitos y patrones de comportamiento de los usuarios.
Esta informacion puede aplicarse para:

e Detectar patrones de uso fraudulento de tarjetas de crédito.

¢ Identificar clientes leales: Es importante para las compafiias de cualquier
sector mantener los clientes. Y es que hay estudios que demuestran que
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es cuatro veces mas caros obtener nuevos clientes que mantener los
existentes.

¢ Predecir clientes con probabilidad de cambiar su afiliacion.
o Determinar gasto en tarjeta de crédito por grupos.
e Encontrar correlaciones entre indicadores financieros.

¢ |dentificar reglas de mercado de valores a partir de histéricos:

Telecomunicaciones

En el sector de las telecomunicaciones se puede almacenar informacion
interesante sobre las llamadas realizadas, tal como el destino, la duracion, la
fecha,... en que se realiza la llamada, por ejemplo para:

e Deteccion de fraude telefonico: Mediante por ejemplo el agrupamiento o
clustering se pueden detectar patrones en los datos que permitan
detectar fraudes.

Medicina

También en el campo médico se almacena gran cantidad de informacion, sobre
los pacientes, tal como enfermedades pasadas, tratamientos impuestos,
pruebas realizadas, evolucion,...

Se pueden emplear técnicas de mineria de datos con esta informacion, por
ejemplo, para:

e |dentificacion de terapias médicas satisfactorias para diferentes
enfermedades.

e Asociacion de sintomas y clasificacion diferencial de patologias.

e Estudio de factores (genéticos, precedentes, habitos, alimenticios,...) de
riesgo para la salud en distintas patologias.

e Segmentacion de pacientes para una atencion mas inteligente segun su
grupo.

o Estudios epidemioldgicos, analisis de rendimientos de campafas de
informacion, prevencidn, sustitucion de farmacos,...

e |dentificacion de terapias médicas y tratamientos erroneos para
determinadas enfermedades.

Industria farmacéutica
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En el sector quimico y farmacéutico se almacenan gran cantidad de
informacion:

e Bases de datos de dominio publico conteniendo informacién sobre
estructuras y propiedades de componentes quimicos.

e Resultados de universidades y laboratorios publicadas en revistas
técnicas.

e Datos generados en la realizacion de los experimentos.
e Datos propios de la empresa.

Los datos son almacenados en diferentes categorias y a cada categoria se le
aplica un diferente trato. Se podrian realizar, entre otras, las siguientes
operaciones con la informacién obtenida:

e Clustering de moléculas: Consiste en el agrupamiento de moléculas que
presentan un cierto nivel de similitud, con lo que se pueden descubrir
importantes propiedades quimicas.

e Busqueda de todas las moléculas que contienen un patron especifico:
Se podria introducir una subestructura (un patron), devolviendo el
sistema todas las moléculas que son similares a dicha estructura.

e Busqueda de todas las moléculas que vincula un camino especifico
hacia una molécula objetivo: Realizar una busqueda exhaustiva puede
ser impracticable, por lo que se pueden usar restricciones en el espacio
de busqueda.

e Prediccion de resultado de experimentos de una nueva molécula a partir
de los datos almacenados: A través de determinadas técnicas de
inteligencia artificial es posible predecir los resultados a nuevos
experimentos a partir de los datos, con el consiguiente ahorro de tiempo
y dinero.

Biologia

Con la finalizacién en los préximos afos del Proyecto Genoma Humano y el
almacenamiento de toda la informacién que esta generando en bases de datos
accesibles por Internet, el siguiente reto consiste en descubrir cémo funcionan
nuestros genes y su influencia en la salud. Existen nuevas tecnologias (chips
de ADN, protedmica, gendmica funcional, variablidad genética individual) que
estan posibilitando el desarrollo de una “nueva biologia” que permite extraer
conocimiento biomédicos a partir de bases de datos experimentales en el
entorno de un ordenador basicamente mediante técnicas de mineria de datos y
visualizacion. Estos trabajos forman parte de los desarrollos de la
Bioinformatica.
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1.1.6. Tendencias de la Mineria de Datos

El interés que despierta la Mineria de Datos para el analisis de la informacion
especialmente en el area comercial hace que se busquen nuevas aplicaciones
basadas en esta tecnologia. Algunas de las principales nuevas aplicaciones
basadas en la Mineria de Datos se presentan a continuacion.

Mineria de Textos

La Mineria de Textos [Text Mining] surge ante el problema cada vez mas
apremiante de extraer informacién automaticamente a partir de masas de
textos. Se trata asi de extraer informacién de datos no estructurados: texto
plano.

Existen varias aproximaciones a la representacion de la informacion no
estructurada [HH96]:

e “Bag of Words”: Cada palabra constituye una posicion de un vector y el
valor corresponde con el numero de veces que ha aparecido.

e N-gramas o frases: Permite tener en cuenta el orden de las palabras.
Trata mejor frases negativas “... excepto ...”, “... pero no ...”, que
tomarian en otro caso las palabras que le siguen como relevantes.

e Representacion relacional (primer orden): Permite detectar patrones mas
complejos (si la palabra X esta a la izquierda de la palabra Y en la
misma frase...).

e Categorias de conceptos.

Casi todos se enfrentan con el “vocabulary problem” [FUR87]: Tienen
problemas con la sinonimia, la polisemia, los lemas, etc.

Un ejemplo de aplicacion basada en Mineria de Textos es la generacion
automatica de indices en documentos. Otras mas complicadas consistirian en
escanear completamente un texto y mostrar un mapa en el que las partes mas
relacionadas, o los documentos mas relacionados se coloquen cerca unos de
otros. En este caso se trataria de analizar las palabras en el contexto en que se
encuentren.

En cualquier caso, aunque aun no se ha avanzado mucho en el area de
Mineria de Textos, ya hay productos comerciales que emplean esta tecnologia
con diferentes propdsitos.

Mineria de datos Web

La Mineria de datos Web [Web Mining] es una tecnologia usada para descubrir
conocimiento interesante en todos los aspectos relacionados a la Web. Es uno
de los mayores retos. El enorme volumen de datos en la Web generado por la
explosion de usuarios y el desarrollo de librerias digitales hace que la
extraccion de la informacion util sea un gran problema. Cuando el usuario
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navega por la web se encuentra frecuentemente saturado por los datos. La
integracion de herramientas de mineria de datos puede ayudar a la extraccion
de la informacion util.

La Mineria de datos Web se puede clasificar en tres grupos distintos no
disjuntos, dependiendo del tipo de informacién que se quiera extraer, o de los
objetivos [KBOO]:

e Mineria del Contenido de la Web [Web Content Mining]: Extraer
informacion del contenido de los documentos en la web. Se puede
clasificar a su vez en:

o Text Mining: Si los documentos son textuales (planos).

o Hypertext Mining: Si los documentos contienen enlaces a si
mismos o a otros documentos

o Markup Mining: Si los documentos son semiestructurados (con
marcas).

o Multimedia Mining: Para imagenes, audio, video,...

e Mineria de la Estructura de la Web [Web Structure Mining]: Se intenta
descubrir un modelo a partir de la tipologia de enlaces de la red. Este
modelo puede ser util para clasificar o agrupar documentos.

e Mineria del Uso de la Web [Web Usage Mining]: Se intenta extraer
informacion (habitos, preferencias, etc. de los usuarios o contenidos vy
relevancia de documentos) a partir de las sesiones y comportamiento de
los usuarios navegantes

1.2. Mineria de Datos y Almacenamiento de
Datos

Como se ha enfatizado repetidamente, los datos son criticos para hacer data
mining. Por consiguiente, se necesitan sistemas de bases de datos para
manejar los datos a los que aplicar data mining eficazmente. Estos sistemas
podrian ser sistemas de data warehouse o sistemas de bases de datos.

1.2.1. Arquitectura, Modelado, Diseno, y Aspectos de la
Administracion

Las técnicas de data mining existen desde hace algun tiempo. ¢;Por qué
entonces data mining se ha hecho tan popular ahora? La principal razén es que
ahora con los sistemas de bases de datos se pueden representar, almacenar y
recuperar los datos, y reforzar caracteristicas como la integridad y seguridad.
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Ahora que se tienen los datos guardados en las bases de datos y quizas
normalizados y estructurados, ;Como se puede hacer data mining? Un
enfoque es reforzar un SGBD con una herramienta de data mining. Se puede
comprar un SGBD comercial y una herramienta de data mining comercial que
tenga construidas las interfaces para el SGBD y se puede aplicar la
herramienta a los datos administrados por el SGBD. A pesar de que este
enfoque tiene ventajas y promueve las arquitecturas abiertas, hay algunos
inconvenientes. Podria haber algunos problemas de rendimiento cuando se usa
un SGBD de propdsito general para data mining.

El otro enfoque es una integracion fuerte del SGBD con las herramientas de
data mining. El nucleo de la base de datos tiene las herramientas de data
mining incorporadas dentro de él. Se puede decir que este tipo de SGBD es un
Mining SGBD (SGBD de data mining). Segun esto las diferentes funciones del
SGBD como el procesamiento de consultas y la gestién del almacenamiento
son influenciadas por las técnicas de data mining. Por ejemplo, los algoritmos
de optimizacion pueden ser modificados por las técnicas de data mining. Se ha
investigado mucho sobre la integracion de data mining y el nucleo del SGBD
(véase [TSUR9S8])).

Mining SGBD también significaria la eliminacion de funciones innecesarias de
un SGBD y el protagonismo de las caracteristicas clave. Por ejemplo, el
procesamiento de transacciones es una funcién soportada por la mayoria de
los SGBD comerciales. Sin embargo, data mining normalmente no se dirige a
los datos transaccionales sino a los datos de apoyo a la toma de decisiones.
Estos datos no pueden ser datos que se actualicen a menudo por
transacciones. Asi que, podrian eliminarse funciones como la gestién de
transacciones en un Mining SGBD, y se podria dar mas importancia a las
caracteristicas adicionales que proporcionen integridad y calidad a los datos.

En el general, en el caso de un Mining SGBD, la agregacion de wuna
herramienta de data mining influira sobre las diferentes funciones del SGBD
como: el procesamiento de consultas, la gestion del almacenamiento, la gestidn
de transacciones, la gestion de metadata (diccionario de datos), la gestién de la
seguridad y de la integridad.

El tipo de modelado de los datos usado puede tener algun impacto en data
mining. Muchos de los datos que seran utilizados se guardan en bases de
datos relacionales. Sin embargo, actualmente cada vez mas se guardan los
datos en bases de datos no relacionales tales como bases de datos orientadas
a objetos, bases de datos objeto-relacionales y bases de datos multimedia. Hay
poca informacion sobre data minig en bases de datos orientadas a objetos,
aunque si hay algunos trabajos sobre data mining en las bases de datos
multimedia. En las bases de datos orientadas a objetos primero se extraen las
relaciones entre los objetos y se guardan en una base de datos relacional, y
después las herramientas de data mining se aplican a la base de datos
relacional.

El disefio de la base de datos juega un papel fundamental en la aplicacion de
data mining. Por ejemplo, en el caso de data warehousing, se han propuesto
diferentes enfoques en el modelo y subsiguiente disefio del almacén. Estos
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incluyen modelos multidimensionales de datos y modelos del procesamiento
analitico en linea. Se han propuesto varios esquemas como el esquema en
estrella para el almacenamiento de los datos. Como se ha mencionado, la
organizacion eficaz de los datos es critica para data mining. Por consiguiente
también, tales modelos y esquemas son importantes para data mining

La administracion de las bases de datos también resulta influida por la
realizacion de data mining. Si se integra data mining un SGBD, aparecen las
siguientes cuestiones ;Con qué frecuencia sera aplicado data mining a la base
de datos? ¢Puede ser usado data mining para analizar la auditoria de datos?
;, Como influird en data mining la actualizacién frecuente de los datos? Estas
interesantes preguntas tendran respuestas cuando se obtenga mas informacion
sobre la integracion de data mining con las funciones del SGBD.

1.2.2. Data mining y Funciones de Bases de datos

En el caso de integracion fuerte entre el SGBD y data mining hay un fuerte
impacto sobre las diferentes funciones del sistema de bases de datos. Por
ejemplo, en el procesamiento de consultas. Se han realizado trabajos para
examinar lenguajes de consultas como SQL y determinar si se necesitan
extensiones para soportar data mining (véase por ejemplo [ACM96a]). Si hay
estructuras adicionales y consultas que son complejas, entonces el optimizador
de consultas tiene que ser adaptado para manejar esos casos. Estrechamente
relacionado con la optimizacion de consultas esta la eficiencia de las
estructuras de almacenamiento, indices, y métodos de acceso. Pueden ser
necesarios mecanismos especiales para apoyar data mining en el
procesamiento de consultas.

En el caso de gestidon de transacciones, la realizacion de data mining puede
tener poco impacto, puesto que data mining se hace normalmente en los datos
de apoyo a la toma de decisiones y no en los datos transaccionales. Sin
embargo hay casos donde se analizan los datos transaccionales para
anomalias como en los casos de tarjetas de crédito y de tarjetas de teléfono. A
veces las compaiias de tarjetas de crédito o de teléfono han notificado sobre
usos andémalos de tarjetas de crédito o de teléfono. Esto normalmente se hace
analizando los datos transaccionales. También se podria aplicar data mining a
estos datos.

En el caso de metadata, se podria aplicar data mining a metadata para extraer
la informacion util en casos dénde los datos no sean analizables. Esta puede
ser la situacion para datos no estructurados cuyo metadata deba ser
estructurado. Por otro lado, los metadata podrian ser un recurso muy util para
una herramienta de data mining. Metadata podria dar informacion adicional
para ayudar con el proceso de data mining.

La seguridad, integridad, calidad del datos, y tolerancia a fallos son influidas
por data mining. En el caso de seguridad, data mining podria suponer una
amenaza importante para la seguridad y privacidad.
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Por otro lado data mining pueden usarse para descubrir las intrusiones asi
como para analizar la auditoria de datos. En el caso de auditoria, la cantidad de
datos sobre los que se aplica data mining es grande. Se pueden aplicar las
herramientas de data mining a los datos para descubrir los modelos anormales.
Por ejemplo, si un empleado hace un excesivo numero de viajes a un pais
determinado y este hecho es conocido, proponiendo algunas preguntas. La
siguiente pregunta a realizar es si el empleado tiene asociaciones con ciertas
personas de ese pais. Si la respuesta es positiva, entonces la conducta del
empleado se marca.

Como ya se ha mencionado data mining tiene muchas aplicaciones en el
descubrimiento de la intrusion y analizando amenazas a las bases de datos. Se
puede usar data mining para descubrir modelos de intrusiones y amenazas.
Esta es un area emergente y se llama Informacién de Confianza. No sélo es
importante tener datos de calidad, también es importante recuperarse de fallos
maliciosos o0 de otro tipo, y proteger los datos de amenazas o intrusiones.
Aunque la investigacibn en esta area simplemente esta empezando, se
esperan grandes progresos.

En el caso de calidad e integridad de los datos, se podrian aplicar las técnicas
de data mining para descubrir datos malos y mejorar la calidad de los datos.
Data mining también pueden usarse para analizar la seguridad de los datos
para varios sistemas como sistemas de control de circulacién aérea, sistemas
nuclear, y sistemas de armamento.

1.2.3. DATA WAREHOUSE

Un data warehouse es un tipo especial de base de datos. Al parecer, el
término se origind a finales de los ochenta [DEVL88], [INMO88], aunque el
concepto es mas antiguo. La referencia [INMO93] define un data warehouse
como "un almacén de datos orientado a un tema, integrado, no volatil y variante
en el tiempo, que soporta decisiones de administracién" (donde el término no
volatil significa que una vez que los datos han sido insertados, no pueden ser
cambiados, aunque si pueden ser borrados). Los data warehouses surgieron
por dos razones: primero, la necesidad de proporcionar una fuente unica de
datos limpia y consistente para propositos de apoyo para la toma de
decisiones; segundo, la necesidad de hacerlo sin afectar a los sistemas
operacionales.

Por definicion, las cargas de trabajo del data warehouse estan destinadas para
el apoyo a la toma de decisiones y por lo tanto, tienen consultas intensivas (con
actividades ocasionales de insercion por lotes); asimismo, los propios data
warehouses tienden a ser bastante grandes (a menudo mayores que 500GB y
con una tasa de crecimiento de hasta el 50 por ciento anual). Por
consecuencia, es dificil -aunque no imposible- perfeccionar el rendimiento.
También puede ser un problema la escalabilidad. Contribuyen a ese problema
(a) los errores de disefio de la base de datos, (b) el uso ineficiente de los
operadores relacionales, (e) la debilidad en la implementacién del modelo
relacional del DBMS, (d) la falta de escalabilidad del propio DBMS y (e) los
errores de diseno arquitectdénico que limitan la capacidad e imposibilitan la
escalabilidad de la plataforma.
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e DATA MARTS

Los usuarios a menudo realizaban amplias operaciones de informes y analisis
de datos sobre un subconjunto relativamente pequefio de todo el data
warehouse. Asimismo, era muy probable que los usuarios repitieran las mismas
operaciones sobre el mismo subconjunto de datos cada vez que era
actualizado. Ademas, algunas de esas actividades -por ejemplo, analisis de
prondsticos, simulacion, modelado de datos de negocios del tipo "qué pasaria
si..."- involucraban la creacion de nuevos esquemas Yy datos con
actualizaciones posteriores a esos nuevos datos.

La ejecucion repetida de tales operaciones sobre el mismo subconjunto de todo
el almacén no era muy eficiente; por lo tanto, parecié buena idea construir
algun tipo de "almacén" limitado de propdsito general que estuviera hecho a la
medida de ese propédsito. Ademas, en algunos casos seria posible extraer y
preparar los datos requeridos directamente a partir de las fuentes locales, lo
que proporcionaba un acceso mas rapido a los datos que si tuvieran que ser
sincronizados con los demas datos cargados en todo el data warehouse.
Dichas consideraciones condujeron al concepto de data marts.

De hecho, hay alguna controversia sobre la definicion precisa del término data
mart. Se puede definir como "un almacén de datos especializado, orientado a
un tema, integrado, volatil y variante en el tiempo para apoyar un subconjunto
especifico de decisiones de administracion". La principal diferencia entre un
data mart y un data warehouse es que el data mart es especializado y volatil.
Especializado quiere decir que contiene datos para dar apoyo (solamente) a un
area especifica de analisis de negocios; por volatil se entiende que los usuarios
pueden actualizar los datos e incluso, posiblemente, crear nuevos datos (es
decir, nuevas tablas) para algun propésito.

Hay tres enfoques principales para la creacion de un data mart:

e Los datos pueden ser simplemente extraidos del data warehouse; se
sigue un enfoque de "divide y venceras" sobre la carga de trabajo
general de apoyo para la toma de decisiones, a fin de lograr un mejor
rendimiento y escalabilidad. Por lo general, los datos extraidos son
cargados en una base de datos que tiene un esquema fisico que se
parece mucho al subconjunto aplicable del data warehouse; sin
embargo, puede ser simplificado de alguna manera gracias a la
naturaleza especializada del data mart.

e A pesar del hecho de que el data warehouse pretende proporcionar un
"punto de control unico", un data mart puede ser creado en forma
independiente (es decir, no por medio de la extraccion a partir del data
warehouse). Dicho enfoque puede ser adecuado si el data warehouse
es inaccesible por alguna causa: razones financieras, operacionales o
incluso politicas (o puede ser que ni siquiera exista todavia el data
warehouse).
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e Algunas instalaciones han seguido un enfoque de "primero el data
mart", donde los data marts son creados conforme van siendo
necesarios y el data warehouse general es creado, finalmente, como
una consolidacion de los diversos data marts.

Los ultimos dos enfoques sufren posibles problemas de desacople semantico.
Los data marts independientes son particularmente susceptibles a tales
problemas, debido a que no hay forma obvia de verificar los desacoples
semanticos cuando las bases de datos son disefiadas en forma independiente.
Por lo general, la consolidacion de data marts en data warehouses falla, a
menos que (a) se construya primero un esquema légico unico para el data
warehouse y (b) los esquemas para los data marts individuales se deriven
después a partir del esquema del data warehouse.

Un aspecto importante en el disefio de data marts: es la granularidad de la
base de datos. Donde granularidad se refiere al nivel mas bajo de agregacion
de datos que se mantendra en la base de datos. Ahora bien, la mayoria de las
aplicaciones de apoyo para la toma de decisiones requeriran tarde o temprano
acceso a datos detallados y por lo tanto, la decision sera facil para el data
warehouse. Para un data mart puede ser mas dificil. La extraccion de grandes
cantidades de datos detallados del data warehouse, y su almacenamiento en el
data mart, puede ser muy ineficiente si ese nivel de detalle no se necesita con
mucha frecuencia. Por otro lado, en algunas ocasiones es dificil establecer
definitivamente cual es el nivel mas bajo de agregacion que en realidad se
necesita. En dichos casos, los datos detallados pueden ser accedidos
directamente desde el data warehouse cuando se necesiten, manteniendo en
el data mart los datos que de alguna manera ya fueron agregados.

e APLICACIONES DE LOS DATA WAREHOUSE

La explotacion del Data Warehouse puede realizarse mediante diversas
técnicas:

e Query & Reporting

e On-line analytical processing (OLAP)
e Executive Information System (EIS)
e Decision Support Systems (DSS)

e Visualizacién de la informacion

e Data Mining 6 Mineria de Datos, etc.

Se llaman sistemas OLAP (On Line Analytical Processing) a aquellos sistemas
que deben:

e  Soportar requerimientos complejos de analisis

e Analizar datos desde diferentes perspectivas
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e Soportar analisis complejos contra un volumen ingente de datos

La funcionalidad de los sistemas OLAP se caracteriza por ser un analisis
multidimensional de datos mediante navegacion del usuario por los mismos de
modo asistido.

Existen dos arquitecturas diferentes para los sistemas OLAP: OLAP
multidimensional (MD-OLAP) y OLAP relacionales (ROLAP).

La arquitectura MD-OLAP usa bases de datos multidimensionales, la
arquitectura ROLAP implanta OLAP sobre bases de datos relacionales

La arquitectura MD-OLAP requiere unos calculos intensivos de compilacion.
Lee de datos precompilados, y tiene capacidades limitadas de crear
agregaciones dinamicamente o de hallar ratios que no se hayan precalculado y
almacenado previamente.

La arquitectura ROLAP, accede a los datos almacenados en un Data
Warehouse para proporcionar los analisis OLAP. La premisa de los sistemas
ROLAP es que las capacidades OLAP se soportan mejor contra las bases de
datos relacionales.

Los usuarios finales ejecutan sus analisis multidimensionales a través del motor
ROLAP, que transforma dinamicamente sus consultas a consultas SQL. Se
ejecutan estas consultas SQL en las bases de datos relacionales, y sus
resultados se relacionan mediante tablas cruzadas vy conjuntos
multidimensionales para devolver los resultados a los usuarios. ROLAP es una
arquitectura flexible y general, que crece para dar soporte a amplios
requerimientos OLAP. EI MOLAP es una solucion particular, adecuada para
soluciones departamentales con unos volumenes de informacién y numero de
dimensiones mas modestos.

Una cuestion tipica de un sistema OLAP o DSS podria ser: “4 Compraron mas
monovolumenes en 1998 los habitantes del norte de Espafia, o los del sur?”
Sin embargo, un sistema data mining en este escenario podria ser interrogado
asi:

“Quiero un modelo que identifique las caracteristicas predictivas mas
importantes de las personas que compran monovolumenes...”

e QUERY & REPORTING

Las consultas o informes libres trabajan tanto sobre el detalle como sobre las
agregaciones de la informacién.

Realizar este tipo de explotacion en un almacén de datos supone una
optimizacién del tradicional entorno de informes (reporting), dado que el Data
Warehouse mantiene una estructura y una tecnologia mucho mas apropiada
para este tipo de solicitudes.

Los sistemas de "Query & Reporting", no basados en almacenes de datos se
caracterizan por la complejidad de las consultas, los altisimos tiempos de
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respuesta y la interferencia con otros procesos informaticos que compartan su
entorno.

1.2.4. DATA WAREHOUSE Y DATA MINING

Data warehouse almacena los datos de las bases de datos heterogéneas para
que los usuarios consulten sélo un uUnico aspecto. Las respuestas que un
usuario consigue a una consulta dependen de los volumenes del data
warehouse. El data warehouse en general no intenta extraer la informacion de
los datos almacenados. Data warehouse estructura y organiza los datos para
suportar funciones de administracion, data mining intenta extraer la informacién
util, asi como predecir las tendencias de los datos. La Figura 3 10 ilustra la
relacion entre el data warehouse y data mining. Observe que no es necesario
construir un data warehouse para hacer data mining, ya que también puede
aplicarse data mining a las bases de datos. Sin embargo, un data warehouse
estructura los datos de tal manera que facilita data mining, por lo que en
muchos casos es muy deseable tener un almacén del datos para llevar a cabo
data mining..

¢,Doénde acaba data warehouse y donde empieza data mining? ;Hay una
diferencia clara entre data warehouse y data mining? La respuesta es subjetiva.
Hay ciertas preguntas que los data warehouse pueden contestar. Ademas, los
data warehouse disponen de capacidades para el apoyo a la toma de
decisiones. Algunos data warehouse llevan a cabo predicciones y tendencias.
En este caso los data warehouse llevan a cabo algunas de las funciones de
data mining. En el general, en el caso de un data warehouse la respuesta esta
en la base de datos. El data warehouse tiene que disponer de optimizacién de
consultas y técnicas de acceso para obtener respuestas. Por ejemplo,
considere preguntas como ¢, "Cuantos automoviles rojos compraron los médicos
en 1990 en Nueva York "? La respuesta esta en la base de datos. Sin
embargo, para una pregunta como " ;Cuantos automoviles rojos compraran
los médicos en 2005 en Nueva York "? la respuesta no puede estar en la base
de datos. Basandose en los patrones de compra de los médicos en Nueva York
y sus proyecciones del sueldo, se podria predecir la respuesta a esta pregunta.

Esencialmente, un warehouse organiza los datos eficazmente para realizar
data mining sobre ellos. La pregunta es entonces ¢ Es imprescindible tener un
warehouse para hacer data mining? La respuesta es que es muy interesante
tener un warehouse, pero esto no significa que sea imprescindible. Podria
usarse un buen SGBD para gestionar una base de datos eficazmente.
También, a menudo con un warehouse no se tienen datos transaccionales. Por
lo tanto, los datos no pueden ser actuales, y los resultados obtenidos desde
data mining tampoco lo seran. Si se necesita la informacién actualizada,
entonces se podria hacer data mining sobre una base de datos administrada
por un SGBD que también tenga caracteristicas de procesamiento de
transacciones. Hacer data mining sobre datos que se actualizan a menudo es
un desafio. Tipicamente data mining se ha usado sobre los datos de apoyo a la
toma de decisiones. Por consiguiente hay varios problemas que necesitan ser
investigados extensamente, antes de que se pueda llevar a cabo lo que se
conoce como data mining en tiempo real. De momento al menos, es critico
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disponer de un buen data warehouse para llevar a cabo un buen data mining
para funciones de apoyo a la toma de decisiones. Observe que también se
podria tener una herramienta integrada para llevar a cabo las funciones de data
warehouse y data mining. Una herramienta de este tipo sera conocida como
data warehouse miner.

1.3. Herramientas Comerciales de Analisis de
Datos

KnowledgeSeeker de Angoss Software International, Toronto, Canada
Puntos Clave:

e Herramienta interactiva de clasificacion.

e Basada en los algoritmos de arboles de decision CHAID y XAID.

e Se ejecuta sobre plataformas Windows y UNIX
Ventajas:

¢ Representacion flexible de arboles de decision.

e Provee caracteristicas para permitir la identificacion de la relevancia de
los resultados en los negocios.

e EI API permite usar los resultados del analisis en aplicaciones
personalizadas.

Aspectos a tener en cuenta:
e Solo soporta arboles de decisiéon
e Poco soporte para la transformaciéon de datos.

e El soporte para prediccidn se limita a la exportaciéon de las reglas
generadas.

Cuando usarla:

e Si se necesita una herramienta que permita adelantar una vision
instantanea general de sus datos.

¢ Si necesita una herramienta interactiva para explorar sus datos.

e No esta indicada si se necesita una herramienta que soporte prediccion
desde dentro de sus datos.
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DataCruncher de DataMind, San Mateo, CA, USA
Puntos Clave:
e Herramienta de Data Mining para clasificacion y clustering

e Basada en Tecnologia de agentes de redes (ANT Agent Network
Technology)

e La aplicacion servidor se ejecuta sobre UNIX y Windows NT; la
aplicacion cliente en todas las plataformas Windows.

Ventajas:
e Facil de usar, ya que los modelos necesitan pocas adaptaciones.

e Agent Network Technology puede ser utilizada para clasificacion,
prediccion y clustering no supervisado.

o Resultados versatiles, que permiten una minuciosa valoracion de los
modelos y de sus resultados

Aspectos a tener en cuenta:

e Se necesita familiarizarse con la tecnologia para comprender los
resultados.

o Esta basada en una técnica propietaria
e Tiene soporte limitado para la transformacion de datos.
Cuando usarla:

e Si se necesita una herramienta cliente-servidor con una interface facil de
usar.

e Si se necesita valorar para cada caso la bondad de la prediccion de los
modelos.

e Si quiere invertir algun esfuerzo en hacer un completo uso del analisis
de resultados.

Intelligent Miner de IBM, Armonk, NY, USA
Puntos Clave:

e Soporta multiples operaciones de data minino en un entrono cliente-
servidor
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Utiliza redes de neuronas, arboles de induccion y varias técnicas
estadisticas.

Trabaja sobre clientes Windows, OS/2 y X-Windows, y servidores AIX
(incluyendoSP2), 0S/400 y OS/390.

Ventajas:

Buen soporte para andlisis de asociaciones y clustering (incluyendo
visualizacion de clustering), ademas de clasificacion y prediccion.

Optimizada para data minino en grandes bases de datos(del orden de
gigabytes) ya que se aprovecha de la plataforma de procesamiento
paralelo PS2 de IBM.

Tiene un entorno de trabajo integrado con caracteristicas muy
interesantes tanto para usuarios expertos como no especialistas.

Aspectos a tener en cuenta:

Algunos problemas que tenia han sido resueltos con la nueva interface
que ha sido desarrollada completamente en Java.

Solo trabaja sobre plataformas IBM, y el acceso a los datos se limita a
las bases de datos DB2 y a ficheros planos.

Inicialmente la mayoria de los proyectos requeriran entradas importantes
desde los servicios de soporte y consultoria de IBM

Cuando usarla:

Deberia ir a una tienda de IBM para observar la funcionalidad del data
mining integrado en su entorno de soporte a las decisiones

Para grandes proyectos de data mining, en particular cuando los datos
estan contenidos en DB2.

Si se desan utilizar varias operaciones de data mining, tales como
clasificacion, clustering y analisis de asociaciones.

Para realizar analisis de cesta de la compra con varios gigabytes de
datos.

Si interesa utilizar los servicios de consultoria de IBM.

Clamentine de Integral Solutions, Basingstoks, UK

Puntos Clave:
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e Herramienta con un entrono de trabajo que soporta todo el proceso de
data mining

e Ofrece arboles de decision, redes de neuronas, generacion de reglas de
asociacion y caracteristicas de visualizacion.

e Se ejecuta sobre VMS, UNIX o Windows NT.
Ventajas:
e Interface grafica intuitiva para programacion visual.

e Las técnicas de data mining pueden complementarse combinandose
entre si.

e Vision interactiva de las relaciones entre las variables a través de grafos
de red.

Aspectos a tener en cuenta:
¢ No soporta Windows nativo.

e Es necesario familiarizarse con la herramienta para conseguir una
optima utilizacion de sus funcionalidades.

¢ No esta optimizada para arquitecturas en paralelo.
Cuando usarla:

e Si se necesita una herramienta que cubra por completo el rango de los
procesos de data mining.

e Si se desean combinar herramientas y modelos para construir los
procesos de data mining que exijan tales requisitos.

e Sise desea desarrollar el modelo en C.
e Si se necesitan grandes capacidades analiticas y de gestion de datos sin

requerir un extenso analisis de datos ni experiencia en tecnologias
informaticas.

Alice de Isoft SA, Gif sur Yvette, Francia.

Puntos Clave:
e Herramienta de escritorio para data minino interactivo.
e Se basa en tecnologia de arboles de decision.

e Se ejecuta sobre plataformas Windows.
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Ventajas:
e La representacién altamente interactiva permite guiar el analisis.

e La opcion de generar graficos provee una vision general de los datos en
todas las etapas del proceso de Data Mining.

e Se trata de una herramienta econdmica valida para usuarios que
comienzan a realizar data mining.

Aspectos a tener en cuenta:
¢ No tiene opciones para desarrollar modelos.
e Pequeno soporte para transformacion de datos.

e No genera conjuntos de reglas optimizadas desde los arboles de
decision.

Cuando usarla:

e Si se desea usar data mining para buscar patrones y relaciones en los
datos.

e Si se quiere tener la posibilidad de dirigir el analisis interactivamente.
e Sino se es un experto en data mining y se desea realizar el analisis.

e Si se quiere entender los patrones que se encuentran en la base de
datos y no se desea construir modelos predictivos.

Decision Series, de NeoVista Software Cupertino CA, USA.
Puntos Clave:

e Herramientas para multiples operaciones de data mining para el
desarrollo de modelos basados en servidores.

e Proporciones algoritmos de redes de neuronas, arboles y reglas de
induccion, clustering y analisis de asociaciones.

e Trabaja sobre sistemas UNIX mono o multi-procesadores de HP y Sun.
Accede solo a ficheros planos, aunque posiblemente las ultimas
versiones ya trabajaran contra bases de datos relacionales.

Ventajas:

e Soporta un gran rango de operaciones y algoritmos de data mining, la
mayoria de los cuales han sido altamente optimizados para obtener altos
rendimientos.
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e Esta optimizado para plataformas que trabajan en paralelo con grandes
conjuntos de datos.

e Ofrece una considerable flexibilidad para construir modelos de alto
rendimiento para aplicaciones de usuario final embebidas.

Aspectos a tener en cuenta:
e Las herramientas de desarrollo grafico son bastante basicas.
e Poco soporte para la exploracion de datos.
e La mayoria de los clientes necesitaran un considerable soporte de
consultas para generar aplicaciones y ejecutarlas. Es necesario tener

conocimientos de analisis de datos y de utilizacion de UNIX para
desarrollar las aplicaciones.

Cuando usarla:

e Si se desean construir aplicaciones con alto rendimiento de modelos de
data mining embebidos que utilizan entornos con multiprocesadores.

e Si se quiere tener un absoluto control sobre todos los elementos de los
procesos de construccién de modelos.

e Si se necesitan combinar operaciones y tecnicas de data mining
alternativas en aplicaciones complejas.

e Si se quiere trabajar con una solucion que puede comunicar una
aplicacién data minino para enlazar con sus necesidades.

Pilot Discovery Server de Pilot Software, Cambridge MA, USA.
Puntos Clave:
e Herramienta para clasificacion y prediccion.
e Basada en la tecnologia de arboles de decisiéon CART.
e Trabaja sobre UNIX 'y Windows NT
Ventajas:
e Buena representacion del analisis de resultados
e Es facil de usar y de entender.
e Muy integrada con sistemas gestores de bases de datos relacionales.

Aspectos a tener en cuenta:
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e Solamente indicada para clientes de los programas para soporte a la
toma de decisiones de Pilot.

e Solamente cubre un especifico sector del espectro del data mining.

e Sdlo trabaja con datos almacenados en bases de datos relacionales.
Cuando usarla:

e Sise desea optimizar las campafas de marketing.

e Si se necesita interpretar facilmente los resultados sin realizar un gran
refinamiento de los modelos.

e Solo si se estan utilizando los programas para soporte a la toma de
decisiones de Pilot.

e No esta indicada si se quieren resolver los problemas utilizando
diferentes técnicas.

SAS Solution for Data Mining de SAS Institute, Cary, NC, USA
Puntos Clave:

e Un gran numero de herramientas de seleccion, exploracion y analisis de
datos para entornos cliente-servidor.

e Las opciones de data mining incluyen: aplicaciones de redes de
neuronas, de arboles de decision y herramientas de estadistica.

e Aplicaciones portables para un gran numero de entornos PC, UNIX y
mainframes.

Ventajas:
e SAS ofrece data warehouse y analisis de datos.

e Conjuntos extensibles de herramientas de manipulacion y visualizacion
de datos.

e SAS tiene una gran experiencia en herramientas estadisticas y de
analisis de datos.

Aspectos a tener en cuenta:

e La oferta para hacer data mining es una mezcolanza de todas las
técnicas SAS existentes.

e Integracion con la programacion en 4GL.
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¢ No soporta el analisis de asociaciones.
Cuando usarla:
e Siya se utiliza SAS para almacenar, administrar y analizar los datos.
e Sise va a utilizar SAS para la construccion del data warehouse.
e Si es necesaria una alta funcionalidad en la manipulacion de datos.

e Si se es experto en estadistica y se quieren utilizar las funciones
estadisticas de SAS.

MineSet, de Silicon Graphics, Mountain View, CA, USA
Puntos Clave:
e Paquete de herramientas para Data mining y visualizacién.

e Proporciona algoritmos para la generacion de reglas para clasificacion y
asociaciones.

e Trabaja sobre plataformas SGI bajo IRIS.
Ventajas:

e Ofrece herramientas de visualizacién para los datos y los modelos
generados.

e Suporta muchas operaciones de data mining.

e EIl gestor de herramientas actia como un punto central de control y
permite el acceso y transformacion de los datos.

Aspectos a considerar:
e Requiere un servidor SGI.

e La gran cantidad de opciones y parametros puede provocar confusion en
usuarios noveles.

e Las herramientas de visualizacion necesitan mucha preparacion y
personalizacién de los datos para producir buenos resultados.

Cuando usarla:
e Si se quieren detectar patrones por visualizacion.

e Si se quieren construir aplicaciones que representen los resultados de
data mining a través de visualizacion.
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Si se dispone de equipos de Silicon Graphics

Esta indicada para VARs que quieran desarrollar soluciones
personalizadas de data mining usando MineSet.

SPSS, de SPSS, Chicago IL, USA

Puntos Clave:

Herramientas de escritorio para clasificacion y prediccion, clustering, y
un gran rango de operaciones estadisticas.

Proporciona una herramienta de redes de neuronas ademas de
productos de analisis estadistico.

SPSS para Windows y Neural Connection son productos que trabajan en
modo monopuesto en plataformas Windows.

Ventajas:

Las funciones de analisis estadistico complejo son accesibles a través
de una interface de usuario muy bien disefada.

Neural Connection ofrece un amplio rango de opciones y funciones a
través un entorno de desarrollo muy facil de usar.

El lenguaje de scripts permite una gran personalizacién del entorno y el
desarrollo de aplicaciones estadisticas aisladas.

Aspectos a considerar:

Para analistas de datos y estadisticos, mas que para usuarios finales.

SPSS CHAID carece de la funcionalidad de otros productos de escritorio
de arboles de decision.

Neural Connection es un producto aislado: la base de la integracion con
SPSS es a través de transferencia de datos, que se limita a la
importacion de 32.000 registros.

Cuando usarla:

Si se necesita un analisis complejo combinando estadistica con arboles
de decision y redes de neuronas.

Si se disponen de grandes conocimientos estadisticos y se quiere utilizar
data mining basado en IA.

Si se necesita verificacion estadistica de los resultados encontrados.
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e Si es preciso construir aplicaciones de analisis departamental para
escritorio.

e Sitiene un presupuesto ajustado.

Syllogic Data Mining Tool, de Syllogic, Houten, The Netherlands
Puntos Clave:

e Herramienta con entorno de trabajo multi-estratégico con interface
visual.

e Soporta analisis de arboles de decision, clasificacion k-vecino mas
préximo, y analisis de clustering y asociaciones por k-means.

e Trabaja sobre Windows NT y en estaciones UNIX con uno o varios
procesadores

Ventajas:

e La interface visual permite a los usuarios construir proyectos de data
mining enlazando objetos.

e La version estd optimizada para entornos masivamente paralelos y
validos para grandes bases de datos.

e La empresa también ofrece un gran numero de servicios de consultaria
en las areas de datawarehousing y data mining.

Aspectos a considerar:

e La interface y la presentacion de resultados necesita algunos
refinamientos para ser utilizada por usuarios finales.

e DMT/MP no soportan el mismo rango de operaciones que DMT
Cuando usarla:

e Si se necesita servicio de consultoria a la vez que se desarrolla el
proyecto de data mining con un entorno de datawarehousing.

e Si se necesita utilizar gran numero de operaciones de data mining.

e Si se quiere utilizar una herramienta similar en el escritorio y en el
entorno MP.

Darwin de Thinking Machines, Bedford MA, USA
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Puntos Clave:

Herramientas de desarrollo de data mining de tipo cliente-servidor para
la construccidén de modelos de clasificacion y prediccion.

La construccidon de modelos utiliza algoritmos de redes de neuronas,
arboles de induccion y k-vecino mas proximo.

Trabaja sobre plataformas Sun de Solaris, AIX de IBM y SP2, con
clientes Motif. También existen versiones cliente que trabajan sobre
Windows.

Ventajas:

Ofrecen buena cobertura al proceso completo de descubrimiento del
conocimiento.

Pone el énfasis en el desarrollo de modelos predictivos de alto
rendimiento.

Proporciona escalabilidad para soportar paralelizacion.

Aspectos a considerar:

Mejor para analistas de datos y desarrolladores de aplicaciones que
para los usuarios de negocio.

Es preciso familiarizarse con las diferentes opciones de Darwin para
cada tipo de modelo si se quiere obtener el mejor resultado de la
herramienta.

No soporta analisis no supervisado de clustering o de asociaciones.

Cuando usarla:

En la construccién de aplicaciones de data mining para gestion de
relaciones entre clientes.

Si se necesita una herramienta que ponga mucho énfasis en modelado
por clasificacion y predictivos.

Si se dispone de una gran compleja base de datos que precise la
potencia de una plataforma con multiprocesadores.

Si se necesita observar la creacion de los modelos de data mining,
Darwin proporciona multiples algoritmos y varias opciones de
refinamiento.

Si se quiere usar las herramientas de data mining para auxiliar la gestion
de redes Thinking Machina tiene objetivos muy explicitos en este sector
y ya colabora con Cabletron.
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1.4. Arquitectura Software para Data Mining

Anteriormente se han discutido diferentes tecnologias para data mining. Se
necesita el apoyo arquitectdénico para integrar estas tecnologias. La Figura 1.4
muestra una piramide que presenta la estructura de cémo las diferentes
tecnologias encajan entre si. Como se muestra en esta figura, en el nivel mas
bajo se encuentra las comunicaciones y sistemas. A continuacion aparece el
soporte del middleware. Esto va seguido por la gestion de la bases de datos y
el data warehouse. Después aparecen las diferentes tecnologias de data
mining. Finalmente, se tienen los sistemas de apoyo a la toma de decisiones
que usan los resultados de data mining y ayudan a que los usuarios tomen las
decisiones eficazmente. Estos usuarios pueden ser administradores, analistas,
programadores, y cualquier otro usuario del sistema de informacion.

Cuando se construyen sistemas, las diferentes tecnologias involucradas
pueden no encajar exactamente en la piramide tal como se ha mostrado. Por
ejemplo, se podria saltar la fase de data warehouse y se podria ir directamente
a la herramienta de data mining. Uno de los problemas importantes, en este
punto, son las interfaces entre los diferentes sistemas. En la actualidad no se
tiene bien definida cualquiera de las interfaces normales excepto en el caso de
algunos de los lenguajes estandar de definicion de interfaz que surgen de los
diferentes grupos como el Object Management Group. Sin embargo, cuando
estas tecnologias vayan madurando, se iran desarrollando los estandares para
las interfaces.

Decision
Support

/ Miner \
/ Warehouse \
/ Sistemas de Bases de Datos \

Comunicaciones Redes
Sistemas Operativos

Figura 1.4: Pirdmide para Data mining

Ya se ha estudiado como las diferentes tecnologias trabajan juntas. Por
ejemplo, una posibilidad es la mostrada en la Figura 1.5 donde se integran
multiples bases de datos a través de algun middleware y como consecuencia
forman un data warehouse que se explora a continuacion. Los componentes de
data mining también se integran en este escenario para aplicar data mining a
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las bases de datos directamente. Algunos de estos problemas se discutiran en
la seccion de la arquitectura del sistema.

Sistema A Sistema B
de Base Datos de Base Datos
Middleware
Herrat;r';ienta Data
Data Mining Warehouse

Arquitectura de Data mining

Figura 1.5: Arquitectura de data mining

La figura 1.6 ilustra una vista tridimensional de las tecnologias de data mining.
En el centro se encuentra la tecnologia para la integracién. Esta es la
tecnologia del middleware tal como la gestion distribuida orientada al objeto y
también la tecnologia web para la integracidén y acceso a través de web.

E M DATOS
RT
|:l':I Bases de datos relacionales y
SU orientadas a Objetos
Bases de datos multimedia

Seguridad Bases de datos heterogeneas
Metadatos distribuidas, y de legado
Visualizacion

Procesamiento Integracién:

aralelo
) Middleware :3
Web
A Warehouse
| C Aprendizaje Automatico
C N Razonamiento estadistico
T E
Figura 1.6: Vision en tres dimensiones
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En una primera dimension tenemos todas las tecnologias basicas de datos
como multimedia, bases de datos relacionales y orientadas a objetos, y bases
de datos distribuidas, heterogéneas y de herencia. En la segunda dimensién
tenemos las tecnologias para realizar data mining. Aqui se ha incluido el
warehousing asi como el aprendizaje automatico, tal como la programacion de
la légica inductiva, y el razonamiento estadistico. La tercera dimensién
comprende tecnologias como el procesamiento paralelo, la visualizacion,
gestion de metadatos (diccionario de datos), y el acceso seguro que son
importantes para llevar a cabo data mining.

1.4.2. Arquitectura Funcional

A continuacion se describen los componentes funcionales de data mining.
Anteriormente se discutieron los componentes funcionales de un sistema de
gestion de bases de datos. En adicidon, se mostro una arquitectura en la que la
herramienta de data mining era uno de los mdédulos del SGBD. Un SGBD con
estas caracteristicas sera un SGBD Mining. Un SGBD Mining se puede
organizar de varias maneras. Un enfoque alternativo se ilustra en Figura 4. En
este enfoque se considera data mining como una extension del procesador de
consultas. Es decir, podrian extenderse los moédulos del procesador de
consultas como el optimizador de consultas para ocuparse de data mining. Esto
es una vista de alto nivel como se ilustra en la Figura 1.7. Observe que en este
diagrama se ha omitido al gestor de las transacciones, ya que data mining se
usa principalmente en el procesamiento analitico en linea (OLTP).

Herramienta de
Data Mining

Procesador de
consultas

Administrador
de Sequridad

Administrador
del almacen

Administrador
de Metadata

Administrador
de Integridad

Figura 1.7: Data mining como parte del procesador de consultas

La pregunta es: ;Cuales son los componentes de la herramienta de data
mining? Como se ilustra en la Figura 1.8, una herramienta de data mining
podria tener los siguientes componentes: un componente de aprendizaje de
experiencia que usa varios conjuntos de entrenamiento y aprende varias
estrategias, un componente analizador de datos que analiza los datos en base
a lo que tiene que aprender, y un componente productor de resultados que
realiza la clasificacion, el clustering, y otras tareas como las asociaciones. Hay

Técnicas de Analisis de Datos Péagina 35 de 266
© José M. Molina / Jesus Garcia



Capitulo 1 Introduccion

interaccion entre los tres componentes. Por ejemplo, el componente que
produce los resultados entrega los resultados obtenidos al componente de
entrenamiento para ver si este componente tiene que ser adaptado. El
componente de entrenamiento da la informacion al componente analizador de
datos. El componente de analizador de datos da la informacién al componente
productor de los resultados.

Ejemplos de Analizando

entrenamiento —» datos

Produciendo
resultados

Figura 1.8: Las Funciones de data mining

Observe que no se han incluido componentes tales como el preprocesador de
datos y el podador (refinador) de los resultados en los modulos de data mining.
Estos componentes también son necesarios para completar el proceso entero.
El preprocesador de datos formatea los datos. De alguna forma el data
warehouse puede hacer esta funcion. EI componente de poda o recorte de
resultados puede extraer solo la informacion util. Esto podria llevarse a cabo
por un sistema de apoyo a la toma de decisiones. Todos estos pasos se
integraran en el proceso de data mining.

1.4.3. Arquitectura del Sistema

Algunas de las arquitecturas que se han discutido anteriormente asi como la
observada en la Figura 1.5 pueden considerarse como una arquitectura del
sistema para data mining. Una arquitectura del sistema consiste en
componentes como los middleware y otros componentes del sistema como el
sistema de bases de datos y el sistema de data warehouse para data mining.

Los middleware que se ilustran en Figura 1.5 podrian basarse en diferentes
tecnologias. Un sistema middleware muy popular es el que se basa en una
arquitectura cliente-servidor.

En efecto, muchos de los sistemas de bases de datos se basan en la
arquitectura cliente-servidor. Middleware también incluye de facto estandares
como el Open DataBase Connectivity Connectivity (ODBC) de Microsoft o
sistemas distribuidos basados en objetos.

En [THUR97] se proporciona una discusion detallada de tecnologias cliente-
servidor. En particular se discute el paradigma de cliente-servidor asi como una
apreciacion global de ODBC vy los sistemas de gestion distribuida de objetos
como el Object Manegement Group’s (OMG) Common Object Request Broquer
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Architecture (CORBA). Aqui se discute data mining con respecto al paradigma
del cliente-servidor.

La mayoria de los vendedores de sistemas de bases de datos han migrado a
una arquitectura llamada arquitectura de cliente-servidor. Con este enfoque,
multiples clientes acceden a los diferentes servidores de las bases de datos a
través de alguna red. Una vision de alto nivel de la comunicacién cliente-
servidor de se ilustra en la Figura 1.9. El objetivo ultimo es comunicar multiples
clientes vendedores con multiples servidores vendedores de una manera
transparente.

Cliente 1 Cliente 2 Cliente 3

Red de
comunicaciones

Servidor 1 Servidor 2

Figura 1.9: La Arquitectura cliente-servidor de Basada en la Interoperabilidad

En orden a facilitar la comunicaciéon entre multiples clientes y servidores, se
han propuesto varios estandares. Un ejemplo es la Organizacion Internacional
de Estandares (ISO), el estandar Remote Database Access (RDA). Esta norma
provee una interfaz genérica para la comunicacion entre un cliente y un
servidor. Microsoft ODBC también ha aumentado su popularidad para la
comunicacién de los clientes con los servidores. EI| CORBA de OMG mantiene
las especificaciones para las comunicaciones cliente-servidor basadas en la
tecnologia orientada a objetos. Aqui, una posibilidad es encapsular las bases
de datos servidoras como objetos y distribuir las peticiones apropiadas de los
clientes y acceder los servidores a través de un Object Request Broker (ORB).
Otros estandares incluyen el DRDA de IBM (Distribuited Relational Database
Access - el Acceso de la base de datos relacional Distribuida) y el SQL Access
Group (ahora parte del Open Group); Call Level Interface la Interfaz de Nivel de
Llamada (CLI). Se han publicado varios libros sobre computacién cliente-
servidor y administraciéon de datos. Dos buenas referencias son [ORFA94] y
[ORFA96]. También se estudian en detalle algunos de estos problemas en
[THUR97].

Un sistema de middleware que esta aumentando su popularidad para conectar
sistemas heterogéneos es el CORBA de OMG. Como se declara en [OMG95],
hay tres componentes principales en CORBA. Uno es el modelo orientado a
objetos, el segundo es Object Request Broker el Corredor de Demanda de
Objeto (ORB) a través del cual los clientes y servidores se comunican entre si,
y el tercero es Interface Definition Language el Lenguaje de Definicién de
Interfaces (IDL) qué especifica las interfaces para la comunicacion cliente-
servidor. La Figura 1.10 ilustra la comunicacion cliente-servidor a través de
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ORB. Aqui, los clientes y servidores estan encapsulados como objetos. Los dos
objetos comunican entonces entre si. La comunicacion se hace mediante ORB.
Ademas, las interfaces deben ajustarse a IDL.

Cliente

Servidor

Ohjeto

Objeto

Object Request Broguer

Figura 1.10: La interoperabilidad a través del ORB

1.4.4. El Data Mining en la Arquitectura del Sistema

Considere la arquitectura de la Figura 8. En este ejemplo, la herramienta de
data mining podria usarse como un servidor, los sistemas de administracion de
bases de datos podrian ser otro servidor, mientras el data warehouse seria un
tercer servidor. El cliente emite las peticiones al sistema de base de datos, al
warehouse, y al componente de data mining como se ilustra en la figura 1.11.

Cliente 1 Cliente 2 Sistema Servidor
de Bases de Datos

Red de
comunicaciones

Servidor de Servidor de
Warehouse Data mining

Figura 1.11: Data mining basado en Cliente-Servidor

También se podria usar un ORB para data mining. En este caso la herramienta
de data mining se encapsula como un objeto. El sistema de bases de datos y
warehouse también son objetos. Esto se ilustra en la Figura 1.12. El desafio
aqui es definir IDLs para varios objetos.

Obsérvese que la tecnologia cliente-servidor no desarrolla algoritmos para la
administracion de datos, para warehousing, o para la realizacion de data
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mining. Esto significa que todavia se necesitan los algoritmos para realizar data
mining, warehousing, y administracion de la base de datos. La tecnologia
cliente-servidor y, en particular, la tecnologia de administracién distribuida de
objetos como CORBA, es la que facilita la interoperacidén entre los diferentes
componentes. Por ejemplo, el sistema data mining, el sistema de base de
datos, y warehose comunican entre si y con los clientes a través del ORB.

TN

Sistema Servidor
de Bases de Datos

Objeto

Object Request Broguer

Servidor de Servidor de
Data Miner Data Warehouse

Objeto Objeto

Figura 1.12: Data mining mediante ORB

La arquitectura a tres niveles se ha hecho muy popular (vea la discusidén en
[THUR971). En esta arquitectura, el cliente es un cliente ligero y realiza un
procesamiento minimo, el servidor hace las funciones de administracion de la
base de datos, y el nivel intermedio lleva a cabo varias funciones de proceso de
negocio. En el caso de data mining, se podria utilizar también una arquitectura
de tres niveles donde la herramienta de data mining se pone en el nivel
intermedio. La herramienta de data mining podria desarrollarse como una
coleccion de componentes. Estos componentes podrian estar basados en la
tecnologia orientada al objeto. Desarrollando los médulos de data mining como
una coleccion de componentes, se podrian desarrollar herramientas genéricas
y entonces se podria personalizarlas para las aplicaciones especializadas.

Otra ventaja de desarrollar un sistema de data mining como una coleccion de
componentes es que se podrian comprar los componentes a vendedores
diferentes y después ensamblarlos para formar un sistema. Ademas, los
componentes podrian ser reutilizados. Por ahora asumiremos que los modulos
son el integrador de los datos fuente, la herramienta de data mining, el podador
(discriminador) de los resultados, y el generador de informes. Entonces cada
uno de estos modulos puede encapsularse como un objeto y se podria usar
ORB’s para integrar estos objetos diferentes. Como resultado, se puede usar
un enfoque plug-and-play en el desarrollo de herramientas de data mining.
También se podria descomponer la herramienta de data mining en multiples
modulos y encapsular estos modulos como objetos. Por ejemplo, considere los
modulos de la herramienta de data mining ilustrados en la Figura 5. Estos
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modulos son parte del médulo de la herramienta de data mining y pueden ser
encapsulados como objetos e integrados a través de un ORB.
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Capitulo 2. Analisis

Estadistico mediante Excel

Introduccion. Métodos clasicos de analisis de datos

Descripcidon de datos. Estadisticos de una variable

Generalizacion. Distribuciones de probabilidad e intervalos de  confianza
Contrastes de hipotesis. Tipos

Relaciones entre atributos

Nominales- Numéricos: Tests de comparacion de medias (muestras
dependientes e independientes) y analisis de varianza.

Nominales-Nominales: Tablas de Contingencia. Tests de independencia y
comparaciéon de proporciones.

Numeéricos - Numéricos: Analisis de Regresion

Aplicacion de técnicas estadisticas a la clasificacion. Técnicas clasicas de
clasificacion y prediccion

Clasificacion mediante regresién numérica

Clasificador bayesiano

Evaluacion de Hipotesis

Objetivo: se pretende validar o rechazar ideas preconcebidas a partir
del analisis de los datos disponibles, generalizando las conclusiones

Pasos:
1. Generacion de hipétesis
2. Determinar qué datos son necesarios. Recolectar y preparar

3. Evaluacién de hipotesis para aceptar o rechazar
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Matriz de datos

Variables (Atributos)

Unidades (Ejemplos)*

L Tiempo
" T
=
Tipos de variables

* nominales o categoéricas (incluyendo

ordinales)

®* numeéricas
Técnicas de Analisis de Datos Péagina 42 de 266

© José M. Molina / Jesus Garcia



Capitulo 2 Andlisis Estadistico Mediante Excel

2.1. Analisis de una \variable. Estadistica
Descriptiva e Inferencia

+ Estadisticos: resumen (describen) toda la informacion contenida en una
muestra de datos :

» Variables continuas
* medidas centrales (media, moda, mediana)

* medidas de dispersion (rango, varianza, desviacion
estandar, percentiles)

* medidas de forma (histograma)

» Variables nominales
+ frecuencias relativas (probabilidades), moda
* media y varianza de probabilidad estimada

* Muestra: yi; i =1...n; toma valores en un rango continuo/discreto
Estadisticos de variable continua

* Media (esperanza) muestral: promedio de todos los valores

. _ 1
media(y)=y ==,

i=1

» Moda: valor que aparece mas veces
+ Mediana: valor que deja el mismo numero de casos a ambos lados

mediana(y) =y, | N° casos (yj < yi)= N° casos (yk > yl.)

+ equivale a ordenar el vector de datos y tomar el valor central

* menos sensible frente a valores extremos poco probables
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* Recorrido (rango):

max(yi)-min(yi)

+ Varianza: promedio de desviaciones con respecto a valor medio

1 _ 1 < _
Var(y) = Z(yi_y)zz_{zyl?_nyz}
n—14 n—113

+ Desviacion estandar (tipica): raiz cuadrada de la varianza

desv(y) = o, = Var(y)

media, sigma

*
8,”99”07”7”””””—.—— ¢ Datos
6 L 2 r valor medio
o
4 & * A X N s | |/ valor med?o+sigma
2 1 Py e & e valor medio - sigma

valor

muestra

Histograma

Estimacion de la distribucion de densidad de probabilidad: frecuencia
relativa de valores de yi por unidad de intervalo

la suma total de frecuencias absolutas es el nUmero de datos

la suma de frecuencias relativas es 1
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histograma normal

140
120 -
100 -
80 —
60

40
20 1
o1 1 11 R R —

-3 24 -18 -12 -06 0 0,6 1,2 1.8 2,4 3

N

intervalos

/V

N° de casos en intervalo

frecuencia absoluta

Histograma acumulado

Suma de frecuencias relativas de casos inferiores al valor en abscisas
(acumulacién de histograma normalizado):

Estimacion de Prob(Y<=yi)

en el extremo superior debe ser 1

acumulado

/V

Valores
acumulados

intervalos

Ejemplo: histograma de variable uniforme
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histograma

140
120
100 |

60
O histograma
60 | 9

40
20

o 0102 03 04 05 06 07 08 09 1

acumulado

1,2 |

0,8
0,6 ‘ acumulado

Cuantiles del histograma

« Cuantil: valores que dividen el recorrido de datos en k partes de la
misma frecuencia (percentiles: 100 partes, cuartiles: 4 partes, etc.)

+ Ejemplo: cuartiles
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frecuencia
80
Califizcgcién porcent%jzs cuartiles1 4 § 60
] , ) 40
0.6 €
- 0,5 2,725 5 20
3.1 0,75 4 © 0
39 1 7.7 \ ‘ i
9 : 3}4:5678:910
0 : i calificacion |
658 I . , .
| ' . :
Recorrido inter-cuartilico: I Voo i
. Cuartil 1 b ; :
[1.4, 4]: contiene 50% datos ' } Cuartil guartil 4
Cuartil 2

Percentiles e histograma acumulado
» Percentil p: valor que deja debajo al p% de los individuos, y al

(100-p)% por encima: se entra en eje vertical del histograma
acumulado

- percentil 50: mediana (por definicion)

- percentiles 25, 75: cuartiles. Abarcan al 50% de los individuos

(recorrido inter-cuartilico)
- con distribucion normal tipificada

- percentiles 25, 75: [-0.674, 0.674]

- percentiles 2.5, 97.5: [-1.96, 1.96]

acumulado

0,9 -
0,8 -
0,7 -
0,6 -
0,5 -
0,4 -
0,3 -
0,2 -
0,1 -

O’_ rOST T T

-3 -2,4 -1,8 -1,2 -0,6 0 0,6 1,2 1,8 2,4 3
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Estadisticos de variable nominal

* yi nominal: toma valores de un conjunto discreto (categorias): {vi1, ...,
viki}

« Distribucion de frecuencias de cada valor

p, =100(n, / n)%
p, =100(n, /n)%

Py =100(n,; /n)%
ki

n=)n,

=

j=1

» Moda: valor que aparece mas veces

max (n;)
J

Ejemplo variable nominal y numeérica

Edad S
23
25
18
37
45
62
43
40
60
54
28
18
54
29
42
26
32
41
37
36
53
21
24
21
45
64
22
61
37
66

o

60

50

40 -

30

porcentaje

20

10

sexo

120

100

80 -

O frecuencia
60 H

O acumulada

porcentaje

18 25 35 45 55 65
edad

Z(=z| || x| 2| x| x| 2| x| x| | 2| 2| =l 2| | 2| x| x| | 2| x| =| x| T | 2| [ = =] R
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Media y varianza de frecuencias estimadas
» Caélculo de cada frecuencia
* para una categoria dada: m casos de n
p=m/n
* puede verse como asignar: vi=1 cada ejemplo en la categoria

vi=0 en el resto

+ Varianza de p:

Var(p) = %Zn:(vi -p)’ =p(-p)
o,=~pr(l-p)

e caso maxima varianza: p=0.5

Generalizacidon de la muestra a la poblacion

* Los estadisticos resumen (describen) toda la informacién contenida en
una muestra (estadistica descriptiva)

« Para generalizar las conclusiones, es deseable formular razonamientos
sobre la poblacién que genera la muestra

« Paso de los estadisticos (yi) a los estimadores (Yi)

+ Uso de distribuciones tedricas de probabilidad para caracterizar
los estimadores

« Cuantificacion de la probabilidad de los resultados (nunca se
garantiza con certeza absoluta)

* Puede hacerse analisis contrario: deduccion de propiedades de la
muestra a partir de la poblacion (interés tedrico)

Distribuciones de probabilidad

Técnicas de Analisis de Datos Péagina 49 de 266
© José M. Molina / Jesus Garcia



Capitulo 2 Andlisis Estadistico Mediante Excel

* Modelo que representa la tendencia de un histograma con muchos datos
y cajas pequenas

* Funcion distribucion de probabilidad de X: FX(x)

F,(x)=P(X <x); —00 <X <O

+ Funcion densidad de probabilidad de X: fX(x)

dFX(x).
dx

Fo) =] fids Pa<x<b)=[ f(x)ds

— <X <

Sr(x)=

Distribucién Normal
« Curva de gran interés por explicar datos en muchas situaciones

» Aplicada por primera vez como distribucion por A. Quetelet (1830)

£(2)= J;—ﬂexp[—%zz}

» distribucién simétrica: coincide media y mediana en 0

+ se dispone del valor de la distribucion de probabilidad: area bajo la curva
de fZ(z) para cualquier valor:

Tipificar o estandarizar variables: Se mide el desplazamiento respecto a la
media en unidades de desviacion tipica:

yi_J_/
o.

l

zZ, =
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z Fz(z)
-3 0,001349967
2,5 0,00620968
-2 0,022750062
-1,5 0,066807229
-1 0,15865526
-0,5 0,308537533
0 0,5
0,5 0,691462467
1 0,84134474 f(Z) F(ZO)
1,5 0,933192771
2 0,977249938
2,5 0,99379032
3 0,998650033 : Z
Zy
Distribucion Normal e Intervalos de Confianza
f(2) F(zo) f(2) F(zo)
, - Z
Una cola (unilateral) Simétrico dos colas
(bilateral)

* Ej.: se sabe conocen parametros de poblacion con distribucion normal:
media: m= 115; desviacion tipica:s= 20

« ¢casos inferiores a 70? z=(70-115)/20, F(z)=0,012
+ ¢jcasos superiores a 150? z=(150-115)/20, 1-F(z)=0,04
« ¢enintervalo 90-1307 F((130-115)/20)-F((90-115)/20)=0,667

* ¢qué intervalos simétrico tienen el 80%, 95% de los casos
(intervalos de confianza)? z=F-1(a/2); y=m+zs

+ 80%:z0.1=1,28; 115+ z0.1*20=[89.3, 140.6]

* 95%:z0.025=1,96; 115+ z0.025*20=[75.8, 154.2]

Inferencia

+ Objetivo: dado un estadisticos de una muestra sacada al azar, razonar
acerca del verdadero parametro de la poblacién

+ Se basa en la estimacién de parametros y contraste de hipotesis con
calculo de probabilidades

* muestra aleatoria y representativa (estratificacion)

+ elementos independientes
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» Paso de la poblacién a una muestra aleatoria
+ Dada una poblaciéon con media y varianza:

+ Se toma una muestra aleatoria (n casos) de la poblacion: vyi,
i=1,...,n

+ Como se distribuyen los estadisticos de la muestra? A su vez son
VAs

Distribucion de la media muestral

_ 1
y:_zy[

n-io
_ 1 n _
E(y):;ZE(yi):Y
i=1

Var(y) = %ZVW( ) :%Var(f); 5, =L,

= n

* Qué distribucion sigue? Teorema del Limite Central:

“Una muestra suficientemente grande de una poblacion con distribucion
arbitraria tendra estadistico media con distribucion normal”

+ Consecuencia: intervalo de confianza de la media a partir de dist.
Normal

y=7

1
A n
+ Mayor “Normalidad”: tamafio de las muestras, distribucion pob. parecida
a normal

Ejemplo limite central

+ Poblacion: 1000 individuos, 400 mujeres, 600 hombres

P=04; o=+P(-P)=0.49

* Muestras de 10 individuos
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10
p=.V

i=1
E(p)=P=04;

1
o, =——+P(1-P) =0.155
T (1-P)

* Intervalo de confianza al 95% (con distribucién normal):

* Influye:

+ intervalo de confianza (z): “garantia” de no equivocarnos

+ tamano de muestra (n)

« variabilidad de poblacion (p)

Ly
TR
E(p) =P =0.4;

o) __L Pa=P)=0.155

J10
P+1.965, =[0.1,0.7]

30

25 +

20 A

» Silas muestras fueran de 50 individuos:
1 50
P _%;yn
1
o =——+/P(1-P)=0.069
p \/% ( )

P+1.960, =[0.26,0.54]
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Ejemplo de aplicacion para decision

» Para determinar el intervalo de confianza del estimador al 95% se aplica
el argumento del muestreo “dado la vuelta”

Yeytz,,o;

Ej: P=p=xl.90c,

* Ejemplo: Un supermercado se plantea extender su horario a sabado por
la tarde. Necesita un minimo del 10% de sus clientes para cubrir costes.
Con una muestra de 1500 personas se obtiene que hay un 8% de
clientes interesados ¢ Qué hacer?

P=px1.96c, = 0.08 £1.964/0.08 * (1-0.08)/1500 =
[6.63%, 9.37 %]

» Con una confianza del 95% podemos decir que los clientes dispuestos a
comprar el sabado por la tarde no contiene al deseado 10%.

Contrastes de hipotesis

» Contrastar es medir la probabilidad de que el estadistico obtenido en
una muestra sea fruto del azar

* Formulacién del modelo e hipotesis: se conoce la distribucién del
estadistico bajo condiciones hipotesis

* Hipdtesis nula (HO): es lo que dudamos y queremos contrastar: Ej: ¢ El
porcentaje total es 10%7?, la media de los ingresos es superior a 57?

« Bajo HO, el estadistico sigue el modelo, y la diferencia observada
es unicamente fruto del azar

» Hipdtesis alternativas: alternativas que permiten rechazar la hipotesis
nula: prob. distinta de 10%, media menor a 5, etc.

* Rechazar hipotesis HO: hay evidencia para negar HO

* No rechazable: no hay evidencia estadistica para hacerlo (no
implica demostrar su veracidad)
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Contrastes con normal y varianza conocida

Contraste de dos colas (bilateral): deja la mitad a cada lado, a/2

» Ej: Hipétesis nula HO: P=10%

6p =+/0.1%(1-0.1)/1500 ; pe[0.085 0.115]

+ Hipdtesis alternativa:

P #10%
0.085 0.1 0.115 P
Z0.025=1.96
. Zo_o5=1.65

» Regidn critica: -1,96<z<1.96

Contraste de una cola (unilateral): deja a un solo lado a

» Ej: Hipdtesis nula HO:

p>P-1.650,=0.087

+ Hipdtesis alternativa: P<10%

0.087 0.1 P
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* Region critica: z>1.65

Contraste con varianza estimada

+ La variable (yi-y))s no es exactamente la normal tipificada (s es
estimada):

+ Distribucion t-Student: parametro grados de libertad:n-1

+ se ensanchan los intervalos de confianza (solo si pocos datos)

Student [Student [Student
(N=9) (N=50) |(N=100) [Normal
Prob[X>z] z z
0,10% 4,30 3,26 3,17 3,09
0,50% 3,25 2,68 2,63 2,58
1% 2,82 2,40 2,36 2,33
2,50% 2,26 2,01 1,98 1,96
5% 1,83 1,68 1,66 1,64
10% 1,38 1,30 1,29 1,28
20% 0,88 0,85 0,85 0,84
G ,u conocida G, 1 conocida
estadistico estadistico
YTH N, YoE 5t (0
o/n o/~n
Int. confianza Int. confianza
)_}iza/ZG/\/; )_}ita/Z,n—la/\/;

Ejemplo de Intervalos con t-Student

Los valores del pH de una piscina en 10 determinaciones son: 6,8; 6,78; 6,77;
6,8; 6,78; 6,8; 6,82, 6,81; 6,8 y 6,79. Utilizando normal y t-Student, hallar:

* Intervalo de confianza 95% para media poblacional

* Intervalo de confianza 65% para media poblacional
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» Contrastar hipotesis nula de que la media poblacional es 6,8 con niveles
de significacién a =0,05 y a=0,35

normal:

media 95%: [6,765, 6,825], media 65%: [6,781, 6,809]
t-Student:

media 95%: [6,761, 6,829], media 65%: [6,780, 6,801]

2.2. Técnicas de Evaluacion de hipoétesis

2.2.1. Analisis de relaciones entre atributos

El objetivo del analisis entre los atributos que definen los datos es ver el tipo de
interrelacion o dependencia que existe entre los valores de dichos atributos.
Este analisis se lleva a cabo haciendo uso de los datos disponibles para tener
“evidencia estadistica” que permita validar o refutar hipétesis que pretendan
explicar las relaciones.

La herramienta o técnica que permite llevar a cabo este tipo de analisis es
el denominado tests de hipdtesis, que se define de manera distinta en funcién
del tipo de atributos con los que estemos trabajando. De esta manera en
funcion del tipo de atributo tenemos:

+ Nominales-nominales: En este caso los dos atributos toman valores de un
conjunto de posibles valores (por ejemplo: Norte, Sur, Este y Oeste). La
relacion entre las variables se obtiene mediante las tablas de contingencia.

* Nominales-numéricos: En este caso uno de los atributos toma valores de
un conjunto de posibles valores y otro toma valores numéricos. La relacion
entre los atributos se obtiene mediante la comparacion de medias y el
analisis de varianza.

*  Numéricos-numéricos: En caso los dos atributos toman valores
numéricos. La relacion entre los dos atributos se obtiene mediante el
analisis de regresion y covarianza.

En la seccién jError! No se encuentra el origen de la referencia. se
contemplan mas casos de contrastes de hipotesis.

2.2.2. Relacion entre variables nominales-nominales

El objetivo es analizar la interrelacién (dependencia) entre los valores de
variables nominales. En este caso la herramienta de analisis para dos variables
es la denominada tabla de contingencia. En esta tabla se calcula la
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distribucion de los casos (las frecuencias de aparicion) para las distintas
combinaciones de valores de las dos variables, como se oberva en la figura
siguiente.

Variable 2 totales 1
valor 1 valor2 ... valor p2
-— valor 1 N1 Nq2 N1p2 1
% valor 2 N2 Noo N2p2 t2
& Vvalorp1 Np11 Np1i2 ...  Npip2 tp1
= totales 2 t'1 t2 .. t'p2 t

Figura 1:  Tabla de contingencia.

A partir de la tabla de contingencia podemos calcular las probabilidades
marginales de los valores de la variable 1 como Pi=ti/t, que representa la
probabilidad de que la variable 1 tome el valor i. Del mismo modo podemos
calcular las probabilidades para la variable 2 como Pj=t'j/t.

A partir de las probabilidades marginales podemos calcular los casos
“esperados”, bajo la hipotesis a cuestionar de independencia entre variables.
Para calcular el valor esperado se multiplica el numero total de casos por la
probabilidad de que la variable 1 tome el valor i y la variable 2 tome el valor |,
es decir Eij=t(ti/t)(tj/t)= tit'j/t. Obsérvese que unicamente bajo la hipotesis de
independencia podemos calcular la probabilidad conjunta como un producto de
probabilidades.

La técnica de analisis estadistico que se aplica para la relacion entre dos
variables nominales es el contraste Chi-2. Las caracteristicas de este test son:

« Es aplicable en analisis bi-variable (normalmente clase vs atributo)

+ Determina si es rechazable la hipotesis de que dos variables son
independientes

+ Bajo hipotesis HO se determinan los casos en el supuesto de
variables independientes. Los valores esperados se determinan
con probabilidades marginales de las categorias: Eij=tPi Pj
(valores esperados)

» El estadistico Chi-cuadrado mide la diferencia entre los valores
esperados y los valores observados, por lo que su expresion es:

1 p2
x= 2. 2.\E; —0,)" 1 E (1)

j=1

S

Il
—

La expresion anterior, 2, bajo las condiciones de HO sigue una
distribucion conocida denominada distribucién Chi-cuadrado, caracterizada por
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el parametro grados de libertad que es el (n° de filas-1)(n° de columnas —1).
Cuando no se cumple la hipétesis HO las variables son dependientes.

Por lo tanto se formula un test de hipotesis para determinar el valor de
Chi-cuadrado para esa hipotesis. La distribucidon Chi-Cuadradado esta
tabulada:

probabilidad chi2 valor
supera estadistico estad
grados de libertad 5 6 7 8 9 10 11
0,025| 0,014| 0,008]| 0,005| 0,003| 0,002| 0,001
0,082| 0,050| 0,030| 0,018] 0,011| 0,007| 0,004
0,172| 0,112] 0,072] 0,046| 0,029| 0,019]| 0,012
0,287 0,199| 0,136] 0,092| 0,061| 0,040| 0,027
0,416| 0,306| 0,221]| 0,156 0,109| 0,075| 0,051
0,544 0,423| 0,321| 0,238]| 0,174| 0,125| 0,088

0,660( 0,540| 0,429| 0,333| 0,253 0,189| 0,139

N[O |O|B|WIN|[—~

Y el test lo que calcula es la probabilidad de que la diferencia entre el
valor observado y el valor esperado supere un cierto umbral.

VA

k\é\‘l‘\-_
X

Figura 2:  Representacion Gréfica del test Chi-Cuadrado.

2.2.3. Relaciones numéricas-nominales

Las técnicas para establecer posibles relaciones entre dos variables una de
ellas numérica y la otra nominal (o entre dos nominales si trabajamos con
proporciones) se utiliza la técnica de la comparaciéon de medias y proporciones.
Esta técnica mide la relacion entre variables numéricas y nominales, o
nominales y nominales (proporciones), determinando si es rechazable la
hipotesis de que las diferencias de medias o proporciones condicionadas a las
etiquetas de la variable nominal son debidas al azar. Es decir que se calcula el
impacto de la variable nominal sobre la continua.

Existen dos tipos de analisis segun si tenemos dos medias o
proporciones 0 un numero mayor de dos. Si tenemos dos medias o
proporciones se calcula la significatividad de la diferencia. Si tenemos mas de
dos valores distintos se realiza un analisis de varianza.
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2.2.3.1. Comparacion de dos medias

En este caso tenemos dos subpoblaciones, una para cada grupo, cada una con
su media y varianza. Las hipétesis que podemos establecer son:

» HO: la diferencia de medias en la poblacion es nula D=0

+ Hipdtesis alternativa A: las medias son distintas: D!=0

+ Hipdtesis alternativa B: la media de 1 es mayor que 2: D>0
+ Hipdtesis alternativa C: la media de 1 es mayor que 2: D<0

Como vemos, no hay una unica posibilidad de hipétesis alternativa sino
varias, con diferentes intervalos de rechazo en funcion de la informacion que
tengamos a priori. Ademas, para la comparacién de las variables numéricas de
dos clases, las situaciones posibles que podemos encontrarnos dentro de la
muestra total son:

* Muestras independientes: conjuntos distintos

* Muestras dependientes: es decir las muestras pertenecen al
mismo conjunto, con dos variables a comparar en cada ejemplo

Cuando el numero de muestras es muy elevado para cada grupo, las
muestras siguen una distribucion normal por lo que las hipétesis anteriormente
expuestas se evaluan mediante los valores de una gaussiana estandar. De
esta manera se calcularia la media de la diferencia y su varianza y se aplicaria
al calculo de probabilidades de una gaussiana estandar. En el caso de la
hipotesis A se utilizarian las dos colas de la gaussiana y en el caso de la
hipotesis B utilizariamos una unica cola, como se observa en la siguiente

figura.
a/2=o.oM \a/2=0.025
I .\\Q %~,‘

z=—1.96 z=+1.96
0=0.05 /\
N \\‘;‘I -
z=—1.65

Figura 3:  Representacion Grafica de compracion de dos medias
medianteuna gaussiana.
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Cuando las muestras son pequefas no es valida la hipotesis de
normalidad de los estadisticos de medias y el test se realiza considerando una
distribucion t-Student:

Y Et,,6.0 (2)

El proceso para el calculo cuando las muestras son independientes (test no
pareado) es:

+ En cada muestra (tamafos n1, n2) obtenemos las medias y varianzas:
V15 Y2, 05150 5 (3)

» Se calcula la diferencia:

d=y -Y, (4)
« Varianza de la diferencia:
O : (o :
ad2 S L 2 (5)
n n,

Los grados de libertad de la t-Student se evaluan segun la varianza:
« Distinta varianza (heteroscedasticidad): gl=min(n1, n2)
» Misma varianza (homoscedasticidad): gl=n1+n2-2

El proceso de calculo cuando las muestras dependientes (test pareado),
se fundamenta en que se dispone de la diferencia en cada uno de los ejemplos
y no en que tenemos dos variables (ejemplo: cambio en el tiempo de una
variable para todos los ejemplos d1, d2, ..., dn): di=d1i-d2i. En este caso todo
es equivalente al caso anterior pero lo calculos son:

J:lZd[; o’ :LZ(a’i ~d)’; o =La (6)
i=l

n i n—17% \/;
2.2.3.2. Analisis de la varianza

Esta técnica también mide la relacion entre variables numéricas y nominales,
pero en este caso se descompone la variabilidad del resultado en varios
componentes:

» Efectos de factores representados por otras variables
» Efectos de error experimental

La técnica del analisis de la varianza simple (ANOVA) considera un solo
factor con varios niveles nominales. Para cada nivel se tiene una serie de
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observaciones y el modelo: Yij=ui+uij, representa ruido con la misma varianza
por nivel, donde i varia entre 1 y el numero de niveles (variable nominal) y j
varia entre 1 y el numero de datos por nivel. Ademas de esta técnica existe la
técnica MANOVA que es un modelo multifactorial de la varianza. En este
modelo se definen | niveles, cada uno de ellos representado por un conjunto de
muestras, como se puede observar en la siguiente figura, y donde cada nivel
esta represntado por una media y una varianza.

| FactorB | 1 | 2 | | r
Factor A
X111 X121 Xir1
X112 X122 Xirz2
1
Xi1n11 Xi2n12 Xirn1r
X211 X921 Xor1
X212 X222 Xoro
2
Xo1n21 Xo2n22 Xornar
X11 X21 Xert
X12 Xi22 Xer2
xt1nt1 Xt2nt2 Xtrntr

Figura 4:  Niveles de la técnica MANOVA.

Variacion E
— >
! >« !
Variacion : !
NE «—> <—l—><—i—>

: : oy

Y Y, Y,

Figura 5:  Represntacion Grafica de los Niveles de la técnica MANOVA.

El analisis MANOVA evalua las siguientes variables:

« Numero total de elementos:
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* Media por nivel:

* Media total:

» Relacion entre “cuadrados”:

PIDIIASTEED 3 WA A D WA

i=i j=1 i=i j=1
Y realiza una estimacion de varianzas de la siguiente manera

» Varianza inter-grupo (between) (I-1 grados de libertad):
1 & - -
S, :I_Z (Y, - Y
» Varianza intra-grupo (within) (n-I grados de libertad):

=TZZ< ;1)
i=i j=I
« Varianza total (n-1 grados de libertad):

:TZZ(Y -Y)?

i=i j=1

(7)

(8)

(10)

(11)

(12)

(13)

La hipotesis que planteamos o la pregunta que queremos responder es:
¢ Es significativamente mayor que la unidad la relacion entre la varianza
intergrupo e intragrupo, f=Sb/Sw?. Por lo tanto debemos realizar un contraste
de hipdtesis de cociente de varianzas maestrales, que sigue una distribucion F

de Fisher-Snedecor: F(x, I-1,n-1), como se ve en la figura siguiente.

F
a. Rango: [0,20]
NN

Figura 6:  Representacion de la F-Fisher-Snedecor.
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Este test permite rechazar o no la hipétesis de que el cociente entre
varianzas estimadas se deba al azar. Por lo tanto

2.2.4. Relaciones numéricas-numeéricas:

2.2.4.1. Regresion lineal

La regresion lineal permite identificar relaciones entre variables numéricas y
construir modelos de regresion: 1 variable salida y multiples entradas
numeéricas. Se consideran relaciones de una variable de salida (dependiente)
con multiples variables de entrada (independientes). Este problema se puede
representar de la siguiente manera:

Dada la muestra de datos: {( X,,y,), (X,,¥,),... (X,,y,) donde

X : vectores con I dimensione s, se busca estimar una funciéon que mejor
“‘explique” los datos:

g(): {% —R ) (14)
X — y=gX)

El procedimiento de resolucion para estimar dicha funcion es el
procedimiento de minimos cuadrados que estima el vector de coeficientes que
minimiza error:

1
J=g(X)=a,+> a,x, =(4")*X
p=l1

—

(;i):[ao a - a[]t; X=[l x - ‘xl]t (15)

El objetivo es que dadas N muestras, el procedimiento debe determinar
coeficientes que minimicen el error de prediccién global

=Y le(X,)-y,] (16)

Este es un problema clasico de minimizacién de funcién cuadratica cuya
solucion es unica. La formulacion genérica matricial del problema se puede
expresar como:
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i - 1 %' oy ]
y' P g(xh | xlz x§
y=| | g&=| : |= ; =\. V. TllAd=H*A4 (17)
N AN XN : : : :
y vl o) I~y

Por lo que la solucién de minimos cuadrados es: A = [H’H]1 H'y

2.2.5. Evaluacién del modelo de regresion

La evaluacién del modelo realiza el analisis de validez del modelo asumido, es
decir se van a calcular una serie de medidas de “parecido” entre la variable de
salida estimada mediante la funcién y los valores de la variable de salida real,
ide esta manera analizaremos la nfluencia de las variables de entrada en el
célculo de la variable de salida (si existe o no una relacion lineal entre las
variables de entrada que permita determinar la variable de salida). Estas
medidas son: el Factor de Correlacion (que muestra si existe la relacién lineal),
el error de prediccion (diferencia entre la predicha y la real) y el error en
coeficientes.

2.2.5.1. Medidas de Calidad

El factor de correlacion se evalia como:

R 1 -~ _ Cov(y,
Corr(§, y) = =35, - )y, - 3) =~ )

JS;8, 43 JVar()ar(y)
=25 s =20, ) (18)

Vi

En general, se puede hacer factores de correlacion entre cualquier par
de variables numéricas: indica el grado de relacion lineal existente. Para ello se
calcula la matriz de covarianzas (o la de correlaciones que es la misma pero
normalizada) de la siguiente manera:

var(x,)  cov(x,x,) -+ cov(x,x,)
A 1<y, =~ cov(x,x var(x :
CooX:; ( l-_/vl)t: (:1 z) ( 2) . (19)
i=1
cov(x,,x,) var(x,)
R
donde u=—) X,
n iz
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n 2 n 2 .
El error de prediccidén se evalia como: E”‘”:Z;(ﬁf _yj) :ZI:(gj) bajo la
J= J=)
hipétesis de que los datos y;, tengan la misma varianza sy, sean
independientes, y que el modelo lineal sea adecuado el error puede calcularse

como: Error=(n —1)0'; .

El error en coeficientes se evalua a partir de la expresién que permite
encontrar los coeficientes A4 =[H'H]"'H'y; &,=[H'H]"'H'¢,. La
relacion entre los errores en prediccion y en coeficientes estimados se evalua:

o _
A(J

R ail N

C,=| . .. |=oJ[H'H] (20)

2

Por lo que el error en los coeficientes depende de el error en y, sy2 y el
recorrido de datos X, es decir la matriz H.

2.2.5.2. Test de Hipétesis sobre modelo de regresion

Estos valores permiten analizar la “calidad” del modelo mediante los test de
hipotesis: hipotesis de significatividad de parametros (gaussiana o t-Student) y
la hipotesis de ausencia de relaciéon (F de Fisher-Snedecor).

Para evaluar la significatividad de parametros, partimos de varianzas de
parametros {s2A1,...s2AF} y los propios valores estimados, y nos preguntamos
si son significativos los parametros: _4i 4r ,. Este test puede resolverse

oy Oy,
mediante una gaussiana estandar si tenemos gran cantidad de datos, o bien, si
hay pocos datos: en vez de estadistica normal, una t-Student con n-F-1 grados
de libertad. También podemos extender el modelo y analizarlo: ej: dependencia
cuadratica, ver si son significativos nuevos términos

Para analizar la validez del modelo debemos realizar un analisis de la
varianza que permite rechazar o no la hipotesis de que no existe relacion entre
variables (relacion debida al azar, correlacion nula). Para ello a partir del valor:

N 2 N 2y 2
Y, -7) =206,-3) +26,-v) (21)
J=1 j=1 Jj=1
e SE/I : o
calculamos el estadistico : F =—————— que sigue una distribucion: F de
SR/(n—1-1)

Snedecor: F(n1, n2), donde los grados de libertad son: I, n-I-1
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2.3. Ejemplos de aplicacion de técnicas de
evaluacién de hipétesis

Con un objetivo meramente ilustrativo, en esta seccion se sugieren
algunas aplicaciones de las técnicas de contraste de hipotesis y mineria de
datos presentadas en otras secciones. Son ejemplos que se relacionarian con
el objetivo final de este proyecto de analizar y describir relaciones de interés y
modelos subyacentes en datos del dominio del trafico aéreo. Hay que tener en
cuenta, que son ejemplos sugeridos que quedarian sujetos a su validaciéon
mediante la generacion de los datos apropiados, sujeto a una metodologia
apropiada de preparacion, interpretacién y validacion.

2.3.1. Ejemplos de Validacion de Hipétesis

Para ilustrar la técnica de contraste de hipotesis para independencia entre
variables de tipo nominal, supongamos que partimos de los datos de la tabla
siguiente:

fipo avién/
retardo Ligero Mediano Pesado total
nulo 75 323 15 413
medio 32 405 5] 443
alto 8 45 7 60
muy alto 2 15 1 18
total 117 788 29 934

En esta tabla se representan dos variables nominales: retardo y tipo de avion.
La variable retardo puede tomar 4 valores: nulo, medio, alto y muy alto. La
variable tipo de avion puede tomar 3 valores: Ligero, Mediano y Pesado. En la
tabla aparecen el numero de aviones de cada tipo en funcion del retardo que
sufren. Es decir, aparece la distribucion observada para el numero de aviones
de cada tipo que sufre una determinada categoria de retardo.

Si en la tabla anterior consideramos unicamente los valores totales de las
variables tipo de avién y retardo, podemos calcular la probabilidad de cada
categoria dividiendo del total marginal por el numero total de casos. Ademas,
en el caso hipotético de que fueran las dos variables independientes, la
probabilidad conjunta de cada casilla seria el producto de estas probabilidades,
y multiplicada por el numero total de casos tendriamos el valor esperado en
cada casilla. Eij=t(ti/t)(t'j/t)

Asi, por ejemplo, para la combinacién avion ligero y retardo nulo, tendriamos:

= 413£934 =51.74

934 934

tipo=ligero, retardo=nulo ~—

Repitiendo el mismo proceso para el resto de casillas, tenemos:
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tipo avion/
retardo Ligero Mediano Pesado total
nulo 51,74 348,44 12,82 413
medio 55,49 373,75 13,75 443
alto 7,52 50,62 1,86 60
muy alto 2,25 15,19 0,56 18
total 117 788 29 934

Por lo tanto a partir de dichos datos podemos plantearnos la hipétesis nula HO:
las variables retardo y categoria son independientes. Calculando el estadistico
que acumula las desviaciones cuadraticas divididas por los valores esperados
tenemos:

EA
S
S}

7= >, 2.(E; -0,)’/E, (22)

[
AL
~.
N

y evaluamos la probabilidad del estadistico mediante la funcién Chi-cuadrado.
Tomando 3x2 grados de libertad, tenemos que el valor de corte al 95% para
rechazar seria de 12.59 (ver siguiente Figura).

/ N
X

Figura7:  Test Chi-Cuadrado.

Sin embargo, con los valores observados, tenemos que la desviacion es 44,91,
que para una distribucién Chi-cuadrado de 6 grados de libertad tiene una
probabilidad de aparecer de 4,87e-8, lo que nos permite rechazar con mucha
evidencia la hipotesis de independencia y concluir una clara dependencia entre
las variables.

El ejemplo siguiente aplica la misma técnica para determinar la
interdependencia entre la intencidn de voto y el sexo en una poblacién dada:
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F1 Microsoft Excel - Librol =10l =]
J frchivo Edicion Wer Insertar Formato Herramientas Dakos Yentana 7 ;Iili“
J20 M =
B C ] E F 6] H I

3 reales SEXO diferencias SEXO

4 VOTO vardn mujer total VOTO vardn mujer

5 PP 115 165 280 PP 375037504 | 3.63055475
5 CDSs 20 21 41 CDS 0.00138633 | 0.00134204
7 PSOE 67 364 731 PSOE 015367406 | 014876435
a 1] 104 76 180 |1} 2 B9987046 | 2.R1351262
9 total BOR F2R 1232

1o chi? prob (3 glj

11 12.9995797 | 0.00463751

12 | esperados SEX0

13 YOTO vardan mujer

14 PP 137 F27203 | 142 272727

15 CcDSs 201672078 | 208327922

15 PSOE 359 5RR5AF | 371.433442

17 1] Ba8.538961 | 91 451039

18
4 4] [¥[ Fojal ‘sHoja2  Hojad 7 |« E

Listo

L MU

[

Relaciones numéricas-numéricas: regresion lineal

Ejemplo: regresion lineal de 1 variable

Permite identificar relaciones entre variables numéricas y construir
modelos de regresion: 1 variable salida y multiples entradas numéricas

Se consideran relaciones de una variable de salida (dependiente) con
multiples variables de entrada (independientes)

Ano Renta Consumo |consumo E

1970 1959,75 1751,87 1683,473374
1971 2239,09 1986,35 1942,43325
1972 2623,84 23279 2299,11261
1973 3176,06 2600,1 2811,043671
1974 3921,6 3550,7 3502,190468
1975 4624,7 4101,7 4153,993607
1976 5566,02 5012,6 5026,63666
1977 6977,84 6360,2 6335,452914
1978 8542,51 7990,13 7785,967518
1979 99499 9053,5 9090,676976
1980 114475 10695,4 10479,01488
1981 13123,04 12093,8 12032,31062
1982 15069,5 12906,27 13836,76054
1983 16801,6 15720,1 15442,48976
1984 18523,5 17309,7 17038,76316
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Estimacion Lineal

a1l al
0,927041871 -133,296932
ConsumoE = a0+ al * Re nta
dependencia consumo
20000
18000
—
g 12000 / —&— Consumo
310000
2 8000 / consumo E
S 6000 —
4000
2000 o“’v
0 ‘ ‘ ‘
0 5000 10000 15000 20000
Ejemplo: regresion lineal de 2 variables
x1 X2 y Valor
Superficie | Antigledad Valor predicho
310 20 106.287 Euros 109.180 Euros
333 12 107.784 Euros 112.283 Euros
356 33 113.024 Euros 108.993 Euros
379 43 112.275 Euros 108.128 Euros
402 53 104.042 Euros 107.262 Euros
425 23 126.497 Euros 115.215 Euros
448 99 94.311 Euros 99.800 Euros
471 34 106.961 Euros 115.469 Euros
494 23 122.006 Euros 119.233 Euros
517 55 126.497 Euros 113.518 Euros
540 22 111.527 Euros 122.132 Euros
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Estimacion Lineal
a2 a1l a0
-220,444829| 58,2271936 | 95538,7217

Valor = a0 + al * Superficie + a2 * Antigiiedad

valores predichos

140000
120000+
100000+

80000+

60000

valor (euros)

40000

20000

0

«©
10 20 30 40 50 60 70 80 90 100 112 & &
™

antigiiedad (a)

140000
120000
100000
80000
60000
40000
20000
0

356

10 30 50 70 90

310
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Evaluacion del modelo de regresion
Analisis de validez del modelo asumido:

+ Medidas de “parecido” entre variable de salida estimada y real, influencia
de variables de entrada

— Factor de Correlacion
— Error de prediccion

— Error en coeficientes

* Andlisis de “calidad” del modelo
— Hipotesis de significatividad de parametros: t-Student

— Hipotesis de ausencia de relacion: F de Fisher-Snedecor

Factor de correlacion

Factor de correlacion entre datos y predicciones:

1 < A ~ — C A&
DG, -9, - = - J)

Corr(y, y) =
JS;S, A JVar(p)Var(y)

En general, se puede hacer factores de correlacion entre cualquier par de
variables numéricas: indica el grado de relacién lineal existente

Matriz de Covarianza
Muestra de vectores aleatorios:

» Matriz de covarianzas:
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A 1gs
H==2 X
ni-
var(x,) cov(x,,x,) cov(x,,x,)

. R A oA cov(x,,x,) var( x,)
C;=;Z(Xi—ﬂ)(Xl—ﬂ)’= L 1

i=1

L cov(x;,x,) var(x,)

» La matriz de correlaciones es similar, normalizada

E4d Microsoft Excel - ejemplosi.sls

J Archivo Edicion Wer Insertar Formato Herramientas Datos Yentana 7

=10l %]
=181

IDEE ERY bR v-

Rz A4 @ -0 2

| ia -w - N[rs|SE=BW%L-2-A 2
E1 | =]
AlB|C| D E | F | G | H j

1|« v 7 X 03 Z

2|2 4 2 I 1

3|3 5 4 i 05399319 1

4| 610 B 7 098021232 025302129

5 811 7

5 (10 15 10

|4?| 4» [M["Hojal3 {HajalZ 4 Hajall £ Hojald / Hojao |4

Error de Predicciéon

2 2

n n

Error= Z()A/j ~Y; ) = Z(gj )

J=1 J=1

bajo la hipdtesis de que los datos yi tengan la misma varianza sy, sean

independientes, y que el modelo lineal sea adecuado:
Error=(n— l)of

Error en coeficientes?
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A=[H'H]'H'y; &,=[H'H]"'H'¢

y

relacion errores en prediccion y en coeficientes estimados:

c,=| .| =olH'HT

El error en los coeficientes depende de
e erroreny, sy2

* recorrido de datos X: matriz H

x |y
5)23 8325 1,32 | 3.67
5’65 7,84 RanQO: [5710] 1,68 | 4,66
) : 460 | 7,57
7.27 | 9,33
— 4,99 | 7,48
8,05 | 10,07 ov=1
y 5,98 | 9,66
8,66 | 11,60
8,80 | 11,51
T 10,01 | 12,02
8,89 | 11,89 ca0=0.6 : :
15,01 | 17,47
8,98 | 11,12
9,35 | 12,01 17,10 | 19,82
982 [ 12,01 oa1=0.07 19,67 | 21,04
20,00 2500

15,00 2000 /
1500

10,00 | /
10,00

5,00 | 500 /

/OV
0,00 . . . 0,00 T T T T
0,00 5,00 10,00 15,00 20,00 0,00 500 1000 1500 2000 25,00

Significatividad de parametros

» Dadas las varianzas de parametros {s2A1,...s2AF} y los propios valores
estimados, son significativos los parametros?
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N(0,1)

+ Si hay pocos datos: en vez de estadistica normal, t-Student con n-F-1
grados de libertad

» Posibilidad de extender el modelo y analizarlo: ej: dependencia
cuadratica, ver si son significativos nuevos términos

Validez del modelo: analisis de varianza

» Permite rechazar o no la hipdtesis de que no existe relacion entre
variables (relacion debida al azar, correlacion nula)

(yj _J_’)Z :i(j’j _)_/)2 +Ji:(j’j —y)

=1

2

-

<~
I

—_
~

- Estadistico

_ SE/I
SR/(n—1—1)

distribucion: F de Snedecor: F(n1, n2)

grados de libertad: I, n-I-1
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2.4. Técnicas clasicas de clasificacion vy
prediccion

* Modelado de datos con atributos numéricos para su aplicacién a
Clasificacion. Generalizacion

» Datos representados como vectores de atributos numeéricos:
patrones

+ Clases: {C1, ..., CM}

e Muestras:E=
(1 v() 12 (2 v (M (M
(X0,X0, X0, XO X0 0

— Tamano:

M
n=an

J=1

« Para cada clase, Ci, hay ni patrones, cada uno con | atributos: para

cada clase Ci:
(X0, X0y
%)
J
v _ R _
X; o J=L..,n,
)
Xjj
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* Funcidén discriminante de cada clase:

gl()z;)

gz()_(;)

2, (X)

™~

(@}

Max(.) —

+ Propiedad deseable para el disefio de gi(.): sobre el conjunto de
entrenamiento, cada patron de la clase Ci tiene un valor maximo con el

discriminante gi(.):

gi()?;i)) = max {g, ()?;i))}, Vj=1,..,n,

Fronteras de decision
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g; ()?) . lineales

g (X): cuadraticas

g1z 30 T

25

20
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Clasificacion con Regresion Lineal: 1
« Para cada clase se define la funcién de pertenencia gi:

;, XeC

(X)= -
&) {O; X¢C,

+ Se construye una funcion lineal que “aproxime” gi:

+ Hay que “aprender” M funciones gi

« Otra opcidén: para cada par de clases, funcién frontera gij:

+1; XeC,

(X) = .
g (%) -1, XeC,

* Funciones lineales para todos los pares:

1] L(xe)
| (o) .
Vi = 0 H,= 1 (*1(’1))t ) Ai:[HitHi] lHityi
_()_ 1 ("’51))t
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+1 1

. 7 t -1 t —
; A, =[H; H,] H; y,

« Hay que “aprender” M(M-1)/2 pares gij fronteras posibles

2.4.1. Clasificacién bayesiana

aplicacién de modelos estadisticos

» Clasificacion con modelo de estructura probabilistica conocida
Clases: {C1, ..., CM}. Se conoce a priori:
— Probabilidades de clase: P(Ci)

— Distribuciones de probabilidad condicionadas (parametros
constantes)

Fo(x,x, |C)=P(X, <x,,., X, <x,|C))=
P(X,<x,,..X,<x,,C,)
P(C)

— densidad

OF ; (xy5..0, X, | C})
0x,...0x,

f)}(xla---a 'xl | Cz) -

Ej.: distribucién normal multivariada
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» Parametros: vector de medias y matriz covarianzas

1 1
f(X) = exp| —— (X~ 4)'S™ (X — 1)
(272_);1/2 \/ﬁ 2
lul I O-)cl2 Gx,xz T axle |
fi= L Los= . . . .
:‘un prxl Gxnxz o GxF i
+ Ejemplo
__[-30] (_[21 -6
T s [ T 26 21
x 107
-
a
o
3.
24
g AN
A
e e
0

AN RS
+=+3tﬁ:t$ﬁ"gg¢t§$nﬂt&t:

10
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Teorema de Bayes aplicado a clasificacién
- X|C, .
pc | 1y=LE1CIP(E)
f(X)

« Probabilidad a posteriori: es la probabilidad de que el patrén tenga clase
Ci:

P(C,|X)

+ Probabilidad a priori: P(Ci) es la probabilidad total de cada clase

*  Verosimilitud:

f(X1]C)

. . es la distribucion de Ci aplicada a

* Densidad total:

f(X)=f(X|CHP(C)+..+ [(X|C,)P(C,)
Criterio de clasificacion MAP:

Clase(X) = mdximo {P(Ci | )2)}: maximo {f(f( | Cl.)p(Cl.)}

l [
— funcioén discriminante de Ci: proporcional a su prob a posteriori:

g,(X)=f(X|C)p(C)
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— la clase es la de aquella que maximiza el discriminante

Clasificacion bayesiana y distrib. normal

+ Distribuciones condicionales gaussianas. Para cada clase Ci hay una
funcién discriminante de parametros mij, sij, j=1...1

g;(%) =log(P(C,) f (x| C)) = log

P(C, 1 &
a2 () — 2 (- ) oy
(27[) 0,,05;---Op; 2 i=l

+ Parametros de distribucion condicionada a cada clase
+ Regiones de decision:

— Funciones cuadraticas (hipérbolas) dadas por diferencias:

gy()_é) = gi()_(’:)_gj()_é)

— Si soniguales, y diagonales: regiones lineales (caso particular)

Resumen clasificador bayesiano numérico

+ Algoritmo:

+ Estimar parametros de cada clase Ci (entrenamiento)
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XD, X —h, G

~ 1 n[ .
Py ()
M= _ij

noo

1 n[ — J— 2
o :_Z('xi — 1)

i j=l

» Estimar probabilidad de cada clase

~ n.
P(C)=—, n=, n
Nt

+ Obtener regiones de decision: gij(.)
Clasificacion Bayesiana con Atributos Nominales
Atributos nominales con valores discretos

— Ai={V1,...,Vni}: atributo con ni valores posibles

— Pasamos de densidades a probabilidades: probabilidad a priori:
p(Ai=Vj|Ck)?

— Estimacion “contando” el nimero de casos:

(A =V |C) n° de ejemplos de clase C, con A; =V,
pia;, =V, k)=

n° de ejemplos de clase C,

« Simplificacion: independencia de atributos (“Naive Bayes”): la
probabilidad conjunta de varios atributos se pone como producto

X, =(A4, =V, ,A4,=V,,... 4, =V,)
p(X, | CH=pA, =V [CH*p(A4,=V,|C,*..*p(4, =V, |C,)

» Clasificacion:

_pIC)*p(C)

p(X;)
p4, =V [CH*p(4, =V, |C)H*..* p(4 =V |C,)* p(C,)
p(X,)

p(C, | X))
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Ejemplo con atributos nominales

- N 0 B T p(SI) =12/20
Mucho Si Joven | Uno Sl

Mucho Si Joven Uno SI p(NO) =8/20
Poco Si Joven Uno NO ~ Crédito | No Si
Mucho Si Joven Dos Si alario

Poco Si Joven Dos NO Poco 4/8 2/12
Mucho Si Adulto | Dos Sl Mucho 2/8 |8/12
Mucho Si | Addlto | Dos ] Medio 2/8 | 2112
Poco No Adulto Dos NO . Crédito | No | Si
Mucho Si Adulto | Dos Sl Cliente

Si 3/8 |8/12

Medio No Adulto | Tres NO No 5/8 [4/12
Mucho Si Adulto Dos SI

Medio Si Adulto | Dos sl o Creédito | No | Si

- a

Med?o No Adulto | Tres NO Joven 378 13712
Medio No Adulto Dos SI Adulto 3/8 [6/12
Mucho No Mayor | Tres NO Mayor 2/8 |3/12
Poco No Mayor | Tres Si Crédito | No | Si
Poco No Mayor | Tres Si Hijos

Mucho No Mayor | Tres NO Uno 2/8 (2112
Mucho No Mayor | Tres Sl Dos 2/8 |7/112

Tres 4/8 13/12

+ Ej.: (salario=poco, cliente=si, edad=adulto, hijos=tres)

p(SI| X)) =
p(s = poco|SI)* p(c=si|SI)* p(e=adulto| SI)* p(h=tres | SI)* p(SI)/ p(X,) =
2/12%8/12*%6/12%3/12*12/20/ p(Xi) = 0.0083/ p(Xi)

P(NO| X)) =
p(s = poco| NO)* p(c =si| NO)* p(e = adulto| NO)* p(h=tres | NO)* p(NO)/ p(X,) =
4/8*3/8*3/8%4/8*8/20/ p(Xi)=0.0141/ p(Xi)

Atributos sin valores
« Si el ejemplo a clasificar no tiene un atributo, simplemente se omite.

— Ej.: (salario=poco, cliente=si, edad=?, hijos=3)
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p(SI| X,)=

p(s=poco|SI)* p(c=si|SI)* p(h=tres|SI)* p(SI)/ p(X,)=

2/12%8/12%3/12%12/20/ p(Xi) =0.0167/ p(Xi)

p(NO | Xi) =
p(s = poco| NO)* p(c =si| NO)* p(h=tres| NO)* p(NO)/ p(X,) =

4/8%3/8%4/8%8/20/ p(Xi)=0.0375/ p(Xi)

Si hay faltas en la muestra de entrenamiento, no cuentan en
estimacion de probabilidades de ese atributo

Faltas en atributo EDAD

SALARIO | CLIENTE | EDAD | HIJOS | CREDITO
Poco Si Joven Uno NO
Mucho Si Joven | Uno Si
Mucho Si Joven Uno Sl
Poco Si ? Uno NO
Mucho Si ? Dos Si
Poco Si ? Dos NO
Mucho Si ? Dos SI
Mucho Si Adulto Dos Sl
Poco No Adulto Dos NO
Mucho Si Adulto Dos Si
Medio No Adulto | Tres NO
Mucho Si Adulto Dos SI
Medio Si Adulto | Dos Si
Medio No Adulto | Tres NO
Medio No Adulto Dos SI
Mucho No Mayor | Tres NO
Poco No Mayor | Tres SI
Poco No Mayor | Tres Sl
Mucho No Mayor | Tres NO
Mucho No Mayor | Tres SI

p(SI) =
12/20
7] aditg g | | Si
palario
Poco 4/8 |4112
A, 1Y 2/8 I1 2
Medio 2/8 |2/12
Crédito | No | Si
Cliente
Si 3/8 |8/12
No 5/8 [4/12
Crédito | No | Si
Edad
Joven 1/6 |2/10
Adulto 3/6 |5/10
Mayor 2/6 |3/10
Crédito | No | Si
Hijos
Uno 2/8 |2/12
Dos 2/8 [7/12
Tres 4/8 |3/12

Atributos no representados. Ley m

Problema: con muestra poco representativa, puede ocurrir que en

alguna clase, un valor de atributo no aparezca: p(Ai=Vj|Ck)=0
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— Cualquier ejemplo X con Ai=Vj generara P(Ck|X)=0,
independientemente de los otros atributos!

» Se suele modificar la estimacion de las probabilidades a priori con un
factor que elimina los ceros.

—  Ej.: P(Edad|Crédito=NO)=

Joven :3, Adulto :z, Mayor :%
8 8 8

— Leym:
Joven :M, Adulto :M, Mayor :2+—’U/3
8+ u 8+ u 8+ u

— A veces simplemente se inicializan las cuentas a 1 en vez de O:

Joven:3+1, Adulto:ﬂ, Mczyor:z—}_1
8+3 8+3 8+3

Atributos mixtos
* Independencia de atributos (“Naive Bayes”)

p(X;|Cyg) =
P(A1 =V [Cx)*p(Ay =V, [Cy)*...*p(Af = Vg [Cy)

— Atributos discretos: probabilidades a priori con cada clase Ck

n° de ejemplos de clase C, con A; =V,

A=V |C)=
p(4 J €O n® de ejemplos de clase C,

— Atributos continuos: densidades de clase Ck: normales de
parametros mk, sk

Técnicas de Analisis de Datos Péagina 87 de 266
© José M. Molina / Jesus Garcia



Capitulo 2 Andlisis Estadistico Mediante Excel

PA; =V [G) = A (V; |G =

2
S R
‘/EtGik 2 Gikz

Ejemplo con atributos mixtos

SALARIO | CLIENTE | EDAD | HIJOS | CREDITO p(SI) =
525 Si Joven | 1 NO 12/20
2000 Si Joven 1 SI
2500 Si Joven 1 SI
470 Si | Joven | 1 NO TRINGRYRB/RO || i
3000 Si Joven | 2 Sl 52‘2_20 —5 Ttz
T I ¥
510 Si Joven | 2 NO Desv Estandar | 249|942
2800 Si Adulto | 2 Sl
2700 Si Adulto | 2 Sl Crédito | No | Si
Cliente
550 N Adult 2
e S.o Aduno > NO si 38 [8/12
' ulto S| No 5/8 [4/12
1100 No | Adulto| 3 NO
2300 Si Adulto | 2 Sl Crédito | No | Si
1200 Si Adulto | 2 Sl Edad
900 No Adulto | 3 NO ,JAZVT gfg gﬂg
ulto
800 No | Adulto | 2 Sl Hayor o tans
800 No Mayor 3 NO
1300 No Mayor 3 ] - Crédito| No | Si
1100 No Mayor | 3 Sl MH'Jd‘?S PTRbI
edla . .
1000 No |Mayor] 3 NO Desv Estandar_|0.89 0.67
4000 No Mayor 3 SI

* Ej.: (salario=700, cliente=si, edad=adulto, hijos=3)
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(ST X;) =
fs(s=7OO|S])*p(c:si|S[)*p(ezaa’ulto|SI)*fH(h=3|SI)*p(S[)/p(X.)=
exp| — lw *8/12%6/12* ———exp| — lw *12/20*1/ P(X,) =
N2 27942 942 N270.67 0.67
=5.6le—6/ p(Xi)
p(NO|X})=
fs(s=700|NO)* (c=si|NO)*p(ezadulto|NO)*fH(h=3|NO)* (NO)/ p(X,)=
exp| — lw *3/8%3 /8% ————exp| — lw *8/20%1/ P(X,) =
N2 27249 249 \270.89 0.89

=2.8le—-5/ p(Xi)

Clasificacion con costes
+ MAP proporciona clasificacion con minima prob. de Error
— Coste de decision . prob. Error total=

+ Con frecuencia los costes son asimétricos, y unos errores son mas
graves que otros. Matriz de costes

Clasificado como
Clase (0 c «s

real ¢ ¢ 0

« Costes de cada decision. Criterio de minimo coste medio: dada una
decision, promedio los costes de cada equivocacion y su coste:
coste(D, | X) =c, p(C, | X) + cSlp(CS | X)
coste(D, | X)=c,p(C, | X)+cy,p(Cy | X)
coste(Dy | X)=c,;p(C, | X)+cyp(C, | X)
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Ejemplo de clasificacion con costes

+ Clasificaciéon de setas con dos atributos, (X, Y) y tres categorias:
Venenosa, Mal sabor, comestible: {V, MS, C}

Clasificado
Vi ou=ls -5} C = 71 -50
vV MS C‘ C A © TS50 71
Clase v | (o 1000 1000 C: =[5 s; CZ:{ZIO _7410}
Ms| [t o 10 -
o1 0 MS: u,=[20 -20]; cs{51 45}
C 45 51

Minimo
error

Minimo -
coste

2.4.2. Regresion Lineal

La regresion lineal [DOB90] es la forma mas simple de regresién, ya que en
ella se modelan los datos usando una linea recta. Se caracteriza, por tanto, por la
utilizacion de dos variables, una aleatoria, y (llamada variable respuesta), que es
funcién lineal de otra variable aleatoria, x (llamada variable predictora), formandose la
ecuacion 2.13.
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y=a+bx Ec. 2.13

En esta ecuacion la variacién de y se asume que es constante, y a'y b son los
coeficientes de regresion que especifican la interseccion con el eje de ordenadas, y la
pendiente de la recta, respectivamente. Estos coeficientes se calculan utilizando el
método de los minimos cuadrados [PTVF96] que minimizan el error entre los datos
reales y la estimacién de la linea. Dados s ejemplos de datos en forma de puntos (x;,
y1), (X2, X2),..., (Xs, ¥s), entonces los coeficientes de la regresion pueden estimarse
segun el método de los minimos cuadrados con las ecuaciones 2.14 y 2.15.

S,
b:? Ec. 2.14
a=y-bx Ec. 2.15

En la ecuacion 2.14, S,, es la covarianza de x e y, y S/2 la varianza de x.
También es necesario saber cuan buena es la recta de regresion construida. Para ello,
se emplea el coeficiente de regresion (ecuacion 2.16), que es una medida del ajuste
de la muestra.

2

= Sx:y
22
S2S?

2

Ec. 2.16

El valor de R? debe estar entre 0y 1. Si se acerca a 0 la recta de regresion no
tiene un buen ajuste, mientras que si se acerca a 1 el ajuste es “perfecto”. Los
coeficientes a y b a menudo proporcionan buenas aproximaciones a otras ecuaciones
de regresion complicadas.

En el ejemplo siguiente, para una muestra de 35 marcas de cerveza, se estudia
la relacion entre el grado de alcohol de las cervezas y su contenido caldrico. y se
representa un pequefno conjunto de datos.

Pt
=
=

- mk =k =k
X 3 [—c ]
2 &8 2 8

y=-33,77 + 37,65 x
n® calorias = -33,77T + 37.65 (% alcohol}

-
L =
= =

G0

n*® de calorias por tercio de Iitro

25 3 35 4 45 5 55 &
Porcentaje de alcohol

Figura 2.1: Regresion lineal simple.
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El eje vertical muestra el numero de calorias (por cada tercio de litro) y el
horizontal el contenido de alcohol (expresado en porcentaje). La nube de puntos es la
representacion de los datos de la muestra, y la recta es el resultado de la regresion
lineal aplicando el ajuste de los minimos cuadrados. En los siguientes apartados se
mostraran dos tipos de regresiones que amplian la regresion lineal simple.

e Regresion Lineal Multiple

La regresion Lineal Multiple [PTVF96] es una extension de regresion lineal que
involucra mas de una variable predictora, y permite que la variable respuesta y sea
planteada como una funcion lineal de un vector multidimensional. EI modelo de
regresion multiple para n variables predictoras seria como el que se muestra en la
ecuacion 2.17.

y=b,+bx,+b,x,+..+b,x, Ec. 2.17

Para encontrar los coeficientes b; se plantea el modelo en términos de
matrices, como se muestra en la ecuacion 2.18.

Zy Zin Vi b,
z z b

Z=|"7 T Y= yf , B=| Ec. 2.18
Zm] Zmn ym bn

En la matriz Z, las filas representan los m ejemplos disponibles para calcular la
regresion, y las columnas los n atributos que formaran parte de la regresion. De esta
forma, z; sera el valor que toma en el ejemplo i el atributo j. El vector Y esta formado
por los valores de la variable dependiente para cada uno de los ejemplos, y el vector B
es el que se desea calcular, ya que se corresponde con los parametros desconocidos
necesarios para construir la regresion lineal multiple. Representando con X' la matriz
traspuesta de X'y con X la inversa de la matriz X, se calculara el vector B mediante la
ecuacion 2.19.

B=(z"z)'7z"y Ec. 2.19

Para determinar si la recta de regresién lineal multiple esta bien ajustada, se
emplea el mismo concepto que en el caso de la regresion lineal simple: el coeficiente
de regresion. En este caso, se utilizara la ecuacion 2.20.

(v-z8)y (v -_Z)f)r Ec. 2.20

> (-

Al igual que en el caso de la regresion simple, el valor de R? debe estar entre 0
y 1, siendo 7 el indicador de ajuste perfecto.

R =1-

Una vez explicado el modo basico por el que se puede obtener una recta de
regresion multiple para un conjunto de ejemplos de entrenamiento, a continuacién se
muestra, en la figura 2.11, un ejemplo concreto en el que se muestra el proceso.
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Paso 1. Ejemplos de Entrenamienta y kMatrices

Atributo 1(x1) | Atributo 2 (X2) | Atributo 3 (X3) Clase (Y)
p 3 S p § 3 -2 1
2 1 3 2.3 213 23 b
- 486 3| -10
1 B 5 -0 = z 33 ot 7| 3=[Eﬂ
3 3 2 -1 i 4 -1 0,5
2 4 -1 0.5 321 21
3 2 1 3,1
Paso 2. Obtencion de los Coeficientes v Recta de Regresion
3 -y 1
f 243 f 3 i ; g i 24 3 ‘35
B=7zf'zv=||3 ¢+ 63 4 2|00 |2 163 e
-2 352 -f ¢ -2 325 2 -1
{4 —f 0,5 =) v=2608x1-1,494x2- 2,169x3
32 f 3,1
-36,8Y (0,22033 -0,4055 —0,0859
—54,f 0,02768

40 48 327"
43 75 3
32 31 44)|-5831

=| -0 1033 0069232
-00839 002755

006556

-36,8Y ( 2,608
-54,1 |=| 1,494
-5831) | -2 769

|

Pase¢ 3. Comprobacion del ajuste de la recta de regresian
(v-z8f(v-z8)_, 5841

RE= =7-
z:’(ﬂ - FT 104,533

7= =0944

Figura 2.2: Ejemplo de obtencion de una Regresion Lineal Multiple.

Tal y como se muestra en la figura 2.11, en un primer momento se obtienen, a
partir de los ejemplos de entrenamiento, las matrices Z e Y, siendo el objetivo la matriz
B. En el segundo paso se calcula los valores de dicha matriz, que seran los
coeficientes en la regresion. Por ultimo, en un tercer paso se comprueba si la recta
generada tiene un buen ajuste o no. En este caso, como se muestra en la misma
figura, el ajuste es magnifico, dado que el valor de R? es muy cercano a 1. Por Gltimo,
en este ejemplo no se ha considerado el término independiente, pero para que se
obtuviese bastaria con afiadir una nueva columna a la matriz Z con todos los valores a
1.

Seleccioén de Variables

Ademas del proceso anterior para la generacién de la regresion lineal, se suele
realizar un procedimiento estadistico que seleccione las mejores variables predictoras,
ya que no todas tienen la misma importancia, y reducir su numero hara que
computacionalmente mejore el tiempo de respuesta del modelo. Los procesos que se
siguen para la seleccién de variables predictoras son basicamente dos: eliminacién
hacia atras [backward elimination], consistente en obtener la regresion lineal para
todos los parametros e ir eliminando uno a uno los menos importantes; y seleccion
hacia delante [fordward selection], que consiste en generar una regresion lineal simple
(con el mejor parametro, esto es, el mas correlacionado con la variable a predecir) e ir
afiadiendo parametros al modelo. Hay un gran numero de estadisticos que permiten
seleccionar los parametros, y a modo de ejemplo se comentara el basado en el criterio
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de informacién Akaike [AKA73], que se basa en la teoria de la informacién y cuya
formulacion se muestra en la ecuacién 2.21.

AIC = —2xlog(L)+2p Ec. 2.21

En esta ecuacion L es la verosimilitud [likelihood] y p el numero de variables
predictorias. Aplicado a la regresion, el resultado seria el que se muestra en las
ecuaciones 2.22 y 2.23.

AIC = mx log(MSE)+ 2p Ec. 2.22
m A \2
MSE = 2= 9) Ec. 2.23
m

En la ecuacion 2.22, m es el numero de ejemplos disponibles, y MSE es el
error cuadratico medio [mean squared error] del modelo, tal y como se define en la
ecuacion 2.23. En esta ecuacion y; es el valor de la clase para el ejemplo j e y, el
valor que la regresion lineal da al ejemplo i. En la practica algunas herramientas no
utilizan exactamente la ecuacion 2.22, sino una aproximacion de dicha ecuacion.

¢ Regresion Lineal Ponderada Localmente

Otro método de prediccibn numérica es la regresion lineal ponderada
localmente [Locally weighted linear regresion]. Con este método se generan modelos
locales durante el proceso de prediccion dando mas peso a aquellos ejemplares de
entrenamiento mas cercanos al que hay que predecir. Dicho de otro modo, la
construccion del clasificador consiste en el almacenamiento de los ejemplos de
entrenamiento, mientras que el proceso de validacion o de clasificacion de un ejemplo
de test consiste en la generacion de una regresion lineal especifica, esto es, una
regresion lineal en la que se da mas peso a aquellos ejemplos de entrenamiento
cercanos al ejemplo a clasificar. De esta forma, este tipo de regresion esta
intimamente relacionado con los algoritmos basados en ejemplares. Para utilizar este
tipo de regresion es necesario decidir un esquema de ponderacién para los ejemplos
de entrenamiento, esto es, decidir cuanto peso se le va a dar a cada ejemplo de
entrenamiento para la clasificacion de un ejemplo de test. Una medida usual es
ponderar el ejemplo de entrenamiento con la inversa de la distancia euclidea entre
dicho ejemplo y el de test, tal y como se muestra en ecuacion 2.24.

1
COZ-I
1+dl.j

Ec. 2.24

En esta ecuacion w; es el peso que se le otorgara al ejemplo de entrenamiento
i para clasificar al ejemplo j, y d; sera la distancia euclidea de / con respecto a .

Mas critico que la eleccion del método para ponderar es el “parametro de
suavizado” que se utilizara para escalar la funcidén de distancia, esto es, la distancia
sera multiplicada por la inversa de este parametro. Si este parametro es muy pequefio
sélo los ejemplos muy cercanos recibiran un gran peso, mientras que si es demasiado
grande los ejemplos muy lejanos podrian tener peso. Un modo de asignar un valor a
este parametro es dandole el valor de la distancia del k-ésimo vecino mas cercano al
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ejemplo a clasificar. El valor de k dependera del ruido de los datos. Cuanto mas ruido,
mas grande debera ser k. Una ventaja de este método de estimacién es que es capaz
de aproximar funciones no lineales. Ademas, se puede actualizar el clasificador
(modelo incremental), dado que unicamente seria necesario afadirlo al conjunto de
entrenamiento. Sin embargo, como el resto de algoritmos basado en ejemplares, es
lento.
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Capitulo 3. Técnicas de
Mineria de Datos basadas

en Aprendizaje Automatico

3.1. Técnicas de Mineria de Datos

Como ya se ha comentado, las técnicas de Mineria de Datos (una etapa dentro
del proceso completo de KDD [FAYY96]) intentan obtener patrones o modelos a partir
de los datos recopilados. Decidir si los modelos obtenidos son utiles o no suele
requerir una valoracidon subjetiva por parte del usuario. Las técnicas de Mineria de
Datos se clasifican en dos grandes categorias: supervisadas o predictivas y no
supervisadas o descriptivas [WI98].

Numeérico
Clustering Conceptual
Probabilistico

No supervisadas

Asociacion A Periori
Técnicas Regresion
Prediccién Arboles de Prediccion

Estimador de Nucleos
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Supervisadas Tabla de Decision
Arboles de Decision
Induccién de Reglas
Bayesiana

Clasificacion Basado en Ejemplares

Redes de Neuronas
Légica Borrosa

Técnicas Genéticas

Figura 3.1: Técnicas de la Mineria de Datos

Una técnica constituye el enfoque conceptual para extraer la informacion de los
datos, y, en general es implementada por varios algoritmos. Cada algoritmo
representa, en la practica, la manera de desarrollar una determinada técnica paso a
paso, de forma que es preciso un entendimiento de alto nivel de los algoritmos para
saber cual es la técnica mas apropiada para cada problema. Asimismo es preciso
entender los parametros y las caracteristicas de los algoritmos para preparar los datos
a analizar.

Las predicciones se utilizan para prever el comportamiento futuro de algun tipo
de entidad mientras que una descripcién puede ayudar a su comprension. De hecho,
los modelos predictivos pueden ser descriptivos (hasta donde sean comprensibles por
personas) y los modelos descriptivos pueden emplearse para realizar predicciones. De
esta forma, hay algoritmos o técnicas que pueden servir para distintos propodsitos, por
lo que la figura anterior unicamente representa para qué propésito son mas utilizadas
las técnicas. Por ejemplo, las redes de neuronas pueden servir para prediccion,
clasificacion e incluso para aprendizaje no supervisado.

El aprendizaje inductivo no supervisado estudia el aprendizaje sin la ayuda del
maestro; es decir, se aborda el aprendizaje sin supervision, que trata de ordenar los
ejemplos en una jerarquia segun las regularidades en la distribucion de los pares
atributo-valor sin la guia del atributo especial clase. Este es el proceder de los
sistemas que realizan clustering conceptual y de los que se dice también que
adquieren nuevos conceptos. Otra posibilidad contemplada para estos sistemas es la
de sintetizar conocimiento cualitativo o cuantitativo, objetivo de los sistemas que llevan
a cabo tareas de descubrimiento.
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En el aprendizaje inductivo supervisado existe un atributo especial,
normalmente denominado clase, presente en todos los ejemplos que especifica si el
ejemplo pertenece o no a un cierto concepto, que sera el objetivo del aprendizaje. El
atributo clase normalmente toma los valores + y -, que significan la pertenencia o no
del ejemplo al concepto que se trata de aprender; es decir, que el ejemplo ejemplifica
positivamente al concepto -pertenece al concepto- o bien lo ejemplifica negativamente
-que no pertenece al concepto. Mediante una generalizacion del papel del atributo
clase, cualquier atributo puede desempefar ese papel, convirtiéndose la clasificacion
de los ejemplos segun los valores del atributo en cuestion, en el objeto del
aprendizaje. Expresado en una forma breve, el objetivo del aprendizaje supervisado
es: a partir de un conjunto de ejemplos, denominados de entrenamiento, de un cierto
dominio D de ellos, construir criterios para determinar el valor del atributo clase en un
ejemplo cualquiera del dominio. Esos criterios estan basados en los valores de uno o
varios de los otros pares (atributo; valor) que intervienen en la definicién de los
ejemplos. Es sencillo transmitir esa idea al caso en el que el atributo que juega el
papel de la clase sea uno cualquiera o con mas de dos valores. Dentro de este tipo de
aprendizaje se pueden distinguir dos grandes grupos de técnicas: la prediccion y la
clasificacion [WK91]. A continuacion se presentan las principales técnicas
(supervisadas y no supervisadas) de mineria de datos

3.2. Clustering. (“Segmentacion”)

También llamada agrupamiento, permite la identificacion de tipologias o grupos
donde los elementos guardan gran similitud entre si y muchas diferencias con los de
otros grupos. Asi se puede segmentar el colectivo de clientes, el conjunto de valores e
indices financieros, el espectro de observaciones astrondmicas, el conjunto de zonas
forestales, el conjunto de empleados y de sucursales u oficinas, etc. La segmentacién
esta teniendo mucho interés desde hace ya tiempo dadas las importantes ventajas que
aporta al permitir el tratamiento de grandes colectivos de forma pseudoparticularizada,
en el mas idéneo punto de equilibrio entre el tratamiento individualizado y aquel
totalmente masificado.

Las herramientas de segmentacién se basan en técnicas de caracter
estadistico, de empleo de algoritmos matematicos, de generacién de reglas y de redes
neuronales para el tratamiento de registros. Para otro tipo de elementos a agrupar o
segmentar, como texto y documentos, se usan técnicas de reconocimiento de
conceptos. Esta técnica suele servir de punto de partida para después hacer un
analisis de clasificacion sobre los clusters.

La principal caracteristica de esta técnica es la utilizacion de una medida de
similaridad que, en general, esta basada en los atributos que describen a los objetos, y
se define usualmente por proximidad en un espacio multidimensional. Para datos
numéricos, suele ser preciso preparar los datos antes de realizar data mining sobre
ellos, de manera que en primer lugar se someten a un proceso de estandarizacion.
Una de las técnicas empleadas para conseguir la normalizacion de los datos es utilizar
la medida z (z-score) que elimina las unidades de los datos. Esta medida, z, es la que
se muestra en la ecuacion 2.1, donde pr es la media de la variable fy or la desviacion
tipica de la misma.
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Zy = LA Ec. 2.1

Entre las medidas de similaridad destaca la distancia euclidea, ecuacién 2.2.

dfx,,x,; )= lil(xi, —x, ) Ec. 2.2

Hay varios algoritmos de clustering. A continuaciéon se exponen los mas
conocidos.

3.2.1. Clustering Numérico (k-medias)

Uno de los algoritmos mas utilizados para hacer clustering es el k-medias (k-
means) [MAC67], que se caracteriza por su sencillez. En primer lugar se debe
especificar por adelantado cuantos clusters se van a crear, éste es el parametro Kk,
para lo cual se seleccionan k elementos aleatoriamente, que representaran el centro o
media de cada cluster. A continuacion cada una de las instancias, ejemplos, es
asignada al centro del cluster mas cercano de acuerdo con la distancia Euclidea que
le separa de él. Para cada uno de los clusters asi construidos se calcula el centroide
de todas sus instancias. Estos centroides son tomados como los nuevos centros de
sus respectivos clusters. Finalmente se repite el proceso completo con los nuevos
centros de los clusters. La iteracion continia hasta que se repite la asignacion de los
mismos ejemplos a los mismos clusters, ya que los puntos centrales de los clusters se
han estabilizado y permaneceran invariables después de cada iteracién. El algoritmo
de k-medias es el siguiente:

1. Elegir k ejemplos que actian como semillas (k numero de
clusters).

2. Para cada ejemplo, afladir ejemplo a la clase mas similar.

3. Calcular el centroide de cada clase, que pasan a ser las nuevas
semillas

4. Si no se llega a un criterio de convergencia (por ejemplo, dos
iteraciones no cambian las clasificaciones de los ejemplos), volver
a 2.

Figura 3.2: Pseudocodigo del algoritmo de k-medias.
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Para obtener los centroides, se calcula la media [mean] o la moda [mode]
segun se trate de atributos numéricos o simbdlicos. A continuacién, en la figura 2.3, se
muestra un ejemplo de clustering con el algoritmo k-medias.

En este caso se parte de un total de nueve ejemplos o instancias, se configura
el algoritmo para que obtenga 3 clusters, y se inicializan aleatoriamente los centroides
de los clusters a un ejemplo determinado. Una vez inicializados los datos, se comienza
el bucle del algoritmo. En cada una de las graficas inferiores se muestra un paso por el
algoritmo. Cada uno de los ejemplos se representa con un tono de color diferente que
indica la pertenencia del ejemplo a un cluster determinado, mientras que los centroides
siguen mostrandose como circulos de mayor tamafo y sin relleno. Por ultimo el
proceso de clustering finaliza en el paso 3, ya que en la siguiente pasada del algoritmo
(realmente haria cuatro pasadas, si se configurara asi) ningun ejemplo cambiaria de
cluster.

Instancias Inicializaciﬁn de Centroides
F 3 F 3
At2 At2 cl
. ] 2 (]
i i

At At
Paso 1 Paso 2 Paso 3
&
AtZ AtZ A2
& L ]
L ] (:j L . ]
- ) 2
-» * ) * 3 *
@)
[ ] [ ] [ ]
e e .
L ] L ] L ]
At A At

Figura 3.3: Ejemplo de clustering con k-medias.

3.2.2. Clustering Conceptual (COBWEB)

El algoritmo de k-medias se encuentra con un problema cuando los atributos no
son numericos, ya que en ese caso la distancia entre ejemplares no esta tan clara.
Para resolver este problema Michalski [MS83] presenta la nocién de clustering
conceptual, que utiliza para justificar la necesidad de un clustering cualitativo frente al
clustering cuantitativo, basado en la vecindad entre los elementos de la poblaciéon. En
este tipo de clustering una particién de los datos es buena si cada clase tiene una
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buena interpretacion conceptual (modelo cognitivo de jerarquias). Una de las
principales motivaciones de la categorizacidn de un conjunto de ejemplos, que
basicamente supone la formacién de conceptos, es la prediccion de caracteristicas de
las categorias que heredaran sus subcategorias. Esta conjetura es la base de
COBWEB [FIS87]. A semejanza de los humanos, COBWEB forma los conceptos por
agrupacion de ejemplos con atributos similares. Representa los clusters como una
distribucion de probabilidad sobre el espacio de los valores de los atributos, generando
un arbol de clasificacion jerarquica en el que los nodos intermedios definen
subconceptos. El objetivo de COBWEB es hallar un conjunto de clases o clusters
(subconjuntos de ejemplos) que maximice la utilidad de la categoria (particion del
conjunto de ejemplos cuyos miembros son clases). La descripcidon probabilistica se
basa en dos conceptos:

e Predicibilidad: Probabilidad condicional de que un suceso tenga un cierto
atributo dada la clase, P(A=V;|Cy). El mayor de estos valores corresponde al
valor del atributo mas predecible y es el de los miembros de la clase (alta
similaridad entre los elementos de la clase).

o Previsibilidad: Probabilidad condicional de que un ejemplo sea una instancia de
una cierta clase, dado el valor de un atributo particular, P(C,JA=V}). Un valor
alto indica que pocos ejemplos de las otras clases comparten este valor del
atributo, y el valor del atributo de mayor probabilidad es el de los miembros de
la clase (baja similaridad interclase).

Estas dos medidas, combinadas mediante el teorema de Bayes,
proporcionan una funcién que evalua la utilidad de una categoria (CU), que se
muestra en la ecuacion 2.3.

Py’ Ec. 2.3

X P(Ck){ZZP(Ai =V, 1C.F —ZZ_P(Ai = Vy)z}
CU = L ij

n

En esta ecuacion n es el numero de clases y las sumas se extienden a todos
los atributos A; y sus valores Vj; en cada una de las n clases C. La division por n sirve
para incentivar tener clusters con mas de un elemento. La utilidad de la categoria mide
el valor esperado de valores de atributos que pueden ser adivinados a partir de la
particion sobre los valores que se pueden adivinar sin esa particiéon. Si la particiéon no
ayuda en esto, entonces no es una buena particion. El arbol resultante de este
algoritmo cabe denominarse organizacion probabilistica o jerarquica de conceptos. En
la figura 2.4 se muestra un ejemplo de arbol que se podria generar mediante
COBWEB. En la construccion del arbol, incrementalmente se incorpora cada ejemplo
al mismo, donde cada nodo es un concepto probabilistico que representa una clase de
objetos. COBWEB desciende por el arbol buscando el mejor lugar o nodo para cada
ejemplo. Esto se basa en medir en cual se tiene la mayor ganancia de utilidad de
categoria.
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Hombre | Recubierto | Cavidades | temperatura [Fertilizacion|
de COrazon del cuerpo

Marmifera | Pelo Custro Regulads Interna

Pez Ezcamas Doz Sin regulacion | Externa
Datos de Entrada Anfibio | Piel himeds | Tres Sin regulacidn | Externa

Aye Flumas Custro Regulada Imterna

Reptil Piel dura Custro Sin regulacian | Interna

Imperfectas

Arbol Generado

Anfibiofpez

Figura 3.4: Ejemplo de arbol generado por COBWEB.

Sin embargo, no se puede garantizar que se genere este arbol, dado que el
algoritmo es sensible al orden en que se introduzcan los ejemplos. En cuanto a las
etiquetas de los nodos, éstas fueron puestas a posteriori, coherentes con los valores
de los atributos que determinan el nodo. Cuando COBWEB incorpora un nuevo
ejemplo en el nodo de clasificacién, desciende a lo largo del camino apropiado,
actualizando las cuentas de cada nodo, y llevando a cabo por medio de los diferentes
operadores, una de las siguientes acciones:

e Incorporacién: Afiadir un nuevo ejemplo a un nodo ya existente.

e Creacion de una nueva disyuncion: Crear una nueva clase.
e Union: Combinar dos clases en una sola.

e Division: Dividir una clase existente en varias clases.

La busqueda, que se realiza en el espacio de conceptos, es por medio de un
heuristico basado en el método de escalada gracias a los operadores de union y
divisién. En la figura 2.5 se muestra el resultado de aplicar cada una de estas

operaciones.
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e

(b) Creacion de una nueva clase

(c) Union de los dos mejores nodos (d) Division del mejor nodo

Figura 3.5: Operaciones de COBWEB.

1. Nuevo Ejemplo: Lee un ejemplo e. Si no hay mds ejemplos,
terminar.

2. Actualiza raiz. Actualiza el cdlculo de la raiz.

3. Si la raiz es hoja, entonces: Expandir en dos nodos hijos vy
acomodar en cada uno de ellos un ejemplo; volver a 1.

4. Avanzar hasta el siguiente nivel: Aplicar la funcidén de
evaluacién a varias opciones para determinar, mediante la
férmula de utilidad de una categoria, el mejor (médxima CU) lugar
donde incorporar el ejemplo en el nivel siguiente de la
jerarquia. En las opciones que se evaluardn se consideraréa
tnicamente el nodo actual y sus hijos y se elegird la mejor
opcidén de las siguientes:

a. Afiadir e a un nodo que existe (al mejor hijo) vy, si esta
opcidén resulta ganadora, comenzar de nuevo el proceso de
avance hacia el siguiente nivel en ese nodo hijo.

b. Crear un nuevo nodo conteniendo Unicamente a e y, si esta
opcidén resulta ganadora, volver a 1.

c. Juntar los dos mejores nodos hijos con e incorporado al
nuevo nodo combinado y, si esta opcidén resulta ganadora,
comenzar el nuevo proceso de avanzar hacia el siguiente
nivel en ese nuevo nodo.

d. Dividir el mejor nodo, reemplazando este nodo con sus
hijos vy, si esta opcidén resulta ganadora, aplicar la
funcién de evaluacidén para incorporar e en los nodos
originados por la divisidn.

Figura 3.6: Algoritmo de COBWEB.
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El algoritmo se puede extender a valores numéricos usando distribuciones
gaussianas, ecuacion 2.4. De esta forma, el sumatorio de probabilidades es ahora
como se muestra en la ecuacion 2.5.

(x-n)?
1 2
f(x) = > e 20 Ec. 2.4
o
oo 1
ZP(Ai = VU )2 A I—wf(xi )2 dx, = Ec. 2.5
J 2\/zo,

Por lo que la ecuacién de la utilidad de la categoria quedaria como se muestra
en la ecuacion 2.6.

1 » 1 1 1
YPIC, )—3| —-— Ec. 2.6
( k)2\/7t i( ] ©

k k=1 Oy O

CU =

3.2.3. Clustering Probabilistico (EM)

Los algoritmos de clustering estudiados hasta el momento presentan ciertos
defectos entre los que destacan la dependencia que tiene el resultado del orden de los
ejemplos y la tendencia de estos algoritmos al sobreajuste [overfitting]. Una
aproximacién estadistica al problema del clustering resuelve estos problemas. Desde
este punto de vista, lo que se busca es el grupo de clusters mas probables dados los
datos. Ahora los ejemplos tienen ciertas probabilidades de pertenecer a un cluster. La
base de este tipo de clustering se encuentra en un modelo estadistico llamado mezcla
de distribuciones [finite mixtures]. Cada distribucién representa la probabilidad de que
un objeto tenga un conjunto particular de pares atributo-valor, si se supiera que es
miembro de ese cluster. Se tienen k distribuciones de probabilidad que representan los
k clusters. La mezcla mas sencilla se tiene cuando los atributos son numéricos con
distribuciones gaussianas. Cada distribuciéon (normal) se caracteriza por dos
parametros: la media (u) y la varianza (0%). Ademas, cada distribucién tendra cierta
probabilidad de aparicion p, que vendra determinada por la proporcion de ejemplos
que pertenecen a dicho cluster respecto del numero total de ejemplos. En ese caso, si
hay k clusters, habra que calcular un total de 3k-71 parametros: las k medias, k
varianzas y k-1 probabilidades de la distribucion dado que la suma de probabilidades
debe ser 1, con lo que conocidas k-1 se puede determinar la k-ésima.

Si se conociera el cluster al que pertenece, en un principio, cada uno de los
ejemplos de entrenamiento seria muy sencillo obtener los 3k-1 parametros necesarios
para definir totalmente las distribuciones de dichos clusters, ya que simplemente se
aplicarian las ecuaciones de la media y de la varianza para cada uno de los clusters.
Ademas, para calcular la probabilidad de cada una de las distribuciones unicamente se
dividiria el numero de ejemplos de entrenamiento que pertenecen al cluster en
cuestion entre el numero total de ejemplos de entrenamiento. Una vez obtenidos estos
parametros, si se deseara calcular la probabilidad de pertenencia de un determinado
ejemplo de test a cada cluster, simplemente se aplicaria el teorema de Bayes,
ecuacion 2.54 a cada problema concreto, con lo que quedaria la ecuacion 2.7.
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Px| A)PA) _ f(x;1,,0,)P 4
P(x) P(x)

En esta ecuacidn A es un cluster del sistema, x el ejemplo de test, ps la
probabilidad del cluster A y f(x;ua,04) la funcidn de la distribucién normal del cluster A,
que se expresa con la ecuacion 2.4. Sin embargo, el problema es que no se sabe de
qué distribucion viene cada dato y se desconocen los parametros de las distribuciones.
Por ello se adopta el procedimiento empleado por el algoritmo de clustering k-medias,
y se itera.

P(A]x)= Ec. 2.7

El algoritmo EM (Expectation Maximization) empieza adivinando los parametros
de las distribuciones (dicho de otro modo, se empieza adivinando las probabilidades
de que un objeto pertenezca a una clase) y, a continuacion, los utiliza para calcular las
probabilidades de que cada objeto pertenezca a un cluster y usa esas probabilidades
para re-estimar los parametros de las probabilidades, hasta converger. Este algoritmo
recibe su nombre de los dos pasos en los que se basa cada iteracion: el calculo de las
probabilidades de los grupos o los valores esperados de los grupos, mediante la
ecuacién 2.7, denominado expectation; y el calculo de los valores de los parametros
de las distribuciones, denominado maximization, en el que se maximiza la verosimilitud
de las distribuciones dados los datos.

Para estimar los parametros de las distribuciones se tiene que considerar que
se conocen unicamente las probabilidades de pertenencia a cada cluster, y no los
clusters en si. Estas probabilidades actian como pesos, con lo que el calculo de la
media y la varianza se realiza con las ecuaciones 2.8 y 2.9 respectivamente.

Pl W, X;
s W,
N
WX —
o2 :w Ec. 2.9
i Wi

Donde N es el numero total de ejemplos del conjunto de entrenamiento y w; es
la probabilidad de que el ejemplo i pertenezca al cluster A. La cuestién es determinar
cuando se finaliza el procedimiento, es decir en que momento se dejan de realizar
iteraciones. En el algoritmo k-medias se finalizaba cuando ningun ejemplo de
entrenamiento cambiaba de cluster en una iteracion, alcanzandose asi un “punto fijo”
[fixed point]. En el algoritmo EM es un poco mas complicado, dado que el algoritmo
tiende a converger pero nunca se llega a ningun punto fijo. Sin embargo, se puede ver
cuanto se acerca calculando la verosimilitud [likelihood] general de los datos con esos
parametros, multiplicando las probabilidades de los ejemplos, tal y como se muestra
en la ecuacion 2.10.

N clusters
H( lz.tpj P(x, j)j Ec. 2.10

i=1 J

En esta ecuacion j representa cada uno de los clusters del sistema, y p; la
probabilidad de dicho cluster. La verosimilitud es una medida de lo “bueno” que es el
clustering, y se incrementa con cada iteracién del algoritmo EM. Se seguira iterando
hasta que dicha medida se incremente un valor despreciable.
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Aunque EM garantiza la convergencia, ésta puede ser a un maximo local, por
lo que se recomienda repetir el proceso varias veces, con diferentes parametros
iniciales para las distribuciones. Tras estas repeticiones, se pueden comparar las
medidas de verosimilitud obtenidas y escoger la mayor de todas ellas. En la figura 2.7
se muestra un ejemplo de clustering probabilistico con el algoritmo EM.

Distribuciones Originales

IO Y-
o 200 ejernplos gue forman dos distribuciones
desconocidas con parametros:
K30 Hp=62
a,=34 ag=1.26

H P.=0,7 Pe=0,3
a5 To
tteracion 5
J [Camet w342 4 p=5378 . w5177 & w6560
: 0=5,26 & 06,19 "1 o542 M 526,44
am =052 (8 1,=0,48 g 0,54 S 1.=0,46

lteracion 8 lteracion 11
o'z oz
—ae 40,74 4 pmE08E S L W
. = 3,29 5,=3,149 & o=3,40 =126 [

=068 S p=0,31 aam 0,70 B p,=0,30

Figura 3.7: Ejemplo de clustering con EM.

En este experimento se introducen un total de doscientos ejemplos que
constituyen dos distribuciones desconocidas para el algoritmo. Lo unico que conoce el
algoritmo es que hay dos clusters, dado que este dato se introduce como parametro
de entrada. En la iteracion 0 se inicializan los parametros de los clusters a 0 (media,
desviacion tipica y probabilidad). En las siguientes iteraciones estos parametros van
tomando forma hasta finalizar en la iteracion 77, iteracién en la que finaliza el proceso,
por el incremento de la medida de verosimilitud, tan sélo del orden de 10™.

e Extensiones al algoritmo EM
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El modelo puede extenderse desde un atributo numérico como se ha visto
hasta el momento, hasta multiples atributos, asumiendo independencia entre atributos.
Las probabilidades de cada atributo se multiplican entre si para obtener una
probabilidad conjunta para la instancia, tal y como se hace en el algoritmo naive
Bayesiano. También puede haber atributos correlacionados, en cuyo caso se puede
modelar con una distribucién normal bivariable, en donde se utiliza una matriz de
covarianza. En este caso el niumero de parametros crece segun el cuadrado del
numero de atributos que se consideren correlacionados entre si, ya que se debe
construir una matriz de covarianza. Esta escalabilidad en el nimero de parametros
tiene serias consecuencias de sobreajuste.

En el caso de un atributo nominal con v posibles valores, se caracteriza
mediante v valores numéricos que representan la probabilidad de cada valor. Se
necesitaran otros kv valores numéricos, que seran las probabilidades condicionadas
de cada posible valor del atributo con respecto a cada cluster. En cuanto a los valores
desconocidos, se puede optar por varias soluciones: ignorarlo en el productorio de
probabilidades; afiadir un nuevo valor a los posibles, sélo en el caso de atributos
nominales; o tomar la media o la moda del atributo, segun se trate de atributos
numéricos o nominales. Por ultimo, aunque se puede especificar el numero de
clusters, también es posible dejar que sea el algoritmo el que determine
automaticamente cual es el numero de clusters mediante validacion cruzada.

3.3. Reglas de Asociacioén

Este tipo de técnicas se emplea para establecer las posibles relaciones o
correlaciones entre distintas acciones o sucesos aparentemente independientes;
pudiendo reconocer como la ocurrencia de un suceso o accion puede inducir o generar
la aparicion de otros [AIS93b]. Son utilizadas cuando el objetivo es realizar anélisis
exploratorios, buscando relaciones dentro del conjunto de datos. Las asociaciones
identificadas pueden usarse para predecir comportamientos, y permiten descubrir
correlaciones y co-ocurrencias de eventos [AS94, AS94a, AS94b]. Debido a sus
caracteristicas, estas técnicas tienen una gran aplicacion practica en muchos campos
como, por ejemplo, el comercial ya que son especialmente interesantes a la hora de
comprender los habitos de compra de los clientes y constituyen un pilar basico en la
concepcion de las ofertas y ventas cruzada, asi como del "merchandising” [RMS98].
En otros entornos como el sanitario, estas herramientas se emplean para identificar
factores de riesgo en la aparicién o complicacién de enfermedades. Para su utilizacién
es necesario disponer de informacion de cada uno de los sucesos llevados a cabo por
un mismo individuo o cliente en un determinado periodo temporal. Por lo general esta
forma de extraccién de conocimiento se fundamenta en técnicas estadisticas [CHY96],
como los analisis de correlacion y de variacion [BMS97]. Uno de los algoritmos mas
utilizado es el algoritmo A priori, que se presenta a continuacion.

Algoritmo A Priori

La generacibn de reglas de asociacion se logra basandose en un
procedimiento de covering. Las reglas de asociacion son parecidas, en su forma, a las
reglas de clasificacion, si bien en su lado derecho puede aparecer cualquier par o
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pares atributo-valor. De manera que para encontrar ese tipo de reglas es preciso
considerar cada posible combinacion de pares atributo-valor del lado derecho. Para
evaluar las reglas se emplean la medida del soporte [support], ecuacion 2.11, que
indica el numero de casos, ejemplos, que cubre la regla y la confianza [confidence],
ecuacion 2.12, que indica el numero de casos que predice la regla correctamente, y
que viene expresado como el cociente entre el nUmero de casos en que se cumple la
regla y el numero de casos en que se aplica, ya que se cumplen las premisas.

Soporte(A = B) = P(A e B) Ec. 2.11

conﬁanza(A = B) = P(B | A) = M Ec. 2.12
P(A) . 2.

Las reglas que interesan son unicamente aquellas que tienen su valor de
soporte muy alto, por lo que se buscan, independientemente de en qué lado
aparezcan, pares atributo-valor que cubran una gran cantidad de ejemplos. A cada par
atributo-valor se le denomina item, mientras que a un conjunto de items se les
denomina item-sets. Por supuesto, para la formacién de item-sets no se pueden unir
items referidos al mismo atributo pero con distinto valor, dado que eso nunca se podria
producir en un ejemplo. Se buscan item-sets con un maximo soporte, para lo que se
comienza con item-sets con un unico jitem. Se eliminan los item-sets cuyo valor de
soporte sea inferior al minimo establecido, y se combinan el resto formando item-sets
con dos items. A su vez se eliminan aquellos nuevos item-sets que no cumplan con la
condicion del soporte, y al resto se le afiadira un nuevo item, formando item-sets con
tres items. El proceso continuara hasta que ya no se puedan formar item-sets con un
item mas. Ademas, para generar los item-sets de un determinado nivel, sélo es
necesario emplear los item-sets del nivel inferior (con n-1 coincidencias, siendo n el
numero de items del nivel). Una vez se han obtenido todos los item-sets, se pasara a
la generacion de reglas. Se tomara cada item-set y se formaran reglas que cumplan
con la condicion de confianza. Debe tenerse en cuenta que un item-set puede dar
lugar a mas de una regla de asociacion, al igual que un item-set también puede no dar
lugar a ninguna regla.

Un ejemplo tipico de reglas de asociacion es el analisis de la cesta de la
compra [market-basket analysis]. Basicamente consiste en encontrar asociaciones
entre los productos que habitualmente compran los clientes, para utilizarlas en el
desarrollo de las estrategias mercadotécnicas. En la figura 2.8 se muestra un ejemplo
sencillo de obtencion de reglas de asociacion aplicado a este campo.
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Blsqueda de ffem-sets.
Soporte minimo: 2 ejemplos
Datos de Entrada

limpiad l}gjdér Qaseosa
Client C Zuma
fente L M diétergente detergente
1 Zumo, limpiador (0 {m (3
2 leche, zumo, limpiadar m
3 Zumo, detergente
4 UM, detergente, gasansa lirpia limpiadar lirpia gaseosa gaseosa ZUma
a Zumo de te Zumo detergente detergente
5 limpiador, gaseosa M (2 m (2 )] )]
5} detergente, gaseosa
7 Zurmo, detergente, nasensa
limpiadar fase0sa \/@545( ZUmmo detergente
[25)] 4 (1 )] 4
Obtencién de Reglas
Confianza minima: 75%.
ftemn-sets de 1 item item-sets de 2 itemns item-sets de 3 items
=slimpiadar (317 limpiadar = zumo (2033 gaseosay Zumo = detergente (252)
=gasensa (47 Zumo = limpiador (2i5) gaseosa y detergente = zumo (273)
=zumao (A7) Qasensa = Zumo (214} Zumo vy detergente = gaseosa (2/3)
=detergente (47} ZUMO = QA5E0sA (266)
gaseosa —» detergente (3/4)
detergente = gaseosa (3i4)
Zumo = detergente (3r5)
detergente => zumo (3/4)

Figura 3.8: Ejemplo de obtencién de reglas de asociacion A Priori.

En esta imagen se muestra como se forman los item-sets a partir de los item-
sets del nivel inferior, y como posteriormente se obtienen las reglas de asociacion a
partir de los item-sets seleccionados. Las reglas en negrita son las que se obtendrian,
dado que cumplen con la confianza minima requerida. El proceso de obtencién de las
reglas de asociacion que se comenté anteriormente se basa en el algoritmo que se
muestran en la figura 2.9 (A priori, Agrawal et al. 94).

1. Genera todos los items-sets con un elemento. Usa éstos para
generar los de dos elementos y asi sucesivamente. Se toman todos
los posibles pares que cumplen con las medidas minimas del
soporte. Esto permite ir eliminando posibles combinaciones ya
que no todas se tienen que considerar.

2. Genera las reglas revisando que cumplan con el criterio minimo
de confianza.
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Figura 3.9: Algoritmo de obtencion de reglas de asociacién A Priori.

Una observacion interesante es que si una conjuncion de consecuentes de una
regla cumple con los niveles minimos de soporte y confianza, sus subconjuntos
(consecuentes) también los cumplen. Por el contrario, si algun item no los cumple, no
tiene caso considerar sus superconjuntos. Esto da una forma de ir construyendo
reglas, con un solo consecuente, y a partir de ellas construir de dos consecuentes y
asi sucesivamente.

3.4. La prediccion

Es el proceso que intenta determinar los valores de una o varias variables, a
partir de un conjunto de datos. La prediccidon de valores continuos puede planificarse
por las técnicas estadisticas de regresiéon [JAM85, DEV95, AGR96]. Por ejemplo, para
predecir el sueldo de un graduado de la universidad con 10 afios de experiencia de
trabajo, o las ventas potenciales de un nuevo producto dado su precio. Se pueden
resolver muchos problemas por medio de la regresion lineal, y puede conseguirse
todavia mas aplicando las transformaciones a las variables para que un problema no
lineal pueda convertirse a uno lineal. A continuacién se presenta una introduccion
intuitiva de las ideas de regresion lineal, multiple, y no lineal, asi como la
generalizacion a los modelos lineales.

Mas adelante, dentro de la clasificacion, se estudiaran varias técnicas de data
mining que pueden servir para prediccion numérica. De entre todas ellas las mas
importantes se presentaran en la clasificacion bayesiana, la basada en ejemplares y
las redes de neuronas. A continuacion se mostraran un conjunto de técnicas que
especificamente sirven para la prediccién.

3.4.1. Regresion no lineal.

En muchas ocasiones los datos no muestran una dependencia lineal [FRI91].
Esto es lo que sucede si, por ejemplo, la variable respuesta depende de las variables
independientes segun una funcion polindémica, dando lugar a una regresion polinémica
que puede planearse agregando las condiciones polindmicas al modelo lineal basico.
De esta forma y aplicando ciertas transformaciones a las variables, se puede convertir
el modelo no lineal en uno lineal que puede resolverse entonces por el método de
minimos cuadrados. Por ejemplo considérese una relacion polinbmica cubica dada
por:

y=a+bx+byxX*+bsx°. Ec. 2.25

Para convertir esta ecuacion a la forma lineal, se definen las nuevas variables:

X;= X X=X X 3=x° Ec. 2.26

Con lo que la ecuacion anterior puede convertirse entonces a la forma lineal
aplicando los cambios de variables, vy resultando la ecuacion 2.27, que es resoluble
por el método de minimos cuadrados
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y=a+b1x1+b2x2 + b3 X3 Ec. 2.27

. No obstante, algunos modelos son especialmente no lineales como, por
ejemplo, la suma de términos exponenciales y no pueden convertirse a un modelo
lineal. Para estos casos, puede ser posible obtener las estimaciones del minimo
cuadrado a través de calculos extensos en formulas mas complejas.

Los modelos lineales generalizados representan el fundamento teérico en que
la regresion lineal puede aplicarse para modelar las categorias de las variables
dependientes. En los modelos lineales generalizados, la variacién de la variable y es
una funcién del valor medio de y, distinto a la regresién lineal dénde la variacion de y
es constante. Los tipos comunes de modelos lineales generalizados incluyen regresion
logistica y regresion del Poisson. La regresion logistica modela la probabilidad de
algun evento que ocurre como una funcién lineal de un conjunto de variables
independientes. Frecuentemente los datos exhiben una distribuciéon de Poisson y se
modelan normalmente usando la regresion del Poisson.

Los modelos lineales logaritmicos [PEA88] aproximan las distribuciones de
probabilidad multidimensionales discretas, y pueden usarse para estimar el valor de
probabilidad asociado con los datos de las células cubicas. Por ejemplo, suponiendo
que se tienen los datos para los atributos ciudad, articulo, afo, y ventas. En el método
logaritmico lineal, todos los atributos deben ser categorias; por lo que los atributos
estimados continuos (como las ventas) deben ser previamente discretizados.

3.4.2. Arboles de Prediccion

Los arboles de prediccion numérica son similares a los arboles de decision, que
se estudiaran mas adelante, excepto en que la clase a predecir es continua. En este
caso, cada nodo hoja almacena un valor de clase consistente en la media de las
instancias que se clasifican con esa hoja, en cuyo caso estamos hablando de un arbol/
de regresion, o bien un modelo lineal que predice el valor de la clase, en cuyo caso se
habla de arbol de modelos. En el caso del algoritmo M5 [WFO00], se trata de obtener un
arbol de modelos, si bien se puede utilizar para obtener un arbol de regresion, por ser
éste un caso especifico de arbol de modelos.

Mientras que en el caso de los arboles de decision se emplea la entropia de
clases para definir el atributo con el que dividir, en el caso de la prediccion numérica
se emplea la varianza del error en cada hoja. Una vez construido el arbol que clasifica
las instancias se realiza la poda del mismo, tras lo cual, se obtiene para cada nodo
hoja una constante en el caso de los arboles de regresién o un plano de regresion en
el caso de arboles de modelos. En éste ultimo caso, los atributos que formaran parte
de la regresion seran aquellos que participaban en el subarbol que ha sido podado.
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Al construir un arbol de modelos y definir, para cada hoja, un modelo lineal con
los atributos del subarbol podado suele ser beneficioso, sobre todo cuando se tiene un
pequefio conjunto de entrenamiento, realizar un proceso de suavizado [smoothing] que
compense las discontinuidades que ocurren entre modelos lineales adyacentes. Este
proceso consiste en: cuando se predice el valor de una instancia de test con el modelo
lineal del nodo hoja correspondiente, este valor obtenido se filtra hacia atras hasta el
nodo hoja, suavizando dicho valor al combinarlo con el modelo lineal de cada nodo
interior por el que pasa. Un modelo que se suele utilizar es el que se muestra en la
ecuacion 2.28.

,_ np+kq
n+k

Ec. 2.28

En esta ecuacién, p es la prediccién que llega al nodo (desde abajo), p’ es la
prediccion filtrada hacia el nivel superior, g el valor obtenido por el modelo lineal de
este nodo, n es el numero de ejemplos que alcanzan el nodo inferior y k el factor de
suavizado.

Para construir el arbol se emplea como heuristica el minimizar la variacion
interna de los valores de la clase dentro de cada subconjunto. Se trata de seleccionar
aquel atributo que maximice la reduccién de la desviacién estandar de error (SDR,
[standard deviation reduction]) con la férmula que se muestra en la ecuacién 2.29.

E]
SDR = SD(E)—ZESD(EZ. ) Ec. 2.29

En esta ecuacion E es el conjunto de ejemplos en el nodo a dividir, E; es cada
uno de los conjuntos de ejemplos que resultan en la division en el nodo segun el
atributo considerado, |E| es el numero de ejemplos del conjunto E y SD(E) la
desviacion tipica de los valores de la clase en E. El proceso de divisién puede finalizar
porque la desviaciéon tipica es una pequefa fraccién (por ejemplo, el 5%) de la
desviacion tipica del conjunto original de instancias o porque hay pocas instancias (por
ejemplo, 2).

En la figura 2.12 se muestra un ejemplo de generacién del arbol de prediccion
con el algoritmo M5. Para ello se muestra en primer lugar los ejemplos de
entrenamiento, en los que se trata de predecir los puntos que un jugador de
baloncesto anotaria en un partido.
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Ejemplos de Entrenamiento Arbol de Prediccidn Numérica

Altura Minut os Edad Clase
Jugados (Puntos) SDIE)=4 9686
201 6 a5 17 SDR(Edad,)=2.1926
188 34 a0 21
191 38 20 10
S0(E)=3.76RA SDiE)="1.7854

138 40 20 5 SDRIAIrE )=2.0166 SDR(Edaiy=1.5354
201 38 17 15 =199 =285
183 10 38 20
185 14 27 17 | 7.8 H 14 | | 17 H 2u.5|
203 21 23 13

. |Ea'aa’ﬂ| 4 d

SOREdacd, )= SD(E)—ZTSD(Eda%)ﬂ.QSSS— g3.?’f5f5f5+§f.?‘5541 =2 1926

h

Figura 3.10: Ejemplo de generacién del arbol de prediccion con M5.

En cada nodo del arbol se muestra la desviacion tipica de los ejemplos de
entrenamiento que inciden en el nodo (SD(E)) y la desviacion estandar del error para
el atributo y el punto de corte que lo maximiza, por lo que es el seleccionado. Para
obtener el atributo y el punto de corte se debe calcular la desviacién estandar del error
para cada posible punto de corte. En este caso, la finalizacion de la construccién del
arbol ocurre porque no se puede seguir subdividiendo, ya que en cada hoja hay dos
ejemplos (nimero minimo permitido). Por ultimo, tras generar el arbol, en cada hoja se
afiade la media de los valores de la clase de los ejemplos que se clasifican a través de
dicha hoja. Una vez se ha construido el arbol se va definiendo, para cada nodo interior
(no para las hojas para emplear el proceso de suavizado) un modelo lineal,
concretamente una regresion lineal multiple, tal y como se mostré anteriormente.
Unicamente se emplean para realizar esta regresion aquellos atributos que se utilizan
en el subarbol del nodo en cuestién.

A continuacién se pasa al proceso de poda, en el que se estima, para cada
nodo, el error esperado en el conjunto de test. Para ello, lo primero que se hace es
calcular la desviacién de las predicciones del nodo con los valores reales de la clase
para los ejemplos de entrenamiento que se clasifican por el mismo nodo. Sin embargo,
dado que el arbol se ha construido con estos ejemplos, el error puede infravalorarse,
con lo que se compensa con el factor (»+v)/(n—v), donde n es el numero de ejemplos

de entrenamiento que se clasifican por el nodo actual y v es el nUmero de parametros
del modelo lineal. De esta forma, la estimacion del error en un conjunto / de ejemplos
se realizaria con la ecuacion 2.30.

Z|yi_j>i

n+vaAE:n+vxieI Ec. 2.30
n-v n-v n

e(l)=

En la ecuacion 2.30, MAE es el error medio absoluto [mean absolute error] del
modelo, donde y; es el valor de la clase para el ejemplo iy y, la prediccion del modelo
para el mismo ejemplo. Para podar el arbol, se comienza por las hojas del mismo y se

va comparando el error estimado para el nodo con el error estimado para los hijos del
mismo, para lo cual se emplea la ecuaciéon 2.31.
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e(i)|i] +e(d)|d|

n

e(subarbol) = Ec. 2.31

En la ecuacidon 2.31, e(i) y e(d) son los errores estimados para los nodos hijo
izquierdo y derecho, |x| el numero de ejemplos que se clasifica por el nodo x y n el
numero de ejemplos que se clasifica por el nodo padre. Comparando el error estimado
para el nodo con el error estimado para el subarbol, se decide podar si no es menor el
error para el subarbol.

El proceso explicado hasta el momento sirve para el caso de que los atributos
sean numeéricos pero, si los atributos son nominales sera preciso modificar el proceso:
en primer lugar, se calcula el promedio de la clase en los ejemplos de entrenamiento
para cada posible valor del atributo nominal, y se ordenan dichos valores de acuerdo a
este promedio. Entonces, un atributo nominal con k posibles valores se transforma en
k-1 atributos binarios. El i-ésimo atributo binario tendra, para un ejemplo dado, un O si
el valor del atributo nominal es uno de los primeros i valores del orden establecido y un
1 en caso contrario. Con este proceso se logra tratar los atributos nominales como
numéricos. También es necesario determinar cémo se actuara frente a los atributos
para los que faltan valores. En este caso, se modifica ligeramente la ecuacion 2.29
para llegar hasta la ecuacion 2.32.

c |El|
SDR =——| SD(E)— Y —SD(E, Ec. 2.32
E] (E) Ei B (E;) c

En esta ecuacion c es el numero de ejemplos con el atributo conocido. Una vez
explicadas las caracteristicas de los arboles de prediccibn numérica, se pasa a
mostrar el algoritmo M5, cuyo pseudocddigo se recoge en la figura 2.13.

M5 (ejemplos) {
SD = sd(ejemplos)
Para cada atributo nominal con k-valores
convertir en k-1 atributos binarios
raiz = nuevo nodo
raiz.ejemplos = ejemplos
Dividir (raiz)
Podar (raiz)
Dibujar (raiz)

}

Dividir (nodo) {

Si tamafio (nodo.ejemplos)<4 O sd(nodo.ejemplos)<=0.05*SD Entonces
nodo.tipo = HOJA

Si no
nodo.tipo = INTERIOR
Para cada atributo

Para cada posible punto de divisidén del atributo
calcular el SDR del atributo

nodo.atributo = atributo con mayor SDR
Dividir (nodo.izquierda)
Dividir (nodo.derecha)

Técnicas de Analisis de Datos Pagina 114 de 266
© José M. Molina / Jesus Garcia




Capitulo 3 Técnicas de Mineria de Datos basadas en
Aprendizaje Automatico

Podar (nodo) {
Si nodo = INTERIOR
Podar (nodo.hijoizquierdo)
Podar (nodo.hijoderecho)
nodo.modelo = RegresionLinear (nodo)
Si ErrorSubarbol (nodo) > Error (nodo) Entonces
nodo.tipo = HOJA
}

ErrorSubarbol (nodo) {
1 = nodo.izquierda
r = nodo.derecha
Si nodo = INTERIOR Entonces

ErrorSubarbol = (tamafio(l.ejemplos)*ErrorSubarbol (1) +
tamafio (r.ejemplos) *ErrorSubarbol (r) ) tamafio (nodo.ejemplos)
Si no
ErrorSubarbol = error (nodo)

Figura 3.11: Pseudocddigo del algoritmo M5.

La funcion RegresionLinear generara la regresion correspondiente al nodo en
el que nos encontramos. La funcion error evaluara el error del nodo mediante la
ecuacion 2.31.

3.4.3. Estimador de Nucleos

Los estimadores de densidad de nucleo [kernel density] son estimadores no
paramétricos. De entre los que destaca el conocido histograma, por ser uno de los
mas antiguos y mas utilizado, que tiene ciertas deficiencias relacionadas con la
continuidad que llevaron a desarrollar otras técnicas. El estimador de ndcleos fue
propuesto por Rosenblatt en 1956 y Parzen en 1962 [DFL96]. La idea en la que se
basan los estimadores de densidad de nucleo es la siguiente. Si X es una variable
aleatoria con funcién de distribucion F y densidad f, entonces en cada punto de
continuidad x de f se confirma la ecuacion 2.33.

o) =lim,_, ﬁ(F(x +h)—F(x—h)) Ec. 2.33

Dada una muestra X;,...,X, proveniente de la distribucién F, para cada h fijo,
F(x+h)-F(x-h) se puede estimar por la proporcion de observaciones que estan dentro
del intervalo (x-h, x+h). Por lo tanto, tomando h pequeno, un estimador natural de la
densidad es el que se muestra en la ecuacion 2.34, donde #A es el numero de
elementos del conjunto A.

- 1
foa)=—#{X,: X, €(x-hx+h)} Ec. 2.34
’ 2hn
Otra manera de expresar este estimador es considerando la funcion de peso w
definida como se muestra en la ecuacion 2.35, de manera que el estimador de la
densidad f en el punto x se puede expresar como se expresa en la ecuacion 2.36.
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[ 1475 i =i
wix) = 0 ence Ec. 2.35
A 131 (x-X.

X)=—)>) —Ww ! Ec. 2.36
fn,h() }’ll:zlh [ h j C

Pero este estimador no es una funcién continua, ya que tiene saltos en los
puntos Xith y su derivada es 0 en todos los otros puntos. Por ello se ha sugerido
reemplazar a la funcién w por funciones mas suaves K, llamadas nucleos, lo que da
origen a los estimadores de nucleos. El estimador de nucleos de una funcién de
densidad f calculado a partir de una muestra aleatoria Xj,...,X,, de dicha densidad se
define segun la ecuacién 2.37.

A 13 x-X.
=— 3K d Ec. 2.37
fn,h(x) }’lhl:zl [ h ] C

En la ecuacion 2.37, la funcién K se elige generalmente entre las funciones de
densidad conocidas, por ejemplo gaussiana, que se muestra en la ecuacién 2.38,
donde o es la desviacion tipica de la distribucién y u la media.

] (x=n)’

e 2 Ec. 2.38

fe=

2ro

El otro parametro de la ecuacién 2.37 es h, llamado ventana, parametro de
suavizado o ancho de banda, el cual determina las propiedades estadisticas del
estimador: el sesgo crece y la varianza decrece con h [HALI94]. Es decir que si h es
grande, los estimadores estan sobresuavizados y son sesgados, y si h es pequefio, los
estimadores resultantes estan subsuavizados, o que equivale a decir que su varianza
es grande.

h = 0,1 (pequeia) Subsuavizado  h = 0,5 (grande) Sobresuavizado h = 0,25 {optima)
== == ==
et = et
i) B = B =
g 23 g3
v [ [
S 3 == S =
L T [
=] "'I:_ =2 ] = -
g £< 1
.'2 ol .'E (2] -'2 L]
g2< g 2
T s RN ey = Trmtr r iy -
= . = =1 e ]
1 2 3 4 5 1 2 3 4 5 1 2 3 4 5
Valor del ejemplo Valor del ejemploe Valor del ejemplo

Figura 3.12: Importancia del pardmetro “tamafo de ventana” en el estimador de nucleos.

A pesar de que la eleccién del nucleo K determina la forma de la densidad
estimada, la literatura sugiere que esta eleccidon no es critica, al menos entre las
alternativas usuales [DEA97]. Mas importante es la eleccion del tamano de ventana.
En la figura 2.14 se muestra como un valor pequefio para este factor hace que la
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funcién de distribucion generada esté subsuavizada. Mientras, al emplear un h
demasiado grande provoca el sobresuavizado de la funcién de distribucion. Por ultimo,
empleando el h 6ptimo se obtiene la funcién de distribucion adecuada.

Para determinar un ancho de banda con el cual comenzar, una alternativa es
calcular el ancho de banda 6ptimo si se supone que la densidad tiene una forma
especifica. La ventana 6ptima en el sentido de minimizar el error medio cuadratico
integrado, definido como la esperanza de la integral del error cuadratico sobre toda la
densidad, fue calculada por Bowman [BOWS85], y Silverman [SIL86] y depende de la
verdadera densidad fy del nucleo K. Al suponer que ambos, la densidad y el nucleo
son normales, la ventana optima resulta ser la que se muestra en la ecuacion 2.39.

h*=1.060n"" Ec. 2.39

En la ecuacién 2.39 o es la desviacion tipica de la densidad. La utilizacion de
esta h sera adecuada si la poblacion se asemeja en su distribucion a la de la normal;
sin embargo si trabajamos con poblaciones multimodales se producira una
sobresuavizacion de la estimacion. Por ello el mismo autor sugiere utilizar medidas
robustas de dispersion en lugar de o, con lo cual el ancho de banda 6ptimo se obtiene
como se muestra en la ecuacion 2.40.

h* = 1.06 min(c,0.75 IQR) n”"” Ec. 2.40

En la ecuacion 2.40 IQR es el rango intercuartilico, esto es, la diferencia entre
los percentiles 75y 25 [DEA97].

Una vez definidos todos los parametros a tener en cuenta para emplear un
estimador de nucleos, hay que definir como se obtiene, a partir del mismo, el valor de
la variable a predecir, y, en funcion del valor de la variable dependiente, x. Esto se
realiza mediante el estimador de Nadaraya-Watson, que se muestra en la ecuacion
2.41.

mx)=E(Y| X =x)="L Ec. 2.41

En la ecuacion 2.41 x es el valor del atributo dependiente a partir del cual se
debe obtener el valor de la variable independiente y; Y; es el valor del atributo
independiente para el ejemplo de entrenamiento /.

Una vez completada la explicacion de como aplicar los estimadores de nucleos
para predecir el valor de una clase numérica, se muestra, en la figura 2.15, un ejemplo
de su utilizacién basado en los ejemplos de la tabla 2.1 (apartado 2.5), tomando la
variable temperatura como predictora y la variable humedad como dependiente 0 a
predecir.
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Datos de Origen /
Temperaturs | Humedad 1. Seleccidn de los parametros del estimador de nlcleos

85 85 . .
. s Funcion Mucleo (Gaussiana normalizada)
- o Parametro de suavizado:, p=1 08 IR, Q7S IORIN = 41083
70 os O=6372 073 IQR=07505=7,125
[==] a0 . .
— — 2. Estimacion de humedad para femperafura = 77

LA " rr-x,]
o o : _;K[ B ]“_;K[ex.mgs yf_
7z 95 |:> i) = 225 e

5) Eolams)
2 L Z [ h ZH Z7o83
75 &0 77-83 77- 80 77-61 77-71
75 70 ) K[ 41093}95+K[ 4.1093]90+"'+K[4.1093}75+K[ 41093]9{:
= s 7760 7780y, (7781 7771
- — K[¢.1093]+K[4_1093]+ +K[4.1093]+K[41093]
= ” _ 0.06% 85+0.3056% 90+ +(.2484* 75+0.1373%91 _
006 +0 056+ +0 2454+ 01373
150 5544
. - - 8297
Objetivo 2.{76]
Tempearsturs Hured=d . ..

- - Estimacion de humedad (femperatura = 77) = 82.97

Figura 3.13: Ejemplo de prediccion con un estimador de nucleos.

En primer lugar se definen los parametros que se van a emplear para el
estimador de nucleos: la funcién nucleo y el parametro de suavizado. Posteriormente
se puede realizar la prediccidon, que en este caso consiste en predecir el valor del
atributo humedad sabiendo que la temperatura es igual a 77. Después de completar el
proceso se determina que el valor de la humedad es igual a 82.97.

Aplicacioén a problemas multivariantes

Hasta el momento se han explicado las bases sobre las que se sustentan los
estimadores de nucleos, pero en los problemas reales no es una unica variable la que
debe tratarse, sino que han de tenerse en cuenta un numero indeterminado de
variables. Por ello, es necesario ampliar el modelo explicado para permitir la
introduccion de d variables. Asi, supongamos n ejemplos X, siendo X; un vector d-
dimensional. El estimador de nucleos de la funcién de densidad f calculado a partir de
la muestra aleatoria Xj,...,X, de dicha densidad se define como se muestra en la
ecuacion 2.42.

ﬁz,H(X)=nLHgK(HI(X-X,»)) Ec. 2.42

Tal y como puede verse, la ecuacién 2.42 es una mera ampliacion de la
ecuaciéon 2.37: en este caso H no es ya un unico valor numérico, sino una matriz
simétrica y definida positiva de orden dxd, denominada matriz de anchos de
ventana. Por su parte K es generalmente una funcién de densidad multivariante. Por
ejemplo, la funciéon gaussiana normalizada en este caso pasaria a ser la que se
muestra en la ecuacién 2.43.
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x'x

] el
J)=—77e ? Ec. 2.43
(2n)2
De nuevo, es mas importante definir una correcta matriz H que la funcion
nucleo elegida. También el estimador de Nadaraya-Watson, que se muestra en la
ecuacion 2.44, es una ampliacion del visto en la ecuacion 2.41.

n

S K(H(x- X)),
mx)=EY| X = x)=1 Ec. 2.44

S K{H(x-x,)

Tal y como se ve en la ecuacion 2.44, el cambio radica en que se tiene una
matriz de anchos de ventana en lugar de un unico valor de ancho de ventana.

Aplicacién a problemas de clasificacion

Si bien los estimadores de nucleo son disefiados para la prediccion numérica,
también pueden utilizarse para la clasificacion. En este caso, se dispone de un
conjunto de ¢ clases a las que puede pertenecer un ejemplo determinado. Y estos
ejemplos se componen de d variables o atributos. Se puede estimar la densidad de la
clase j mediante la ecuacion 2.45, en la que n; es el numero de ejemplos de
entrenamiento que pertenecen a la clase j, Y/ sera 1 en caso de que el ejemplo i
pertenezca a la clase j y 0 en otro caso, K vuelve a ser la funcién ndcleo y h el ancho
de ventana. En este caso se ha realizado la simplificacién del modelo multivariante,
empleando en lugar de una matriz de anchos de ventana un unico valor escalar
porque es el modelo que se utiliza en la implementacion que realiza WEKA de los
estimadores de nucleo.

- 1 & x-X,
fj(x):Z}’,."h'dK( j Ec. 2.45
n; i h

La probabilidad a priori de que un ejemplo pertenezca a la clase j es igual a
P, :nj/n. Se puede estimar la probabilidad a posteriori, definida mediante gj(x), de
que el ejemplo pertenezca a j, tal y como se muestra en la ecuacion 2.46.

Y j1,-d x—Xi
_P/JA(«,-(X)z P.f,(x _ZY,-h K( ; j

q,0 = LY = -
f(x) szfk(x) Zh—dK(x . r)

=4, Ec. 2.46

De esta forma, el estimador en este caso es idéntico al estimador de
Nadayara-Watson representado en las ecuaciones 2.41y 2.44.

Por ultimo, se muestra un ejemplo de la aplicacién de un estimador de
nucleos a un problema de clasificacion: se trata del problema planteado en la tabla 2.1
(apartado 2.5), y mas concretamente se trata de predecir el valor de la clase jugar a
partir unicamente del atributo numérico temperatura. Este ejemplo se muestra en la
figura 2.16.
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Figura 3.14: Ejemplo de clasificacion mediante un estimador de nucleos.

Al igual que para el problema de prediccién, en primer lugar se definen los
parametros del estimador de nucleos para, posteriormente, estimar la clase a la que
pertenece el ejemplo de test. En este caso se trata de predecir si se puede jugar o no

al tenis teniendo en cuenta que la temperatura es igual a 77. Y la

conclusion a la que

se llega utilizando el estimador de nucleos es que si se puede jugar.

3.5. La clasificacion

La clasificacién es el proceso de dividir un conjunto de datos en grupos
mutuamente excluyentes [WK91, LAN96, MIT97], de tal forma que cada miembro de
un grupo esté lo mas cerca posible de otros y grupos diferentes estén lo mas lejos

posible de otros, donde la distancia se mide con
especificadas, que se quieren predecir.

Tabla2.1. Ejemplo de problema de clasificacion.

respecto a

las variables

Ejemplo | Vista Temperatura Humedad Viento Jugar
1 Soleado Alta (85) Alta (85) No No
2 Soleado  Alta (80) Alta (90) Si No
3 Nublado Alta (83) Alta (86) No Si
4 Lluvioso Media (70) Alta (96) No Si
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5 Lluvioso Baja (68) Normal (80) No Si
6 Lluvioso Baja (65) Normal (70) Si No
7 Nublado Baja (64) Normal (65) Si Si
8 Soleado Media (72) Alta (95) No No
9 Soleado Baja (69) Normal (70) No Si
10 Lluvioso Media (75) Normal (80) No Si
11 Soleado Media (75) Normal (70) Si Si
12 Nublado Media (72)  Alta (90) Si Si
13 Nublado Alta (81) Normal (75) No Si
14 Lluvioso Media (71)  Alta (91) Si No

El ejemplo empleado tiene dos atributos, temperatura y humedad, que pueden
emplearse como simbodlicos 0 numéricos. Entre paréntesis se presentan sus valores
numericos.

En los siguientes apartados se presentan y explican las principales técnicas de
clasificaciéon. Ademas, se mostraran ejemplos que permiten observar el
funcionamiento del algoritmo, para lo que se utilizara la tabla 2.1, que presenta un
sencillo problema de clasificacion consistente en, a partir de los atributos que modelan
el tiempo (vista, temperatura, humedad y viento), determinar si se puede o no jugar al
tenis.

3.5.1. Tabla de Decisidn

La tabla de decision constituye la forma mas simple y rudimentaria de
representar la salida de un algoritmo de aprendizaje, que es justamente representarlo
como la entrada.

Estos algoritmos consisten en seleccionar subconjuntos de atributos y calcular
Su precision [accuracy] para predecir o clasificar los ejemplos. Una vez seleccionado el
mejor de los subconjuntos, la tabla de decision estara formada por los atributos
seleccionados (mas la clase), en la que se insertaran todos los ejemplos de
entrenamiento Unicamente con el subconjunto de atributos elegido. Si hay dos
ejemplos con exactamente los mismos pares atributo-valor para todos los atributos del
subconjunto, la clase que se elija sera la media de los ejemplos (en el caso de una
clase numérica) o la que mayor probabilidad de aparicién tenga (en el caso de una
clase simbdlica).
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La precision de un subconjunto S de atributos para todos los ejemplos de
entrenamientos se calculara mediante la ecuacion 2.47 para el caso de que la clase
sea simbdlica o mediante la ecuacion 2.48 en el caso de que la clase sea numérica:

ejemplos bien clasificados

precision(S) =

precision(S) = —RMSE =

ejemplos totales

Ec. 2.47

Ec. 2.48

Donde, en la ecuacion 2.48, RMSE es la raiz cuadrada del error cuadratico
medio [root mean squared error], n es el numero de ejemplos totales, y; el valor de la
clase para el ejemplo iy y, el valor predicho por el modelo para el ejemplo i.

Como ejemplo de tabla de decision, simplemente se puede utilizar la propia
tabla 2.1, dado que si se comenzase a combinar atributos y a probar la precision de
dicha combinacion, se obtendria como resultado que los cuatro atributos deben
emplearse, con lo que la tabla de salida seria la misma. Esto no tiene por qué ser asi,
ya que en otros problemas no seran necesarios todos los atributos para generar la
tabla de decision, como ocurre en el ejemplo de la tabla 2.2 donde se dispone de un
conjunto de entrenamiento en el que aparecen los atributos sexo, y tipo (tipo de
profesor) y la clase a determinar es si el tipo de contrato es o no fijo.

Tabla2.2. Determinacion del tipo de contrato.

Atributos Clase

Ejemplo N° | Sexo Tipo Fijo

1 Hombre Asociado No

2 Mujer Catedratico | Si

8 Hombre | Titular Si

4 Mujer Asociado No

5 Hombre | Catedratico | Si

6 Mujer Asociado No

7 Hombre Ayudante No

8 Mujer Titular Si
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9 Hombre Asociado No
10 Mujer Ayudante No
11 Hombre Asociado No

Si se toma como primer subconjunto el formado por el atributo sexo, y se
eliminan las repeticiones resulta la tabla 2.3

Tabla2.3. Subconjunto 1.

Ejemplo N° | Sexo Fijo
1 Hombre No
2 Mujer Si

3 Hombre | Si

4 Mujer No

Con lo que se pone de manifiesto que la probabilidad de clasificar bien es del
50%. Si por el contrario se elimina el atributo Sexo, quedara la tabla 2.4.

Tabla2.4. Subconjunto 2.

Ejemplo N° | Tipo Fijo
1 Asociado No
2 Catedratico | Si

3 Titular Si

7 Ayudante No

Que tiene una precision de aciertos del 100%, por lo que se deduce que ésta
ultima tabla es la que se debe tomar como tabla de decision. El resultado es logico ya
que el atributo sexo es irrelevante a la hora de determinar si el contrato es o no fijo.

3.5.2. Arboles de Decision

El aprendizaje de arboles de decision esta englobado como una metodologia
del aprendizaje supervisado. La representacién que se utiliza para las descripciones
del concepto adquirido es el arbol de decisidn, que consiste en una representacion del
conocimiento relativamente simple y que es una de las causas por la que los
procedimientos utilizados en su aprendizaje son mas sencillos que los de sistemas que
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utilizan lenguajes de representacion mas potentes, como redes semanticas,
representaciones en logica de primer orden etc. No obstante, la potencia expresiva de
los arboles de decision es también menor que la de esos otros sistemas. El
aprendizaje de arboles de decisiéon suele ser mas robusto frente al ruido y
conceptualmente sencillo, aunque los sistemas que han resultado del
perfeccionamiento y de la evolucion de los mas antiguos se complican con los
procesos que incorporan para ganar fiabilidad. La mayoria de los sistemas de
aprendizaje de arboles suelen ser no incrementales, pero existe alguna excepcion
[UTG88].

El primer sistema que construia arboles de decision fue CLS de Hunt,
desarrollado en 1959 y depurado a lo largo de los afios sesenta. CLS es un sistema
desarrollado por psicélogos como un modelo del proceso cognitivo de formacién de
conceptos sencillos. Su contribucion fundamental fue la propia metodologia pero no
resultaba computacionalmente eficiente debido al método que empleaba en la
extensién de los nodos. Se guiaba por una estrategia similar al minimax con una
funcion que integraba diferentes costes.

En 1979 Quinlan desarrolla el sistema ID3 [QUIN79], que él denominaria
simplemente herramienta porque la consideraba experimental. Conceptualmente es
fiel a la metodologia de CLS pero le aventaja en el método de expansion de los nodos,
basado en una funcion que utiliza la medida de la informacién de Shannon. La version
definitiva, presentada por su autor Quinlan como un sistema de aprendizaje, es el
sistema C4.5 que expone con cierto detalle en la obra C4.5: Programs for Machine
Learning [QUIN93]. La evolucion -comercial- de ese sistema es otro denominado C5
del mismo autor, del que se puede obtener una versién de demostracién restringida en
cuanto a capacidades; por ejemplo, el nimero maximo de ejemplos de entrenamiento.

Representacion de un arbol de decisién

Un arbol de decision [MUR98] puede interpretarse esencialmente como una
serie de reglas compactadas para su representacion en forma de arbol. Dado un
conjunto de ejemplos, estructurados como vectores de pares ordenados atributo-valor,
de acuerdo con el formato general en el aprendizaje inductivo a partir de ejemplos, el
concepto que estos sistemas adquieren durante el proceso de aprendizaje consiste en
un arbol. Cada eje esta etiquetado con un par atributo-valor y las hojas con una clase,
de forma que la trayectoria que determinan desde la raiz los pares de un ejemplo de
entrenamiento alcanzan una hoja etiquetada -normalmente- con la clase del ejemplo.
La clasificacion de un ejemplo nuevo del que se desconoce su clase se hace con la
misma técnica, solamente que en ese caso al atributo clase, cuyo valor se desconoce,
se le asigha de acuerdo con la etiqueta de la hoja a la que se accede con ese ejemplo.

. Problemas apropiados para este tipo de aprendizaje
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Las caracteristicas de los problemas apropiados para resolver mediante este
aprendizaje dependen del sistema de aprendizaje especifico utilizado, pero hay una
serie de ellas generales y comunes a la mayoria y que se describen a continuacion:

Que la representacion de los ejemplos sea mediante vectores de pares
atributo-valor, especialmente cuando los valores son disjuntos y en un numero
pequeno. Los sistemas actuales estan preparados para tratar atributos con valores
continuos, valores desconocidos e incluso valores con una distribucién de
probabilidad.

- Que el atributo que hace el papel de la clase sea de tipo discreto y con un
numero pequefio de valores, sin embargo existen sistemas que adquieren como
concepto aprendido funciones con valores continuos.

- Que las descripciones del concepto adquirido deban ser expresadas en forma
normal disyuntiva.

- Que posiblemente existan errores de clasificacion en el conjunto de ejemplos
de entrenamiento, asi como valores desconocidos en algunos de los atributos en
algunos ejemplos Estos sistemas, por lo general, son robustos frente a los errores
del tipo mencionado.

A continuacién se presentan tres algoritmos de arboles de decision, los dos
primeros disefiados por Quinlan [QUIN86, QUIN93], los sistemas ID3 y C4.5; y el
tercero un arbol de decision muy sencillo, con un unico nivel de decisién.

e El sistemalID3

El sistema ID3 [QUIN86] es un algoritmo simple y, sin embargo, potente, cuya
mision es la elaboracién de un arbol de decision. El procedimiento para generar un
arbol de decision consiste, como se comentd anteriormente en seleccionar un atributo
como raiz del arbol y crear una rama con cada uno de los posibles valores de dicho
atributo. Con cada rama resultante (nuevo nodo del arbol), se realiza el mismo
proceso, esto es, se selecciona otro atributo y se genera una nueva rama para cada
posible valor del atributo. Este procedimiento continia hasta que los ejemplos se
clasifiquen a través de uno de los caminos del arbol. El nodo final de cada camino sera
un nodo hoja, al que se le asignara la clase correspondiente. Asi, el objetivo de los
arboles de decisidon es obtener reglas o relaciones que permitan clasificar a partir de
los atributos.

En cada nodo del arbol de decision se debe seleccionar un atributo para seguir
dividiendo, y el criterio que se toma para elegirlo es: se selecciona el atributo que
mejor separe (ordene) los ejemplos de acuerdo a las clases. Para ello se emplea la
entropia, que es una medida de como esta ordenado el universo. La teoria de la
informacién (basada en la entropia) calcula el numero de bits (informacién, preguntas
sobre atributos) que hace falta suministrar para conocer la clase a la que pertenece un
ejemplo. Cuanto menor sea el valor de la entropia, menor sera la incertidumbre y mas
util sera el atributo para la clasificacién. La definicién de entropia que da Shannon en
su Teoria de la Informacion (1948) es: Dado un conjunto de eventos A={A;, A,,..., A},
con probabilidades {p+, p,..., ps}, 1a informacion en el conocimiento de un suceso A;
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(bits) se define en la ecuacién 2.49, mientras que la informacion media de A (bits) se
muestra en la ecuacion 2.50.

1
I(4,)=log,| — |=—log,(p,) Ec. 2.49

i

I(4)=> " pI(4,)==Y plog,(;) Ec. 2.50
i=1 i=1

Si aplicamos la entropia a los problemas de clasificacion se puede medir lo que
se discrimina (se gana por usar) un atributo A; empleando para ello la ecuacién 2.51,
en la que se define la ganancia de informacion.

G4 )=1-1(4) Ec. 2.51

Siendo / la informacion antes de utilizar el atributo e /(A) la informacion
después de utilizarlo. Se definen ambas en las ecuaciones 2.52 y 2.53.

) n
I=-)» —<log, | <
; . gz( . J Ec. 2.52
nv(4;) i nc nijk nijk
I(4,) = z —1,;; 1= —Z— 0g,| — Ec. 2.53
j=1 1 k=1 T ”ij

En estas ecuaciones nc sera el numero de clases y n. el niumero de ejemplares
de la clase c, siendo n el numero total de ejemplos. Sera nv(A;) el nimero de valores
del atributo A;, n; el numero de ejemplos con el valor j en A; y nj el numero de
ejemplos con valor j en A; y que pertenecen a la clase k. Una vez explicada la
heuristica empleada para seleccionar el mejor atributo en un nodo del arbol de
decisién, se muestra el algoritmo 1D3:

1. Seleccionar el atributo A; que maximice la ganancia G(4;).

2. Crear un nodo para ese atributo con tantos sucesores como
valores tenga.

3. Introducir 1los ejemplos en los sucesores segun el valor due
tenga el atributo A;.

4. Por cada sucesor:

a. Si sélo hay ejemplos de una clase, Cy, entonces etiquetarlo
con Cg.

b. Si no, llamar a ID3 con una tabla formada por los ejemplos
de ese nodo, eliminando la columna del atributo A;.
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Figura 3.15: Pseudocodigo del algoritmo 1D3.

Por ultimo, en la figura 2.18 se representa el proceso de generacion del arbol
de decision para el problema planteado en la tabla 2.1.

h h 5 5 g 9
P gog [ e 2 jna [ 2] 2 jna [ 2 )= 0.0403
2, fog [n] 74 [?4] i [?4]

SFvista =1 —ljvistal= 02468

fvistal 3 ”Tr =f_4r +%x +f_4r =(.6935
3 a3y oz 2
! --= Z]-Z Z -
5.'09 [5] 5.'09 [5] Q.aF0s
il ”
! -_E.’? log p =i
il il
! - —E = log - = Q.3F09

Stemperatra)=i-jtemperatira)= 00292
Fhumedadi= I —iihumedad= 01519
Fvignto = - Kviento)=0.0451

Figura 3.16: Ejemplo de clasificacion con ID3.

En la figura 2.18 se muestra el arbol de decisibn que se generaria con el
algoritmo ID3. Ademas, para el primer nodo del arbol se muestra como se llega a
decidir que el mejor atributo para dicho nodo es vista. Se generan nodos para cada
valor del atributo y, en el caso de vista = Nublado se llega a un nodo hoja ya que todos
los ejemplos de entrenamiento que llegan a dicho nodo son de clase Si. Sin embargo,
para los otros dos casos se repite el proceso de eleccion con el resto de atributos y
con los ejemplos de entrenamiento que se clasifican a través de ese nodo.

e El sistema C4.5

El ID3 es capaz de tratar con atributos cuyos valores sean discretos o
continuos. En el primer caso, el arbol de decision generado tendra tantas ramas como
valores posibles tome el atributo. Si los valores del atributo son continuos, el ID3 no
clasifica correctamente los ejemplos dados. Por ello, Quinlan [QUIN93] propuso el
C4.5, como extension del ID3, que permite:

1. Empleo del concepto razén de ganancia (GR, [Gain Ratio])

2. Construir arboles de decision cuando algunos de los ejemplos presentan
valores desconocidos para algunos de los atributos.

3. Trabajar con atributos que presenten valores continuos.

4. La poda de los arboles de decision [QUIN87, QR89].
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5. Obtencion de Reglas de Clasificacion.

Razén de Ganancia

El test basado en el criterio de maximizar la ganancia tiene como sesgo la
eleccion de atributos con muchos valores. Esto es debido a que cuanto mas fina sea la
participacién producida por los valores del atributo, normalmente, la incertidumbre o
entropia en cada nuevo nodo sera menor, y por lo tanto también sera menor la media
de la entropia a ese nivel. C4.5 modifica el criterio de seleccion del atributo empleando
en lugar de la ganancia la razén de ganancia, cuya definicibn se muestra en la
ecuacion 2.54.

G4,) G(4;)
I(Division 4,)  "&’n, n; Ec. 2.54

- z flogz

j=1

GR(A, )=

Al término I(Division A;) se le denomina informacion de ruptura. En esta medida
cuando n; tiende a n, el denominador se hace 0. Esto es un problema aunque segun
Quinlan, la razén de ganancia elimina el sesgo.

Valores Desconocidos

El sistema C4.5 admite ejemplos con atributos desconocidos tanto en el
proceso de aprendizaje como en el de validacidon. Para calcular, durante el proceso de
aprendizaje, la razon de ganancia de un atributo con valores desconocidos, se
redefinen sus dos términos, la ganancia, ecuacion 2.55, y la informacion de ruptura,
ecuacion 2.56.

n.
GlAd)y—c(1-1(4,)) Ec. 2.55
mld) p n.. ) .
I(Division 4)=—- > —log,| —- —nilogz(nij Ec. 2.56
o on n n n

En estas ecuaciones, n;; es el numero de ejemplos con el atributo i conocido, y
nig €l numero de ejemplos con valor desconocido en el mismo atributo. Ademas, para
el calculo de las entropia /(A) se tendran en cuenta Unicamente los ejemplos en los
que el atributo A, tenga un valor definido.

No se toma el valor desconocido como significativo, sino que se supone una
distribucion probabilistica del atributo de acuerdo con los valores de los ejemplos en la
muestra de entrenamiento. Cuando se entrena, los casos con valores desconocidos se
distribuyen con pesos de acuerdo a la frecuencia de aparicién de cada posible valor
del atributo en el resto de ejemplos de entrenamiento. El peso wj; con que un ejemplo i
se distribuiria desde un nodo etiquetado con el atributo A hacia el hijo con valor j en
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dicho atributo se calcula mediante la ecuacion 2.57, en la que w; es el peso del
ejemplo i al llegar al nodo, esto es, antes de distribuirse, y p(A=j) la suma de pesos de
todos los ejemplos del nodo con valor j en el atributo A entre la suma total de pesos de
todos los ejemplos del nodo (w).

o,

W, = w,p(A=j)=w, T Ec. 2.57

En cuanto a la clasificacion de un ejemplo de test, si se alcanza un nodo con un
atributo que el ejemplo no tiene (desconocido), se distribuye el ejemplo (divide) en
tantos casos como valores tenga el atributo, y se da un peso a cada resultado con el
mismo criterio que en el caso del entrenamiento: la frecuencia de aparicion de cada
posible valor del atributo en los ejemplos de entrenamiento. El resultado de esta
técnica es una clasificacion con probabilidades, correspondientes a la distribucion de
ejemplos en cada nodo hoja.

Atributos Continuos

El tratamiento que realiza C4.5 de los atributos continuos esta basado en la ganancia
de informacion, al igual que ocurre con los atributos discretos. Si un atributo continuo
A, presenta los valores ordenados vy, v,..., V,, se comprueba cudl de los valores z; =(v;
+Vir1)/[2 ;1 <j<n, supone una ruptura del intervalo [v;, v,] en dos subintervalos [vy, z]
Y (z, v,] con mayor ganancia de informacion. El atributo continuo, ahora con dos
unicos valores posibles, entrard en competencia con el resto de los atributos
disponibles para expandir el nodo.

Ejemplos Ordenados | Valores g4 | 65 | 63 |69 | 7O | 71 T2 | F2 |75 | 76 20 [ 84 |83 | &85
Clasze Al e | Al a | A B B|a|Aa|la|B | A ]| A |B
2 ejemplos por Walores G4 |65 | G2 |@a |[7o0 |71 |72 | 72 |75 |75 |80 |81 | &3 |85
intervale | claze Ale | AalaAa | Al oB B|lAa| Al A | B |A]|A|B
con la misma clase ol ase N B s | & | & B B o | oa | & B s | oA B
Ejemplos adyacentes | Yalores g3 |66 | &2 |6a [0 |74 (72 | 72 |78 |75 |80 |81 |82 | &5
con el mismo valor Claze o m s | a | & m o a |l e | & o s | a B
Intervalos adyacentes | vares B4 (65 B2 |Ba |70 |71 |72 |72 |75 [ 75 [ 20 |21 |22 | es
con la misma clase

mayoritaria | Claze A B A A A B B A A A B A A B

== o = = Do — |- —ogl — |=0.0402 | Hbes)= = = st =i =053

2 o] o =m0 75 e P T 74
i

Hllyg s =T 0y 5 )= QOFQF ~=m=m=mmmmmmmmmmmmm e L

Gl.r-'ﬂ_-_',a.-]= ,I'—,I'{_,ﬂ.___ﬂ_)'l = Q0257
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Figura 3.17: Ejemplo de tratamiento de atributos continuos con C4.5.

Para mejorar la eficiencia del algoritmo no se consideran todos los posibles
puntos de corte, sino que se tienen en cuenta las siguientes reglas:

1. Cada subintervalo debe tener un numero minimo de ejemplos (por ejemplo, 2).

2. No se divide el intervalo si el siguiente ejemplo pertenece a la misma clase que
el actual.

3. No se divide el intervalo si el siguiente ejemplo tiene el mismo valor que el
actual.

4. Se unen subintervalos adyacentes si tienen la misma clase mayoritaria.

Como se ve en el ejemplo de la figura 2.19, aplicando las reglas anteriores sélo
es preciso probar dos puntos de corte (66,5 y 77,5), mientras que si no se empleara
ninguna de las mejoras que se comentaron anteriormente se deberian haber probado
un total de trece puntos. Como se ve en la figura 2.19, finalmente se tomaria como
punto de ruptura el 77,5, dado que obtiene una mejor ganancia. Una vez seleccionado
el punto de corte, este atributo numérico competiria con el resto de atributos. Si bien
aqui se ha empleado la ganancia, realmente se emplearia la razén de ganancia, pero
no afecta a la eleccion del punto de corte. Cabe mencionar que ese atributo no deja de
estar disponible en niveles inferiores como en el caso de los discretos, aunque con sus
valores restringidos al intervalo que domina el camino.

Poda del arbol de decision

El arbol de decisién ha sido construido a partir de un conjunto de ejemplos, por
tanto, reflejara correctamente todo el grupo de casos. Sin embargo, como esos
ejemplos pueden ser muy diferentes entre si, el arbol resultante puede llegar a ser
bastante complejo, con trayectorias largas y muy desiguales. Para facilitar la
comprension del arbol puede realizarse una poda del mismo. C4.5 efectia la poda
después de haber desarrollado el arbol completo (post-poda), a diferencia de otros
sistemas que realizan la construccion del arbol y la poda a la vez (pre-poda); es decir,
estiman la necesidad de seguir desarrollando un nodo aunque no posea el caracter de
hoja. En C4.5 el proceso de podado comienza en los nodos hoja y recursivamente
continta hasta llegar al nodo raiz. Se consideran dos operaciones de poda en C4.5:
reemplazo de sub-arbol por hoja (subtree replacement) y elevacion de sub-arbol
(subtree raising). En la figura 2.20 se muestra en lo que consiste cada tipo de poda.
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{a) Arbol Original () Subtree repiacement () Suhiree raising

Figura 3.18: Tipos de operaciones de poda en C4.5.

En esta figura tenemos el arbol original antes del podado (a), y las dos posibles
acciones de podado a realizar sobre el nodo interno C. En (b) se realiza subtree
replacement, en cuyo caso el nodo C es reemplazado por uno de sus subarboles. Por
ultimo, en (c) se realiza subtree raising: El nodo B es sustituido por el subarbol con raiz
C. En este ultimo caso hay que tener en cuenta que habra que reclasificar de nuevo
los ejemplos a partir del nodo C. Ademads, subtree raising es muy costoso
computacionalmente hablando, por lo que se suele restringir su uso al camino mas
largo a partir del nodo (hasta la hoja) que estamos podando. Como se comentd
anteriormente, el proceso de podado comienza en las hojas y contintia hacia la raiz
pero, la cuestion es como decidir reemplazar un nodo interno por una hoja
(replacement) o reemplazar un nodo interno por uno de sus nodos hijjo (raising). Lo
que se hace es comparar el error estimado de clasificaciéon en el nodo en el que nos
encontramos y compararlo con el error en cada uno de sus hijos y en su padre para
realizar alguna de las operaciones o ninguna. En la figura 2.21 se muestra el
pseudocddigo del proceso de podado que se emplea en C4.5.

Podar (raiz) {
Si raiz No es HOJA Entonces
Para cada hijo H de raiz Hacer
Podar (H)

Obtener Brazo més largo (B) de raiz // raising
ErrorBrazo = EstimarErrorArbol (B, raiz.ejemplos)

ErrorHoja = EstimarError (raiz, raiz.ejemplos) // replacement
ErrorArbol = EstimarErrorArbol (raiz, raiz.ejemplos)

Si ErrorHoja <= ErrorArbol Entonces // replacement
raiz es Hoja
Fin Poda

Si ErrorBrazo <= ErrorArbol Entonces // raising
raiz = B
Podar (raiz)

}

EstimarErrorArbol (raiz, ejemplos) {
Si raiz es HOJA Entonces
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EstimarError (raiz, ejemplos)
Si no
Distribuir los ejemplos (ej[]) en los brazos
Para cada brazo (B)
error = error + EstimarErrorArbol (B, ej[B])

Figura 3.19: Pseudocédigo del algoritmo de podado en C4.5.

De esta forma, el subtree raising se emplea Unicamente para el subarbol mas
largo. Ademas, para estimar su error se emplean los ejemplos de entrenamiento, pero
los del nodo origen, ya que si se eleva debera clasificarlos €él. En cuanto a la funcién
EstimarError, es la funciéon que estima el error de clasificacién de una hoja del arbol.
Asi, para tomar la decisién debemos estimar el error de clasificacion en un nodo
determinado para un conjunto de test independiente. Habra que estimarlo tanto para
los nodos hoja como para los internos (suma de errores de clasificacion de sus hijos).
No se puede tomar como dato el error de clasificacion en el conjunto de entrenamiento
dado que, légicamente, el error se subestimaria.

Una técnica para estimar el error de clasificacion es la denominada reduced-
error pruning, que consiste en dividir el conjunto de entrenamiento en n subconjuntos
n-1 de los cuales serviran realmente para el entrenamiento del sistema y 1 para la
estimacion del error. Sin embargo, el problema es que la construccién del clasificador
se lleva a cabo con menos ejemplos. Esta no es la técnica empleada en C4.5. La
técnica empleada en C4.5 consiste en estimar el error de clasificacién basandose en
los propios ejemplos de entrenamiento. Para ello, en el nodo donde queramos estimar
el error de clasificacion, se toma la clase mayoritaria de sus ejemplos como clase
representante. Esto implica que habra E errores de clasificacion de un total de N
ejemplos que se clasifican a través de dicho nodo. El error observado sera f=E/N,
siendo q la probabilidad de error de clasificacién del nodo y p=7-q la probabilidad de
éxito. Se supone que la funcién f sigue una distribucién binomial de parametro q. Y lo
que se desea obtener es el error e, que sera la probabilidad del extremo superior con
un intervalo [f-z, f+z] de confianza c. Dado que se trata de una distribucién binomial, se
obtendra e mediante las ecuaciones 2.58 y 2.59.

f-q
Pl—————<z|=c¢

f+ZZ+Z\/f_~f2+ 22
B 2N N N 4N’
e= 5 Ec. 2.59

1+
N

Como factor ¢ (factor de confianza) se suele emplear en C4.5 el 25%, dado que
es el que mejores resultados suele dar y que corresponde a un z=0.69.
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Obtencién de Reglas de Clasificacion

Cualquier arbol de decision se puede convertir en reglas de clasificacion,
entendiendo como tal una estructura del tipo Si <Condicién> Entonces <Clase>. El
algoritmo de generacion de reglas consiste basicamente en, por cada rama del arbol
de decision, las preguntas y sus valores estaran en la parte izquierda de las reglas y la
etiqueta del nodo hoja correspondiente en la parte derecha (clasificacion). Sin
embargo, este procedimiento generaria un sistema de reglas con mayor complejidad
de la necesaria. Por ello, el sistema C4.5 [QUIN93] realiza un podado de las reglas
obtenidas. En la figura 2.22 se muestra el algoritmo completo de obtencién de reglas.

ObtenerReglas (arbol) {
Convertir el arbol de decisidédn (4rbol) a un conjunto de reglas, R
error = error de clasificacién con R
Para cada regla Ri de R Hacer
Para cada precondicién pj de Ri Hacer
nuevoError = error al eliminar pj de Ri
Si nuevoError <= error Entonces
Eliminar pj de Ri
error = nuevoError
Si Ri no tiene precondiciones Entonces
Eliminar Ri

Figura 3.20: Pseudocdédigo del algoritmo de obtencién de reglas de C4.5.

En cuanto a la estimacién del error, se realiza del mismo modo que para
realizar el podado del arbol de decision.
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e Decision Stump (Arbol de un solo nivel)

Todavia existe un algoritmo mas sencillo que genera un arbol de decisién de un
Unico nivel. Se trata de un algoritmo, [decision stump], que utiliza un Unico atributo
para construir el arbol de decision. La eleccion del Unico atributo que formara parte del
arbol se realizara basandose en la ganancia de informacién, y a pesar de su
simplicidad, en algunos problemas puede llegar a conseguir resultados interesantes.
No tiene opciones de configuracion, pero la implementacion es muy completa, dado
que admite tanto atributos numéricos como simbdlicos y clases de ambos tipos
también. El arbol de decision tendra tres ramas: una de ellas sera para el caso de que
el atributo sea desconocido, y las otras dos seran para el caso de que el valor del
atributo del ejemplo de test sea igual a un valor concreto del atributo o distinto a dicho
valor, en caso de los atributos simbdlicos, o que el valor del ejemplo de test sea mayor
o0 menor a un determinado valor en el caso de atributos numéricos. En el caso de los
atributos simbdlicos se considera cada valor posible del mismo y se calcula la
ganancia de informacion con el atributo igual al valor, distinto al valor y valores
desconocidos del atributo. En el caso de atributos simbdlicos se busca el mejor punto
de ruptura, tal y como se vio en el sistema C4.5. Deben tenerse en cuenta cuatro
posibles casos al calcular la ganancia de informacién: que sea un atributo simbélico y
la clase sea simbdlica o que la clase sea humérica, o que sea un atributo numérico y la
clase sea simbdlica o que la clase sea numérica. A continuaciéon se comenta cada
caso por separado.

Atributo Simbdlico y Clase Simbdlica

Se toma cada vez un valor v, del atributo simbdlico A; como base y se
consideran Unicamente tres posibles ramas en la construccion del arbol: que el atributo
A; sea igual a v,, que el atributo A; sea distinto a v, 0 que el valor del atributo A; sea
desconocido. Con ello, se calcula la entropia del atributo tomando como base el valor
escogido tal y como se muestra en la ecuacién 2.60, en la que el valor de j en el
sumatorio va desde 71 a 3 porque los valores del atributo se restringen a tres: igual a vy
, distinto de v, o valor desconocido. En cuanto a los parametros, n; es el numero de
ejemplos con valor j en el atributo /, n el numero total de ejemplos y n; el numero de
ejemplos con valor j en el atributo i y que pertenece a la clase k.

3
Z”zilog(”zi )_ 1

= < Ec. 2.60
14, )= = " = —kz_;nyklog(ngk) c

Atributo Numérico y Clase Simbdlica

Se ordenan los ejemplos segun el atributo A; y se considera cada valor v, del
atributo como posible punto de corte. Se consideran entonces como posibles valores
del atributo el rango menor o igual a v,, mayor a v, y valor desconocido. Se calcula la
entropia del rango tomando como base esos tres posibles valores restringidos del
atributo.

Atributo Simbdlico y Clase Numérica
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Se vuelve a tomar como base cada vez cada valor del atributo, tal y como se
hacia en el caso Atributo Simbdlico y Clase Simbdlica, pero en este caso se calcula la
varianza de la clase para los valores del atributo mediante la ecuacion 2.61, donde S;
es la suma de los valores de la clase de los ejemplos con valor j en el atributo i, SS; es
la suma de los valores de la clase al cuadrado y W, es la suma de los pesos de los
ejemplos (numero de ejemplos si no se incluyen pesos) con valor j en el atributo.

3 S
Varianza(4,, )= 1SS, _W] Ec. 2.61

Jj=1 j

Atributo Numérico y Clase Numérica

Se considera cada valor del atributo como punto de corte tal y como se hacia
en el caso Atributo Numérico y Clase Simbdlica. Posteriormente, se calcula la varianza
tal y como se muestra en la ecuacion 2.61.

En cualquiera de los cuatro casos que se han comentado, lo que se busca es el
valor minimo de la ecuacion calculada, ya sea la entropia o la varianza. De esta forma
se obtiene el atributo que sera raiz del arbol de decision y sus tres ramas. Lo unico
que se hara por ultimo es construir dicho arbol: cada rama finaliza en un nodo hoja con
el valor de la clase, que sera la media o la moda de los ejemplos que se clasifican por
ese camino, segun se trate de una clase numérica o simbdlica.

3.5.3. Reglas de Clasificacidon

Las técnicas de Induccion de Reglas [QUIN87, QUIN93] surgieron hace mas de
dos décadas y permiten la generacion y contraste de arboles de decision, o reglas y
patrones a partir de los datos de entrada. La informacién de entrada sera un conjunto
de casos donde se ha asociado una clasificacion o evaluacion a un conjunto de
variables o atributos. Con esa informacién estas técnicas obtienen el arbol de decisién
o conjunto de reglas que soportan la evaluacion o clasificacion [CN89, HMM86]. En los
casos en que la informaciéon de entrada posee algin tipo de “ruido" o defecto
(insuficientes atributos o datos, atributos irrelevantes o errores u omisiones en los
datos) estas técnicas pueden habilitar métodos estadisticos de tipo probabilistico para
generar arboles de decision recortados o podados. También en estos casos pueden
identificar los atributos irrelevantes, la falta de atributos discriminantes o detectar
"gaps" o huecos de conocimiento. Esta técnica suele llevar asociada una alta
interaccion con el analista de forma que éste pueda intervenir en cada paso de la
construccion de las reglas, bien para aceptarlas, bien para modificarlas [MM95].

La induccion de reglas se puede lograr fundamentalmente mediante dos
caminos: Generando un arbol de decisién y extrayendo de él las reglas [QUIN93],
como puede hacer el sistema C4.5 o bien mediante una estrategia de covering,
consistente en tener en cuenta cada vez una clase y buscar las reglas necesarias para
cubrir [cover] todos los ejemplos de esa clase; cuando se obtiene una regla se
eliminan todos los ejemplos que cubre y se continlia buscando mas reglas hasta que
no haya mas ejemplos de la clase. A continuacion se muestran una técnica de
induccion de reglas basada en arboles de decision, otra basada en covering y una mas
que mezcla las dos estrategias.
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e Algoritmo 1R

El mas simple algoritmo de reglas de clasificacion para un conjunto de
ejemplos es el 1R [HOL93]. Este algoritmo genera un arbol de decision de un nivel
expresado mediante reglas. Consiste en seleccionar un atributo (nodo raiz) del cual
nace una rama por cada valor, que va a parar a un nodo hoja con la clase mas
probable de los ejemplos de entrenamiento que se clasifican a través suyo. Este
algoritmo se muestra en la figura 2.23.

1R (ejemplos) {
Para cada atributo (A)
Para cada valor del atributo (Ai)
Contar el nUmero de apariciones de cada clase con Ai
Obtener la clase mas frecuente (Cj)
Crear una regla del tipo Ai -> Cj
Calcular el error de las reglas del atributo A
Escoger las reglas con menor error

Figura 3.21: Pseudocddigo del algoritmo 1R.

La clase debe ser simbdlica, mientras los atributos pueden ser simbdlicos o
numeéricos. También admite valores desconocidos, que se toman como otro valor mas
del atributo. En cuanto al error de las reglas de un atributo, consiste en la proporcion
entre los ejemplos que cumplen la regla y los ejemplos que cumplen la premisa de la
regla. En el caso de los atributos numéricos, se generan una serie de puntos de
ruptura [breakpoint], que discretizaran dicho atributo formando conjuntos. Para ello, se
ordenan los ejemplos por el atributo numérico y se recorren. Se van contando las
apariciones de cada clase hasta un numero m que indica el minimo numero de
ejemplos que pueden pertenecer a un conjunto, para evitar conjuntos demasiado
pequenos. Por ultimo, se unen a este conjunto ejemplos con la clase mas frecuente y
ejemplos con el mismo valor en el atributo.

La sencillez de este algoritmo es un poco insultante. Su autor llega a decir
[HOL93; pag 64] : “Program 1R is ordinary in most respects.” Tanto es asi que 1R no
tiene ningun elemento de sofistificacion y genera para cada atributo un arbol de
profundidad 1, donde una rama esta etiquetada por missing si es que aparecen
valores desconocidos (missing values) en ese atributo en el conjunto de
entrenamiento; el resto de las ramas tienen como etiqueta un intervalo construido de
una manera muy simple, como se ha explicado antes, o un valor nominal, segun el tipo
de atributo del que se trate. Lo sorprendente de este sistema es su rendimiento. En
[HOL93] se describen rendimientos que en media estan por debajo de los de C4.5 en
5,7 puntos porcentuales de aciertos de clasificacion. Para la realizacion de las
pruebas, Holte, elige un conjunto de 16 problemas del almacén de la U.C.|. [Blake,
Keog, Merz, 98] que desde entonces han gozado de cierto reconocimiento como
conjunto de pruebas; en alguno de estos problemas introduce algunas modificaciones
que también se han hecho estandar. El mecanismo de estimacion consiste en separar
el subconjunto de entrenamiento original en subconjuntos de entrenamiento y test en
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proporcion 2/3 y 1/3 respectivamente y repetir el experimento 25 veces. Aunque la
diferencia de 5,7 es algo elevada, en realidad en 14 de los 16 problemas la diferencia
es solo de 3,1 puntos. En la tabla 2.5 se presenta un ejemplo de 1R, basado en los
ejemplos de la tabla 2.1.

Tabla2.5. Resultados del algoritmo 1R.

atributo reglas errores error total

vista Soleado - no 2/5
Nublado = si 0/4 4/14
Lluvioso - si 2/5

temperatura Alta 2 no 2/4
Media - si 2/6 5/14
Baja 2 si 1/4

humedad Alta > no 3/7 4/14
Normal - si 1/7

viento Falso - si 2/8 5/14
Cierto 2 no 3/6

Para clasificar segun la clase jugar, 1R considera cuatro conjuntos de reglas,
uno por cada atributo, que son las mostradas en la tabla anterior, en las que ademas
aparecen los errores que se cometen. De esta forma se concluye que como los
errores minimos corresponden a las reglas generadas por los atributos vista y
humedad, cualquiera de ellas es valida, de manera que arbitrariamente se puede
elegir cualquiera de estos dos conjuntos de reglas como generador de 1R.

e Algoritmo PRISM

PRISM [CEN87] es un algoritmo basico de aprendizaje de reglas que asume
que no hay ruido en los datos. Sea t el niumero de ejemplos cubiertos por la regla 'y p
el numero de ejemplos positivos cubiertos por la regla. Lo que hace PRISM es afiadir
condiciones a reglas que maximicen la relacién p/t (relacién entre los ejemplos
positivos cubiertos y ejemplos cubiertos en total). En la figura 2.24 se muestra el
algoritmo de PRISM.

PRISM (ejemplos) {
Para cada clase (C)
E = ejemplos
Mientras E tenga ejemplos de C
Crea una regla R con parte izquierda vacia y clase C
Hasta R perfecta Hacer
Para cada atributo A no incluido en R y cada valor v de A
Considera afiadir la condicibén A=v a la parte izquierda de R
Selecciona el par A=v que maximice p/t
(en caso de empates, escoge la que tenga p mayor)
Afiadir A=v a R
Elimina de E los ejemplos cubiertos por R

Figura 3.22: Pseudocddigo del algoritmo PRISM.

Este algoritmo va eliminando los ejemplos que va cubriendo cada regla, por lo
que las reglas tienen que interpretarse en orden. Se habla entonces de listas de reglas
[decision list]. En la figura 2.25 se muestra un ejemplo de cémo actua el algoritmo.
Concretamente se trata de la aplicacién del mismo sobre el ejemplo de la tabla 2.1.
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Regla 1. Clase “Si". Regla 2. Clase “Si".
Afiadir a pa Anadir a pit Afadir a pi

“If =vacio= Then 5™ Sl =vacio= Then S "if Humedad=Hamal Then "
Wizta = Soleado 205 \ista = Soleado 25 Wista = Soleada 212
|‘v“isﬁa = Nublado 44 \ista = Livio=o 25 Wista = Liuvioso 203
Wista = LiLviozo 305 Temperatura = Afta e Tempersturs = Alts (i)
Temperstura = Alta 204 Temperstura = Mecis 25 Temperatura = Media 212
Temperatura = Media 415 et eI 905 Temperatura = Baja 213
Temperaturs = Baja Sid EURR - " “ierta = Si 102
AL S 6 3 Hutmedsd = Marmal 415 | |‘v‘ientu:- = Mo 33'
Humedad = Mormal BT “ierto = Si 114

WIS 35 Wiento = Mo 48

Wiento = Mo GG

i Hurmedad=Monmmal and Yiento = Mo Then Si

If Vista = Mublado Then Si
Lista de Decisidn Completa:

If Yista = Nublado Then 5i

if Hurnedad=Mommal and Yiento = Mo Then S

K Ternperatura = Media and Hurmedad = Marmal Then Si
If Wista = Liuvioso and Viento = Mo Then 5i

If Vista = Soleado and Humedad = Alta Then Mo

If Wista = Liuvioso and Viento = S Then Si

Figura 3.23: Ejemplo de PRISM.

En la figura 2.25 se muestra como el algoritmo toma en primer lugar la clase Si.
Partiendo de todos los ejemplos de entrenamiento (un total de catorce) calcula el
cociente p/t para cada par atributo-valor y escoge el mayor. En este caso, dado que la
condicion escogida hace la regla perfecta (p/t = 1), se eliminan los cuatro ejemplos que
cubre dicha regla y se busca una nueva regla. En la segunda regla se obtiene en un
primer momento una condiciéon que no hace perfecta la regla, por lo que se continta
buscando con otra condicién. Finalmente, se muestra la lista de decision completa que
genera el algoritmo.

e Algoritmo PART

Uno de los sistemas mas importantes de aprendizaje de reglas es el
proporcionado por C4.5 [QUI93], explicado anteriormente. Este sistema, al igual que
otros sistemas de induccién de reglas, realiza dos fases: primero, genera un conjunto
de reglas de clasificacion y después refina estas reglas para mejorarlas, realizando asi
una proceso de optimizacion global de dichas reglas. Este proceso de optimizacion
global es siempre muy complejo y costoso computacionalmente hablando. Por otro
lado, el algoritmo PART [FRWI98] es un sistema que obtiene reglas sin dicha
optimizacion global. Recibe el nombre PART por su modo de actuacion: obtaining
rules from PARTIial decision trees, y fue desarrollado por el grupo neozelandés que
construyo el entorno WEKA [WF98].
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El sistema se basa en las dos estrategias basicas para la induccién de reglas:
el covering y la generacion de reglas a partir de arboles de decisién. Adopta la
estrategia del covering (con lo que se obtiene una lista de decision) dado que genera
una regla, elimina los ejemplares que dicha regla cubre y continla generando reglas
hasta que no queden ejemplos por clasificar. Sin embargo, el proceso de generacion
de cada regla no es el usual. En este caso, para crear una regla, se genera un arbol
de decision podado, se obtiene la hoja que clasifique el mayor numero de ejemplos,
que se transforma en la regla, y posteriormente se elimina el arbol. Uniendo estas dos
estrategias se consigue mayor flexibilidad y velocidad. Ademas, no se genera un arbol
completo, sino un arbol parcial [partial decisién tree]. Un arbol parcial es un arbol de
decision que contiene brazos con subarboles no definidos. Para generar este arbol se
integran los procesos de construccion y podado hasta que se encuentra un subarbol
estable que no puede simplificarse mas, en cuyo caso se para el proceso y se genera
la regla a partir de dicho subarbol. Este proceso se muestra en la figura 2.26.

Expandir (ejemplos) {
elegir el mejor atributo para dividir en subconjuntos
Mientras (subconjuntos No expandidos)
Y (todos los subconjuntos expandidos son HOJA)
Expandir (subconjunto)
Si (todos los subconjuntos expandidos son HOJA)
Y (errorSubarbol >= errorNodo)
deshacer la expansién del nodo y nodo es HOJA

Figura 3.24: Pseudocodigo de expansion de PART.

El proceso de eleccidon del mejor atributo se hace como en el sistema C4.5,
esto es, basandose en la razén de ganancia. La expansiéon de los subconjuntos
generados se realiza en orden, comenzando por el que tiene menor entropia y
finalizando por el que tiene mayor. La razén de realizarlo asi es porque si un
subconjunto tiene menor entropia hay mas probabilidades de que se genere un
subarbol menor y consecuentemente se cree una regla mas general. El proceso
continta recursivamente expandiendo los subconjuntos hasta que se obtienen hojas,
momento en el que se realizara una vuelta atras [backtracking]. Cuando se realiza
dicha vuelta atras y los hijos del nodo en cuestién son hojas, comienza el podado tal y
como se realiza en C4.5 (comparando el error esperado del subarbol con el del nodo),
pero uUnicamente se realiza la funcién de reemplazamiento del nodo por hoja [subtree
replacement]. Si se realiza el podado se realiza otra vuelta atras hacia el nodo padre,
que sigue explorando el resto de sus hijos, pero si no se puede realizar el podado el
padre no continuard con la exploracion del resto de nodos hijos (ver segunda
condicion del bucle “mientras” en la figura 2.26). En este momento finalizara el proceso
de expansién y generacion del arbol de decision.
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Figura 3.25: Ejemplo de generacion de arbol parcial con PART.

En la figura 2.27 se presenta un ejemplo de generacion de un arbol parcial
donde, junto a cada brazo de un nodo, se muestra el orden de exploracion (orden
ascendente segun el valor de la entropia). Los nodos con relleno gris claro son los que
aun no se han explorado y los nodos con relleno gris oscuro los nodos hoja. Las
flechas ascendentes representan el proceso de backtracking. Por ultimo, en el paso 5,
cuando el nodo 4 es explorado y los nodos 9 y 10 pasan a ser hoja, el nodo padre
intenta realizar el proceso de podado, pero no se realiza el reemplazo (representado
con el 4 en negrita), con lo que el proceso, al volver al nodo 1, finaliza sin explorar el
nodo 2.

Una vez generado el arbol parcial se extrae una regla del mismo. Cada hoja se
corresponde con una posible regla, y lo que se busca es la mejor hoja. Si bien se
pueden considerar otras heuristicas, en el algoritmo PART se considera mejor hoja
aquella que cubre un mayor numero de ejemplos. Se podria haber optado, por
ejemplo, por considerar mejor aquella que tiene un menor error esperado, pero tener
una regla muy precisa no significa lograr un conjunto de reglas muy preciso. Por
ultimo, PART permite que haya atributos con valores desconocidos tanto en el proceso
de aprendizaje como en el de validacién y atributos numéricos, tratandolos
exactamente como el sistema C4.5.

3.5.4. Clasificacién Bayesiana

Los clasificadores Bayesianos [DH73] son clasificadores estadisticos, que
pueden predecir tanto las probabilidades del numero de miembros de clase, como la
probabilidad de que una muestra dada pertenezca a una clase particular. La
clasificaciéon Bayesiana se basa en el teorema de Bayes, y los clasificadores
Bayesianos han demostrado una alta exactitud y velocidad cuando se han aplicado a
grandes bases de datos Diferentes estudios comparando los algoritmos de
clasificacién han determinado que un clasificador Bayesiano sencillo conocido como el
clasificador “naive Bayesiano” [JOH97] es comparable en rendimiento a un arbol de
decision y a clasificadores de redes de neuronas. A continuacion se explica los
fundamentos de los clasificadores bayesianos y, mas concretamente, del clasificador
naive Bayesiano. Tras esta explicacion se comentara otro clasificador que, si bien no
es un clasificador bayesiano, esta relacionado con él, dado que se trata también de un
clasificador basado en la estadistica.
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o Clasificador Naive Bayesiano

Lo que normalmente se quiere saber en aprendizaje es cual es la mejor
hipétesis (mas probable) dados los datos. Si denotamos P(D) como la probabilidad a
priori de los datos (i.e., cuales datos son mas probables que otros), P(D|h) la
probabilidad de los datos dada una hipétesis, lo que queremos estimar es: P(h|D), la
probabilidad posterior de h dados los datos. Esto se puede estimar con el teorema de
Bayes, ecuacion 2.62.

P(h| D)= P(D|1)P(k) Ec. 2.62

P(D)

Para estimar la hipétesis mas probable (MAP, [maximum a posteriori hipétesis])
se busca el mayor P(h|D) como se muestra en la ecuacion 2.63.

hyp = argmax, (P(h | D))
| h)P\h
= argmax,,.,,(P(D| h)P(h))

= argmax, [

Ya que P(D) es una constante independiente de h. Si se asume que todas las
hipétesis son igualmente probables, entonces resulta la hipotesis de maxima
verosimilitud (ML, [maximum likelihood]) de la ecuacion 2.64.

h,, =argmax,_,(P(D|h)) Ec. 2.64

El clasificador naive [ingenuo] Bayesiano se utiliza cuando se quiere clasificar
un ejemplo descrito por un conjunto de atributos (a/s) en un conjunto finito de clases
(V). Clasificar un nuevo ejemplo de acuerdo con el valor mas probable dados los
valores de sus atributos. Si se aplica 2.64 al problema de la clasificacion se obtendra
la ecuacion 2.65.

Vyup = Argmax, _y (P(vj la,,....a, ))
B P(a,,...,an |vj)P(vj)
B R P

=argmax, . (P(a1 @, |V )P(vj ))

Ademas, el clasificador naive Bayesiano asume que los valores de los atributos
son condicionalmente independientes dado el valor de la clase, por lo que se hace
cierta la ecuacion 2.66 y con ella la 2.67.

Ec. 2.65

Pla,...a, |V_/)=H,~P("f v,) Ec. 2.66
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P(vj |a1,...,an):P(vj)le_P(ai |v_/.) Ec. 2.67

Los clasificadores naive Bayesianos asumen que el efecto de un valor del
atributo en una clase dada es independiente de los valores de los otros atributos. Esta
suposicién se llama “independencia condicional de clase”. Esta simplifica los calculos
involucrados y, en este sentido, es considerado "ingenuo” [naive]. Esta asuncién es
una simplificacion de la realidad. A pesar del nombre del clasificador y de la
simplificacidn realizada, el naive Bayesiano funciona muy bien, sobre todo cuando se
filtra el conjunto de atributos seleccionado para eliminar redundancia, con lo que se
elimina también dependencia entre datos. En la figura 2.28 se muestra un ejemplo de
aprendizaje con el clasificador naive Bayesiano, asi como una muestra de cémo se
clasificaria un ejemplo de test. Como ejemplo se empleara el de la tabla 2.1.

Proceso de Aprendizaje

Yi=sta Temperatura Humedad Yiento Jugar
5i Ho 51 Ho 5i Ho 5i Ho 51 Ho
Soleado 2 3 |ilta 2 Z |ilta 3 g |31 3 3 = 5
MNub ladao 4 0 [Media 4 2  |Wormal ] 1 |MNo ] 2
Lluvio=so 3 z |Baja 3 1

Soleado 279 375 (Llta 2/9 Z/5 |Ahlta 3/9 4/5(3i 379 3/5|9/14 5714
Nublado 4/9 0/5 [Media 49 Z/5 [Normal 6/9 175 |No 6&6/9 Z/5
Lluvioso 349 Z/5 |Baja if9 155

Clasificacion de un ejemplo de test

Yista Temperatura Humedad Yiento Jugar
S3oleado Fria hlta ai i
g 2 5 5 3
PrS5| BY=Ppls . | Sl — s s s = =0005%
(53 E) fz}xnzP{a!| 7] ngpxpxpxp
_ T R B .
P{hblE}—P{Ix{:-}xl_[iP{ai|M:)—Ex3x3x3x3—ﬂ,ﬂﬁ'ﬂﬁ
P(ﬁi’|f}=&=2ﬂﬂé
_ QAT F+ Q0200
Hormalizado 00706
P\ E) = otsvamos T

Figura 3.26: Ejemplo de aprendizaje y clasificacion con naive Bayesiano.

En este ejemplo se observa que en la fase de aprendizaje se obtienen todas
las probabilidades condicionadas P(aj|v)) y las probabilidades P(v)). En la clasificacion
se realiza el productorio y se escoge como clase del ejemplo de entrenamiento la que
obtenga un mayor valor. Algo que puede ocurrir durante el entrenamiento con este
clasificador es que para cada valor de cada atributo no se encuentren ejemplos para
todas las clases. Supdngase que para el atributo a; y el valor j de dicho atributo no hay
ningun ejemplo de entrenamiento con clase k. En este caso, P(a;lk)=0. Esto hace que
si se intenta clasificar cualquier ejemplo con el par atributo-valor aj, la probabilidad
asociada para la clase k sera siempre 0, ya que hay que realizar el productorio de las
probabilidades condicionadas para todos los atributos de la instancia. Para resolver
este problema se parte de que las probabilidades se contabilizan a partir de las
frecuencias de aparicion de cada evento o, en nuestro caso, las frecuencias de
aparicion de cada terna atributo-valor-clase. El estimador de Laplace, consiste en
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comenzar a contabilizar la frecuencia de aparicion de cada terna a partir del 7 y no del
0, con lo que ninguna probabilidad condicionada sera igual a 0.

Una ventaja de este clasificador es la cuestion de los valores perdidos o
desconocidos: en el clasificador naive Bayesiano si se intenta clasificar un ejemplo con
un atributo sin valor simplemente el atributo en cuestion no entra en el productorio que
sirve para calcular las probabilidades. Respecto a los atributos numéricos, se suele
suponer que siguen una distribucion Normal o Gaussiana. Para estos atributos se
calcula la media uy y la desviacion tipica o obteniendo los dos parametros de la
distribucion N(u, o), que sigue la expresién de la ecuacién 2.68, donde el parametro x
sera el valor del atributo numérico en el ejemplo que se quiere clasificar.

e 2 Ec. 2.68

e Votacion por intervalos de caracteristicas

Este algoritmo es una técnica basada en la proyeccion de caracteristicas. Se le
denomina “votacién por intervalos de caracteristicas” (VFI, [Voting Feature Interval])
porque se construyen intervalos para cada caracteristica [feature] o atributo en la fase
de aprendizaje y el intervalo correspondiente en cada caracteristica “vota” para cada
clase en la fase de clasificaciéon. Al igual que en el clasificador naive Bayesiano, cada
caracteristica es tratada de forma individual e independiente del resto. Se disefia un
sistema de votacion para combinar las clasificaciones individuales de cada atributo por
separado.

Mientras que en el clasificador naive Bayesiano cada caracteristica participa en
la clasificacion asignando una probabilidad para cada clase y la probabilidad final para
cada clase consiste en el producto de cada probabilidad dada por cada caracteristica,
en el algoritmo VFI cada caracteristica distribuye sus votos para cada clase y el voto
final de cada clase es la suma de los votos obtenidos por cada caracteristica. Una
ventaja de estos clasificadores, al igual que ocurria con el clasificador naive
Bayesiano, es el tratamiento de los valores desconocidos tanto en el proceso de
aprendizaje como en el de clasificacion: simplemente se ignoran, dado que se
considera cada atributo como independiente del resto.

En la fase de aprendizaje del algoritmo VFI se construyen intervalos para cada
atributo contabilizando, para cada clase, el nimero de ejemplos de entrenamiento que
aparecen en dicho intervalo. En la fase de clasificacion, cada atributo del ejemplo de
test afiade votos para cada clase dependiendo del intervalo en el que se encuentre y
el conteo de la fase de aprendizaje para dicho intervalo en cada clase. En la figura
2.29 se muestra este algoritmo.

Aprendizaje (ejemplos) {
Para cada atributo (A) Hacer
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Si A es NUMERICO Entonces
Obtener minimo y méximo de A para cada clase en ejemplos
Ordenar los valores obtenidos (I intervalos)

Si no /* es SIMBOLICO */
Obtener los valores que recibe A para cada clase en ejemplos
Los valores obtenidos son puntos (I intervalos)

Para cada intervalo I Hacer
Para cada clase C Hacer
contadores [A, I, C] =0

Para cada ejemplo E Hacer
Si A es conocido Entonces
Si A es SIMBOLICO Entonces
contadores [A, E.A, E.C] +=1
Si no /* es NUMERICO */
Obtener intervalo I de E.A
Si E.A = extremo inferior de intervalo I Entonces
contadores [A, I, E.C] += 0.5
contadores [A, I-1, E.C] += 0.5
Si no
contadores [A, I, E.C] +=1

Normalizar contadores[] /* %. contadores[A, I, C] =1 */

}

clasificar (ejemplo E) {
Para cada atributo (A) Hacer
Si E.A es conocido Entonces
Si A es SIMBOLICO
Para cada clase C Hacer
voto[A, C] = contadores[A, E.A, C]
Si no /* es NUMERICO */
Obtener intervalo I de E.A
Si E.A = limite inferior de I Entonces
Para cada clase C Hacer
voto[A, C] = 0.5*contadores[A,I,C] +
0.5*contadores[A,I-1,C]
Si no
Para cada clase C Hacer
voto[A, C] = contadores [A, I, C]

voto[C] = voto[C] + wvoto[A, C]

Normalizar voto[]/* Z. voto[C] = 1 */

Figura 3.27: Pseudocdédigo del algoritmo VFI.

En la figura 2.30 se presenta un ejemplo de entrenamiento y clasificacion con el
algoritmo VFI, en el que se muestra una tabla con los ejemplos de entrenamiento y
como el proceso de aprendizaje consiste en el establecimiento de intervalos para cada
atributo con el conteo de ejemplos que se encuentran en cada intervalo. Se muestra
entre paréntesis el numero de ejemplos que se encuentran en la clase e intervalo
concreto, mientras que fuera de los paréntesis se encuentra el valor normalizado. Para
el atributo simbdlico simplemente se toma como intervalo (punto) cada valor de dicho
atributo y se cuenta el niumero de ejemplos que tienen un valor determinado en el
atributo para la clase del ejemplo en cuestién. En el caso del atributo numérico, se
obtiene el maximo y el minimo valor del atributo para cada clase que en este caso son
4y 7 paralaclase A,y 1y 5 para la clase B. Se ordenan los valores formandose un
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total de cinco intervalos y se cuenta el numero de ejemplos que se encuentran en un
intervalo determinado para su clase, teniendo en cuenta que si se encuentra en el
punto compartido por dos intervalos se contabiliza la mitad para cada uno de ellos.
También se muestra un ejemplo de clasificacion: en primer lugar, se obtienen los votos
que cada atributo por separado concede a cada clase, que sera el valor normalizado
del intervalo (o punto si se trata de atributos simbdlicos) en el que se encuentre el
valor del atributo, y posteriormente se suman los votos (que se muestra entre
paréntesis) y se normaliza. La clase con mayor porcentaje de votos (en el ejemplo la
clase A) gana.

Fase de Aprendizaje
Ejemplos de Entre enio Atributo 1 A B
. " arde 101N 00
Atributo 1 Atributo 2 Clase
Azul 0.8 (2 040
Verde 4 A = T e
njo
Azul 1 B J i )
Azul ] A
m— i A B
Azul 2 B . T0E 00
Roio 5 B —= (0.5 i
- -7 0.67 (1) 0.33{0.4)
Rajo 3 B
1-15 0.67 (1) 0.33¢0.8)
Azul 7 A
1-4 (1)} 1(2.5)
s — 1 0 {0 1(0.5)
Clasificacion de un Ejemplo de Test
- - Clase Yoto 1 Voto 2 Votos
Atributo 1 Atributo 2 Clase
1] na 0.67 0.585(1.17)
Azul B ?
B (IR 0.33 0415 {0.83)

Figura 3.28: Ejemplo de aprendizaje y clasificacion con VFI.

3.5.5. Aprendizaje Basado en Ejemplares

El aprendizaje basado en ejemplares o instancias [BRIS96] tiene como
principio de funcionamiento, en sus multiples variantes, el almacenamiento de
ejemplos: en unos casos todos los ejemplos de entrenamiento, en otros solo los mas
representativos, en otros los incorrectamente clasificados cuando se clasifican por
primera vez, etc. La clasificacién posterior se realiza por medio de una funciéon que
mide la proximidad o parecido. Dado un ejemplo para clasificar se le clasifica de
acuerdo al ejemplo o ejemplos mas préximos. El bias (sesgo) que rige este método es
la proximidad; es decir, la generalizacion se guia por la proximidad de un ejemplo a
otros. Algunos autores consideran este bias mas apropiado para el aprendizaje de
conceptos naturales que el correspondiente al proceso inductivo (Bareiss et al. en
[KODR90]), por otra parte también se ha estudiado la relacién entre este método y los
que generan reglas (Clark, 1990).

Se han enumerado ventajas e inconvenientes del aprendizaje basado en
ejemplares [BRIS96], pero se suele considerar no adecuado para el tratamiento de
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atributos no numéricos y valores desconocidos. Las mismas medidas de proximidad
sobre atributos simbdélicos suelen proporcionar resultados muy dispares en problemas
diferentes. A continuacién se muestran dos técnicas de aprendizaje basado en
ejemplares: el método de los k-vecinos mas proximos y el k estrella.

e Algoritmo de los k-vecinos mas proximos

El método de los k-vecinos mas proximos [MITC97] (KNN, [k-Nearest
Neighbor]) esta considerado como un buen representante de este tipo de aprendizaje,
y es de gran sencillez conceptual. Se suele denominar método porque es el esqueleto
de un algoritmo que admite el intercambio de la funcién de proximidad dando lugar a
multiples variantes. La funcién de proximidad puede decidir la clasificacion de un
nuevo ejemplo atendiendo a la clasificacion del ejemplo o de la mayoria de los k
ejemplos mas cercanos. Admite también funciones de proximidad que consideren el
peso o coste de los atributos que intervienen, lo que permite, entre otras cosas,
eliminar los atributos irrelevantes. Una funcion de proximidad clasica entre dos
instancias x; y X; , si suponemos que un ejemplo viene representado por una n-tupla de
la forma (as(x), ax(x), ..., as(x)) en la que a,(x) es el valor de la instancia para el atributo
a, es la distancia euclidea, que se muestra en la ecuacién 2.69.

n

d(x;,x; )= Z(xi, —Xx; )2 Ec. 2.69

=1

En la figura 2.31 se muestra un ejemplo del algoritmo KNN para un sistema de
dos atributos, representandose por ello en un plano. En este ejemplo se ve cémo el
proceso de aprendizaje consiste en el almacenamiento de todos los ejemplos de
entrenamiento. Se han representado los ejemplos de acuerdo a los valores de sus dos
atributos y la clase a la que pertenecen (las clases son +y -). La clasificacion consiste
en la busqueda de los k ejemplos (en este caso 3) mas cercanos al ejemplo a
clasificar. Concretamente, el ejemplo a se clasificaria como -, y el ejemplo b como +.

Aprendizaje Clasificacion
.'E‘-L. F 3 .'IJ‘.L F 3
- + - +
+ + .
o DA
+, * - . . 'T - .
e ! e
- i - b H - i -
At At

Figura 3.29: Ejemplo de Aprendizaje y Clasificacion con KNN.

Dado que el algoritmo k-NN permite que los atributos de los ejemplares sean
simbdlicos y numéricos, asi como que haya atributos sin valor [missing values] el
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algoritmo para el calculo de la distancia entre ejemplares se complica ligeramente. En
la figura 2.32 se muestra el algoritmo que calcula la distancia entre dos ejemplares
cualesquiera.

Distancia (E1, E2) {

dst = 0

n =20

Para cada atributo A Hacer {
dif = Diferencia(El1.A, E2.A)
dst = dst + dif * dif
n=n-+1

}

dst = dst / n

Devolver dst

}

Diferencia (Al, A2) {
Si Al.nominal Entonces {
Si SinValor (Al) O SinValor (A2) O Al <> A2 Entonces
Devolver 1
Si no
Devolver 0O
} Si no {
Si SinValor (Al) O SinValor (A2) Entonces {
Si SinValor (Al) Y SinValor (A2) Entonces
Devolver 1
Si SinValor (Al) Entonces
dif = A2
Si no Entonces
dif = Al
Si dif < 0.5 Entonces
Devolver 1 - dif
Si no
Devolver dif
} Si no
Devolver abs (Al - A2)

}

Figura 3.30: Pseudocédigo del algoritmo empleado para definir la distancia entre dos ejemplos.

Ademas de los distintos tipos de atributos hay que tener en cuenta también, en
el caso de los atributos numeéricos, los rangos en los que se mueven sus valores. Para
evitar que atributos con valores muy altos tengan mucho mayor peso que atributos con
valores bajos, se normalizaran dichos valores con la ecuacién 2.70.

X, —min,
. Ec. 2.70
Max, —min,

En esta ecuacion x; sera el valor i del atributo f, siendo mins el minimo valor del
atributo fy Max; el maximo. Por otro lado, el algoritmo permite dar mayor preferencia a
aquellos ejemplares mas cercanos al que deseamos clasificar. En ese caso, en lugar
de emplear directamente la distancia entre ejemplares, se utilizara la ecuacion 2.71.

Técnicas de Analisis de Datos Pagina 147 de 266
© José M. Molina / Jesus Garcia




Capitulo 3 Técnicas de Mineria de Datos basadas en
Aprendizaje Automatico

m Ec. 2.71

e Algoritmo k-estrella

El algoritmo K* [CLTR95] es una técnica de data mining basada en ejemplares
en la que la medida de la distancia entre ejemplares se basa en la teoria de la
informacién. Una forma intuitiva de verlo es que la distancia entre dos ejemplares se
define como la complejidad de transformar un ejemplar en el otro. El calculo de la
complejidad se basa en primer lugar en definir un conjunto de transformaciones T={t;,
ty, ..., t,, 0} para pasar de un ejemplo (valor de atributo) a a uno b. La transformacion o
es la de parada y es la transformacion identidad (o(a)=a). El conjunto P es el conjunto
de todas las posibles secuencias de transformaciones descritos en T* que terminan en

0, y t(a) es una de estas secuencias concretas sobre el ejemplo a. Esta secuencia de

transformaciones tendra una probabilidad determinada p(t), definiéndose la funcion de

probabilidad P*(bla) como la probabilidad de pasar del ejemplo a al ejemplo b a través
de cualquier secuencia de transformaciones, tal y como se muestra en la ecuacion
2.72.

P*(bla)=_ 3 p(t) Ec. 2.72
teP:t(a)=b
Esta funcién de probabilidad cumplira las propiedades que se muestran en
2.73.

D P*(bla)=1; 0<P*(bla)<] Ec. 2.73

b

La funcién de distancia K* se define entonces tomando logaritmos, tal y como
se muestra en la ecuacion 2.74.

K*(b|a)=-log,P*(b|a) Ec. 2.74

Realmente K* no es una funcién de distancia dado que, por ejemplo K*(a|a)
generalmente no serd exactamente 0, ademas de que el operador | no es simétrico,
esto es, K*(a|b) no es igual que K*(bla). Sin embargo, esto no interfiere en el algoritmo
K*. Ademas, la funcion K* cumple las propiedades que se muestran en la ecuacion
2.75.

K*b|a)>0; K*(c|b)+K*(b|a)> K *(c|a) Ec. 2.75

Una vez explicado cdmo se obtiene la funcidon K*y cuales son sus propiedades,
se presenta a continuacion la expresion concreta de la funcién P* de la que se obtiene
K*, para los tipos de atributos admitidos por el algoritmo: numéricos y simbdlicos.

Probabilidad de transformacion para los atributos permitidos
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En cuanto a los atributos numéricos, las transformaciones consideradas seran
restar del valor a un niumero n o sumar al valor a un nimero n, siendo n un nimero
minimo. La probabilidad de pasar de un ejemplo con valor a a uno con valor b vendra
determinada unicamente por el valor absoluto de la diferencia entre a y b, que se
denominara x. Se escribira la funcion de probabilidad como una funcién de densidad,
tal y como se muestra en la ecuacion 2.76, donde x, sera una medida de longitud de la
escala, por ejemplo, la media esperada para x sobre la distribucién P*. Es necesario
elegir un x, razonable. Posteriormente se mostrara un método para elegir este factor.
Para los simbdlicos, se consideraran las probabilidades de aparicion de cada uno de
los valores de dicho atributo.

1 %
P*(x)zz—e 7z dx Ec. 2.76

Xo

Si el atributo tiene un total de n posibles valores, y la probabilidad de aparicion
del valor i del atributo es p; (obtenido a partir de las apariciones en los ejemplos de
entrenamiento), se define la probabilidad de transformacion de un ejemplo con valor i a
uno con valor j como se muestra en la ecuacién 2.77.

(I—S)pj Sii# j

. Ec. 2.77
s+(1—s)pl- Sii=j

P*@li) ={
En esta ecuacion s es la probabilidad del simbolo de parada (o). De esta forma,
se define la probabilidad de cambiar de valor como la probabilidad de que no se pare
la transformacion multiplicado por la probabilidad del valor de destino, mientras la
probabilidad de continuar con el mismo valor es la probabilidad del simbolo de parada
mas la probabilidad de que se continte transformando multiplicado por la probabilidad
del valor de destino. También es importante, al igual que con el factor x,, definir
correctamente la probabilidad s. Y como ya se comentd con xp, posteriormente se
comentara un método para obtenerlo. También deben tenerse en cuenta la posibilidad
de los atributos con valores desconocidos. Cuando los valores desconocidos aparecen
en los ejemplos de entrenamiento se propone como solucién el considerar que el
atributo desconocido se determina a través del resto de ejemplares de entrenamiento.
Esto se muestra en la ecuacién 2.78, donde n es el numero de ejemplos de
entrenamiento.

n P*
P*(?|a)=z—(:|a) Ec. 2.78

b=1
Combinacion de atributos

Ya se han definido las funciones de probabilidad para los tipos de atributos
permitidos. Pero los ejemplos reales tienen mas de un atributo, por lo que es necesario
combinar los resultados obtenidos para cada atributo. Y para combinarlos, y definir asi
la distancia entre dos ejemplos, se entiende la probabilidad de transformacién de un
ejemplar en otro como la probabilidad de transformar el primer atributo del primer
ejemplo en el del segundo, seguido de la transformacién del segundo atributo del
primer ejemplo en el del segundo, etc. De esta forma, la probabilidad de transformar
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un ejemplo en otro viene determinado por la multiplicacién de las probabilidades de
transformacion de cada atributo de forma individual, tal y como se muestra en la
ecuacion 2.79. En esta ecuacién m sera el numero de atributo de los ejemplos. Y con
esta definicién la distancia entre dos ejemplos se define como la suma de distancias
entre cada atributo de los ejemplos.

P*(E, |E1):HP*(V21‘ Vi) Ec. 2.79
i=1

Seleccion de los parametros aleatorios

Para cada atributo debe determinarse el valor para los parametros s 0 x, segun
se trate de un atributo simbdlico o numérico respectivamente. Y el valor de este
atributo es muy importante. Por ejemplo, si a s se le asigna un valor muy bajo las
probabilidades de transformacion seran muy altas, mientras que si s se acerca a 0 las
probabilidades de transformacion seran muy bajas. Y lo mismo ocurriria con el
parametro x,. En ambos casos se puede observar como varia la funcion de
probabilidad P* segun se varia el numero de ejemplos incluidos partiendo desde 1
(vecino mas cercano) hasta n (todos los ejemplares con el mismo peso). Se puede
calcular para cualquier funcion de probabilidad el numero efectivo de ejemplos como
se muestra en la ecuacion 2.80, en la que n es el niumero de ejemplos de
entrenamiento y ny es el numero de ejemplos con la distancia minima al ejemplo a
(para el atributo considerado). El algoritmo K* escogera para x, (0 S) un nimero entre

noyn.
" *
n, < c“bﬂp (b]a)zz <n
2. P*0la)

Por conveniencia se expresa el valor escogido como un parametro de
mezclado [blending] b, que varia entre b=0% (ny) y b=100% (n). La configuracién de
este parametro se puede ver como una esfera de influencia que determina cuantos
vecinos de a deben considerarse importantes. Para obtener el valor correcto para el
parametro x, (0 S) se realiza un proceso iterativo en el que se obtienen las esferas de
influencia maxima (xo o s igual a 0) y minima (xo o s igual a 1), y se aproximan los
valores para que dicha esfera se acerque a la necesaria para cumplir con el parametro
de mezclado.

Ec. 2.80

En la figura 2.33 se presenta un ejemplo practico de cémo obtener los valores
para los parametros x, 0 s. Se va a utilizar para ello el problema que se presento en la
tabla 2.1, y mas concretamente el atributo Vista con el valor igual a Lluvioso, de dicho
problema.
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Ohbtencion de s para Vista = Lluvioso

Objetivo: esfera-f'zﬂ*n +iT ViwHuiomm=02% 39+ 5= 5,2
Iteracion 0 {Inicio): vinferior = Q4+EPSIL D% =0, 005 = esfera= 1599928
wEperior = 1-EFGIL ':'%= 0,995 = asferg=5 03012
=B = =
valor =1 /{m 0,8 = esfera=6,41218

lteracion 1: vinferior =vinferioe JvSuperior = valor

vaige =¥HTEHDE HSuperior G =0, 4025 > esfera= 10,6350

leraciin 2: vinferior = valon vSdperior = wSuperiol

vafor, =YIHENIOE +VSLPENID /|0 6125 esfers-= 8, 295?5 R

o " ---------
e
esforge 2a Aot (P {soflimd® n_ +P (nobl il s +P (S sd*n | _
N L R ol R o GO R R (TR T

_ (0,00949% 54+0,00949% 4+0,05244* 5] _ 0,12083
0, 00949 * 5+u 00949 *4+0,05244 * 5  0,01456

i-s 4 1-080125 ae—:mzﬁ
Fisal xij_ ny = i, 00949

- nemzﬁ
Alrublim)= 3 Ga =0.00949

s4178 usm25+—“J e
Pt liwd)= wv - 3 Gq = 005244

=5,20576

leracién 3: vinferior = valor; wSuperior =wSuperior
vaige =YPTETIO TuSuperior /= 0,70062 = esfera=7,29193
teracion 8: vinferior = vinferior =0, 75031

vadperior = valor =0, 79852
vaigy =¥rTerior tuSupetior [ =0,75341 2> esfera=6,30871

absiesfera — objetiva) = ERPSILOM == Conseguidol == 5=0,75341

Figura 3.31: Ejemplo de obtencion del parametros de un atributo simbdlico con el
algoritmo K*.

En la figura 2.33 se muestra cdmo el objetivo es conseguir un valor para s tal
que se obtenga una esfera de influencia de 6,8 ejemplos. Los parametros de
configuracién necesarios para el funcionamiento del sistema son: el parametro de
mezclado b, en este caso igual a 20%; una constante denominada EPSILON, en este
caso igual a 0,01, que determina entre otras cosas cuando se considera alcanzada la
esfera de influencia deseada. En cuanto a la nomenclatura empleada, n sera el
numero total de ejemplos de entrenamiento, nv el numero de valores que puede
adquirir el atributo, y se han empleado abreviaturas para denominar los valores del
atributo: /luv por lluvioso, nub por nublado y sol por soleado.

Tal y como puede observarse en la figura 2.33, las ecuaciones empleadas para
el célculo de la esfera y de P* no son exactamente las definidas en las ecuaciones
definidas anteriormente. Sin embargo, en el ejemplo se han empleado las
implementadas en la herramienta WEKA por los creadores del algoritmo. En cuanto al
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ejemplo en si, se muestra como son necesarias 8 iteraciones para llegar a conseguir el
objetivo planteado, siendo el resultado de dicho proceso, el valor de s, igual a 0,75341.

Clasificacion de un ejemplo

Se calcula la probabilidad de que un ejemplo a pertenezca a la clase ¢
sumando la probabilidad de a a cada ejemplo que es miembro de ¢, tal y como se
muestra en 2.81.

P*(cla)=2 P*(b|a) Ec. 2.81

bec

Se calcula la probabilidad de pertenencia a cada clase y se escoge la que
mayor resultado haya obtenido como prediccion para el ejemplo.

Clasificacion de un gjemplo de Test

Vista Temperatura | Humedad Viento
Liuvioso 67 91 5i

P T)=Z P AT) P BT8R (TP (8 TP (B 1T+ PR IT) 4P (8,1 T)=

- -

= 232000 107" + 4, 07085 {070 +1,07623% {00 +5, 775651077 + 2073337107 + . +4, 334071077
={,03940%07

i
-

P(ByIT) =T TP o 1V | = B (4] Y R (B3 BT B (861 91)7 101 o) =

= G,IDSE{Q*LE‘?GEE'”C"T*G,IZ"JBE?* 0,00086= 2, 32000

P[] )= % 12079342 nasg

A, 83|67 )=x, 6" 77 =0, 46363% g eI NN - f GFOG0TI0T

rEmpestune |:

FilnolT)=F A bIT)= P b TI+ A ia T+ PR IT)+P G I TI+ P 0, T) =

=2 144827107 + 3, 14665107 + 2, 10029* 107 +4,0657 1107 +0,00229= 0,00229

Clase (¢} P*(¢[T) Probabilidad
Nermalizada
Si 1,03910%10-4 0,00451
No 0.00229 0,99548

Figura 3.32: Ejemplo de clasificacion con K*.

Una vez definido el modo en que se clasifica un determinado ejemplo de test
mediante el algoritmo K*, en la figura 2.34 se muestra un ejemplo concreto en el que
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se emplea dicho algoritmo. En el ejemplo se clasifica un ejemplo de test tomando
como ejemplos de entrenamiento los que se mostraron en la tabla 2.1, tomando los
atributos Temperatura y Humedad como numéricos. El proceso que se sigue para
determinar a qué clase pertenece un ejemplo de test determinado es el siguiente: en
primer lugar, habria que calcular los parametros x, y S que aun no se conocen para los
pares atributo-valor del ejemplo de test. Posteriormente se aplican las ecuaciones, que
de nuevo no son exactamente las definidas anteriormente: se han empleado las que
los autores del algoritmo implementan en la herramienta WEKA. Una vez obtenidas las
probabilidades, se normalizan y se escoge la mayor de las obtenidas. En este caso
hay mas de un 99% de probabilidad a favor de la clase no. Esto se debe a que el
ejemplo 74 (el ultimo) es casi idéntico al ejemplo de test por clasificar. En este ejemplo
no se detallan todas las operaciones realizadas, sino un ejemplo de cada tipo: un
ejemplo de la obtencién de P* para un atributo simbdlico, otro de la obtencién de P*
para un atributo numérico y otro para la obtencion de la probabilidad de transformacion
del ejemplo de test en un ejemplo de entrenamiento.

3.5.6. Redes de Neuronas

Las redes de neuronas constituyen una técnica inspirada en los trabajos de
investigacion, iniciados en 1930, que pretendian modelar computacionalmente el
aprendizaje humano llevado a cabo a través de las neuronas en el cerebro [RM86,
CR95]. Posteriormente se comprobé que tales modelos no eran del todo adecuados
para describir el aprendizaje humano. Las redes de neuronas constituyen una nueva
forma de analizar la informacién con una diferencia fundamental con respecto a las
técnicas tradicionales: son capaces de detectar y aprender complejos patrones y
caracteristicas dentro de los datos [SN88, FU94]. Se comportan de forma parecida a
nuestro cerebro aprendiendo de la experiencia y del pasado, y aplicando tal
conocimiento a la resolucion de problemas nuevos. Este aprendizaje se obtiene como
resultado del adiestramiento ("training") y éste permite la sencillez y la potencia de
adaptacion y evolucion ante una realidad cambiante y muy dinamica. Una vez
adiestradas las redes de neuronas pueden hacer previsiones, clasificaciones y
segmentacion. Presentan ademas, una eficiencia y fiabilidad similar a los métodos
estadisticos y sistemas expertos, si no mejor, en la mayoria de los casos. En aquellos
casos de muy alta complejidad las redes neuronales se muestran como especialmente
utiles dada la dificultad de modelado que supone para otras técnicas. Sin embargo las
redes de neuronas tienen el inconveniente de la dificultad de acceder y comprender
los modelos que generan y presentan dificultades para extraer reglas de tales
modelos. Otra caracteristica es que son capaces de trabajar con datos incompletos e,
incluso, contradictorios lo que, dependiendo del problema, puede resultar una ventaja
0 un inconveniente. Las redes de neuronas poseen las dos formas de aprendizaje:
supervisado y no supervisado; ya comentadas [WI198], derivadas del tipo de paradigma
que usan: el no supervisado (usa paradigmas como los ART “Adaptive Resonance
Theory"), y el supervisado que suele usar el paradigma del “Backpropagation"
[RHW86].

Las redes de neuronas estan siendo utilizadas en distintos y variados sectores
como la industria, el gobierno, el ejército, las comunicaciones, la investigacion
aerospacial, la banca y las finanzas, los seguros, la medicina, la distribucién, la
robotica, el marketing, etc. En la actualidad se esta estudiando la posibilidad de utilizar
técnicas avanzadas y novedosas como los Algoritmos Genéticos para crear nuevos
paradigmas que mejoren el adiestramiento y la propia seleccion y disefio de la
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arquitectura de la red (numero de capas y neuronas), disefio que ahora debe
realizarse en base a la experiencia del analista y para cada problema concreto.

e Estructura de las Redes de Neuronas

Las redes neuronales se construyen estructurando en una serie de niveles o
capas (al menos tres: entrada, procesamiento u oculta y salida) compuestas por nodos
o "neuronas”, que tienen la estructura que se muestra en la figura 2.35.

=)

-

*n

Figura 3.33: Estructura de una neurona.

Tanto el umbral como los pesos son constantes que se inicializaran
aleatoriamente y durante el proceso de aprendizaje seran modificados. La salida de la
neurona se define tal y como se muestra en las ecuaciones 2.82 y 2.83.

N

NET =) X.w,+U Ec. 2.82
i=1

S = f(NET) Ec. 2.83

Como funcion f se suele emplear una funcién sigmoidal, bien definida entre Oy
1 (ecuacion 2.84) o entre —1 y 1 (ecuacion 2.85).

1
Jx)= — Ec. 2.84
I+e
et —e”
J)=———— Ec. 2.85
e +e

Cada neurona esta conectada a todas las neuronas de las capas anterior y
posterior a través de los pesos o "dendritas", tal y como se muestra en la figura 2.36.
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Capa de Entrada Capa Oculta Capa de salida

Figura 3.34: Estructura de la red de neuronas.

Cuando un nodo recibe las entradas o "estimulos" de otras los procesa para
producir una salida que transmite a la siguiente capa de neuronas. La sefial de salida
tendrd una intensidad fruto de la combinacion de la intensidad de las sehales de
entrada y de los pesos que las transmiten. Los pesos o dendritas tienen un valor
distinto para cada par de neuronas que conectan pudiendo asi fortalecer o debilitar la
conexion o comunicacion entre neuronas particulares. Los pesos son modificados
durante el proceso de adiestramiento.

El disefio de la red de neuronas consistira, entre otras cosas, en la definicion
del numero de neuronas de las tres capas de la red. Las neuronas de la capa de
entrada y las de la capa de salida vienen dadas por el problema a resolver,
dependiendo de la codificacion de la informacién. En cuanto al nUumero de neuronas
ocultas (y/o numero de capas ocultas) se determinara por prueba y error. Por ultimo,
debe tenerse en cuenta que la estructura de las neuronas de la capa de entrada se
simplifica, dado que su salida es igual a su entrada: no hay umbral ni funcién de salida.

¢ Proceso de adiestramiento (retropropagacion)

Existen distintos métodos o paradigmas mediante los cuales estos pesos
pueden ser variados durante el adiestramiento de los cuales el mas utilizado es el de
retropropagacion [Backpropagation] [RHW86]. Este paradigma varia los pesos de
acuerdo a las diferencias encontradas entre la salida obtenida y la que deberia
obtenerse. De esta forma, si las diferencias son grandes se modifica el modelo de
forma importante y segun van siendo menores, se va convergiendo a un modelo final
estable. El error en una red de neuronas para un patron [x= (x4, Xo, ..., Xa), t(x)], siendo
x el patron de entrada, {(x) la salida deseada e y(x) la proporcionada por la red, se
define como se muestra en la ecuacion 2.86 para m neuronas de salida y como se
muestra en la ecuacién 2.87 para 7 neurona de salida.

_ : I _ 2
1 2
e(x)= 5( 1(x)=y(x) Ec. 2.87
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El método de descenso de gradiente consiste en modificar los parametros de la
red siguiendo la direccion negativa del gradiente del error. Lo que se realizaria
mediante 2.88.

» Oe ~ Oe
Wnuevo — Wanterwr +ol — — Wanterlor —o EC 2 88
ow ow ne

En la ecuacion 2.88, w es el peso a modificar en la red de neuronas (pasando
de w2 3 W) y a es la razén de aprendizaje, que se encarga de controlar cuanto
se desplazan los pesos en la direccién negativa del gradiente. Influye en la velocidad
de convergencia del algoritmo, puesto que determina la magnitud del desplazamiento.
El algoritmo de retropropagacién es el resultado de aplicar el método de descenso del
gradiente a las redes de neuronas. El algoritmo completo de retropropagacion se
muestra en la figura 2.37.

Paso 1: Inicializacién aleatoria de los pesos y umbrales.

Paso 2: Dado un patrdén del conjunto de entrenamiento (x, t(x)), se
presenta el vector x a la red y se calcula la salida de 1la
red para dicho patrén, y(x).

Paso 3: Se evalta el error e(x) cometido por la red.

Paso 4: Se modifican todos los parédmetros de la red utilizando la
ec.2.88.

Paso 5: Se repiten los pasos 2, 3 y 4 para todos los patrones de

entrenamiento, completando asi un ciclo de aprendizaje.

Paso 6: Se realizan n ciclos de aprendizaje (pasos 2, 3, 4 y 5)
hasta que se verifique el criterio de parada establecido.

Figura 3.35: Pseudocodigo del algoritmo de retropropagacion.

En cuanto al criterio de parada, se debe calcular la suma de los errores en los
patrones de entrenamiento. Si el error es constante de un ciclo a otro, los parametros
dejan de sufrir modificaciones y se obtiene asi el error minimo. Por otro lado, también
se debe tener en cuenta el error en los patrones de validacién, que se presentaran a la
red tras n ciclos de aprendizaje. Si el error en los patrones de validacion evoluciona
favorablemente se contintia con el proceso de aprendizaje. Si el error no desciende, se
detiene el aprendizaje.

3.5.7. Logica borrosa (“Fuzzy logic”)

La légica borrosa surge de la necesidad de modelar la realidad de una forma
mas exacta evitando precisamente el determinismo o la exactitud [ZAD65, CPS98]. En
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palabras menos pretenciosas lo que la l6gica borrosa permite es el tratamiento proba-
bilistico de la categorizacién de un colectivo [ZADG5].

Asi, para establecer una serie de grupos, segmentos o clases en los cuales se
puedan clasificar a las personas por la edad, lo inmediato seria proponer unas edades
limite para establecer tal clasificacion de forma disjunta. Asi los nifios serian aquellos
cuya edad fuera menor a los 12 afios, los adolescentes aquellos entre 12 y 17 afos,
los jovenes aquellos entre 18 y 35, las personas maduras entre 36 y 45 afios y asi
sucesivamente. Se habrian creado unos grupos disjuntos cuyo tratamiento, a efectos
de clasificacion y procesamiento, es muy sencillo: basta comparar la edad de cada
persona con los limites establecidos. Sin embargo enseguida se observa que esto
supone una simplificacion enorme dado que una persona de 16 anos 11 meses y
veinte dias perteneceria al grupo de los adolescentes y, seguramente, es mas pareci-
do a una persona de 18 (miembro de otro grupo) que a uno de 12 (miembro de su
grupo). Légicamente no se puede establecer un grupo para cada ano, dado que si se
reconocen grupos, y no muchos, con comportamientos y actitudes similares en funcion
de la edad. Lo que implicitamente se esta descubriendo es que las clases existen pero
que la frontera entre ellas no es clara ni disjunta sino “difusa” y que una persona puede
tener aspectos de su mentalidad asociados a un grupo y otros asociados a otro grupo,
es decir que implicitamente se esta distribuyendo la pertenencia entre varios grupos.
Cuando esto se lleva a una formalizacién matematica surge el concepto de distribucion
de posibilidad, de forma que lo que entenderia como funcién de pertenencia a un
grupo de edad serian unas curvas de posibilidad. Por tanto, la légica borrosa es
aquella técnica que permite y trata la existencia de barreras difusas o suaves entre los
distintos grupos en los que se categoriza un colectivo o entre los distintos elementos,
factores o proporciones que concurren en una situacion o solucién [BS97].

Para identificar las areas de utilizacion de la légica difusa basta con determinar
cuantos problemas hacen uso de la categorizacién disjunta en el tratamiento de los
datos para observar la cantidad de posibles aplicaciones que esta técnica puede tener
[ZADG65].. Sin embargo, el tratamiento ortodoxo y purista no siempre esta justificado
dada la complejidad que induce en el procesamiento (pasamos de valores a funciones
de posibilidad) y un modelado sencillo puede ser mas que suficiente. Aun asi, existen
problematicas donde este modelado si resulta justificado, como en el control de
procesos y la robdtica, entre otros. Tal es asi que un pais como Japon, lider en la
industria y la automatizacion, dispone del "Laboratory for International Fuzzy
Engineering Research" (LIFE) y empresas como Yamaichi Securities y Canon hacen
un extenso uso de esta técnica.

3.5.8. Técnicas Genéticas: Algoritmos Genéticos
(“Genetic Algorithms”)

Los Algoritmos Genéticos son otra técnica que tiene su inspiracién, en la
Biologia como las Redes de Neuronas [GOLD89, MIC92, MITC96]. Estos algoritmos
representan el modelado matematico de como los cromosomas en un marco
evolucionista alcanzan la estructura y composicibn mas Optima en aras de la
supervivencia. Entendiendo la evolucién como un proceso de busqueda y optimizacion
de la adaptacion de las especies que se plasma en mutaciones y cambios de los
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genes o cromosomas, los Algoritmos Genéticos hacen uso de las técnicas bioldgicas
de reproduccion (mutacion y cruce) para ser utilizadas en todo tipo de problemas de
busqueda y optimizacion. Se da la mutacion cuando alguno o algunos de los genes
cambian bien de forma aleatoria o de forma controlada via funciones y se obtiene el
cruce cuando se construye una nueva solucion a partir de dos contribuciones
procedentes de otras soluciones "padre". En cualquier caso, tales transformaciones se
realizan sobre aquellos especimenes o soluciones mas aptas o mejor adaptadas.
Dado que los mecanismos biolégicos de evolucion han dado lugar a soluciones, los
seres vivos, realmente idoneas cabe esperar que la aplicacion de tales mecanismos a
la busqueda y optimizacion de otro tipo de problemas tenga el mismo resultado. De
esta forma los Algoritmos Genéticos transforman los problemas de busqueda y
optimizacion de soluciones un proceso de evolucion de unas soluciones de partida.
Las soluciones se convierten en cromosomas, transformacion que se realiza pasando
los datos a formato binario, y a los mejores se les van aplicando las reglas de
evolucion (funciones probabilisticas de transicién) hasta encontrar la solucién éptima.
En muchos casos, estos mecanismos brindan posibilidades de convergencia mas
rapidos que otras técnicas.

El uso de estos algoritmos no esta tan extendido como otras técnicas, pero van
siendo cada vez mas utilizados directamente en la solucién de problemas, asi como en
la mejora de ciertos procesos presentes en otras herramientas. Asi, por ejemplo, se
usan para mejorar los procesos de adiestramiento y seleccién de arquitectura de las
redes de neuronas, para la generacion e induccion de arboles de decisién y para la
sintesis de programas a partir de ejemplos ("Genetic Programming").
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Capitulo 4. Técnicas de

Analisis de Datos en Weka

Introduccion

En este capitulo se presenta de forma concisa y practica la herramienta de
mineria de datos WEKA. WEKA, acrénimo de Waikato Environment for
Knowledge Analysis, es un entorno para experimentacion de analisis de datos
que permite aplicar, analizar y evaluar las técnicas mas relevantes de analisis
de datos, principalmente las provenientes del aprendizaje automatico, sobre
cualquier conjunto de datos del usuario. Para ello unicamente se requiere que
los datos a analizar se almacenen con un cierto formato, conocido como ARFF
(Attribute-Relation File Format).

WEKA se distribuye como software de libre distribucion desarrollado en Java.
Esta constituido por una serie de paquetes de cddigo abierto con diferentes
técnicas de preprocesado, clasificaciéon, agrupamiento, asociacion, vy
visualizacion, asi como facilidades para su aplicacion y analisis de prestaciones
cuando son aplicadas a los datos de entrada seleccionados. Estos paquetes
pueden ser integrados en cualquier proyecto de analisis de datos, e incluso
pueden extenderse con contribuciones de los usuarios que desarrollen nuevos
algoritmos. Con objeto de facilitar su uso por un mayor numero de usuarios,
WEKA ademas incluye una interfaz grafica de usuario para acceder y
configurar las diferentes herramientas integradas.

Este capitulo tiene un enfoque practico y funcional, pretendiendo servir de guia
de utilizacion de esta herramienta desde su interfaz grafica, como material
complementario a la escasa documentacion disponible. Para ello se obviaran
los detalles técnicos y especificos de los diferentes algoritmos, que se
presentan en un capitulo aparte, y se centrara en su aplicacion, configuracién y
analisis dentro de la herramienta. Por tanto, se remite al lector al capitulo con
los detalles de los algoritmos para conocer sus caracteristicas, parametros de
configuracion, etc. Aqui se han seleccionado algunas de las técnicas
disponibles para aplicarlas a ejemplos concretos, siguiendo el acceso desde la
herramienta al resto de técnicas implementadas, una mecanica totalmente
analoga a la presentada a modo ilustrativo.

Para reforzar el caracter practico de este capitulo, ademas se adoptara un
formato de tipo tutorial, con un conjunto de datos disponibles sobre el que se
iran aplicando las diferentes facilidades de WEKA. Se sugiere que el lector
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aplique los pasos indicados y realice los analisis sugeridos para cada técnica
con objeto de familiarizarse y mejorar su comprensidn. Los ejemplos
seleccionados son contienen datos provenientes del campo de la ensefianza,
correspondientes a alumnos que realizaron las pruebas de selectividad en los
afos 1993-2003 procedentes de diferentes centros de ensefanza secundaria
de la comunidad de Madrid. Por tanto, esta guia ilustra la aplicacion y analisis
de técnicas de extraccidon de conocimiento sobre datos del campo de la
ensefianza, aunque seria directa su traslacion a cualquier otra disciplina.

Preparacion de los datos

Los datos de entrada a la herramienta, sobre los que operaran las técnicas
implementadas, deben estar codificados en un formato especifico, denominado
Attribute-Relation File Format (extension "arff"). La herramienta permite cargar
los datos en tres soportes: fichero de texto, acceso a una base de datos y
acceso a través de internet sobre una direccion URL de un servidor web. En
nuestro caso trabajaremos con ficheros de texto. Los datos deben estar
dispuestos en el fichero de la forma siguiente: cada instancia en una fila, y con
los atributos separados por comas. El formato de un fichero arff sigue la
estructura siguiente:

Qo

% comentarios

@Qrelation NOMBRE_RELACION
@attribute rl real
@attribute r2 real

@attribute il integer
@attribute i2 integer

@attribute sl {vl sl, v2 sl,.vn sl}
Gattribute s2 {vl sl, v2 sl,.wvn sl}

édata
DATOS

por tanto, los atributos pueden ser principalmente de dos tipos: numeéricos de
tipo real o entero (indicado con las palabra real o integer tras el nombre del
atributo), y simbdlicos, en cuyo caso se especifican los valores posibles que
puede tomar entre llaves.

Muestra de datos

El fichero de datos objeto de analisis en esta guia contiene muestras
correspondientes a 18802 alumnos presentados a las pruebas de selectividad y
los resultados obtenidos en las pruebas. Los datos que describen cada alumno
contienen la siguiente informacion: afio, convocatoria, localidad del centro,
opcion cursada (de 5 posibles), calificaciones parciales obtenidas en lengua,
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historia, idioma y las tres asignaturas opcionales, asi como la designacion de
las asignaturas de idioma y las 3 opcionales cursadas, calificacion en el
bachillerato, calificacion final y si el alumno se presenté o no a la prueba. Por

tanto,

puede comprobarse que

la cabecera del

"selectividad.arff", sigue el formato mencionado anteriormente:

@relation selectividad

@attribute
@attribute
@attribute
@attribute
@attribute
@attribute

Afho_académico real

convocatoria {J, S}

localidad {ALPEDRETE, ARANJUEZ, ... }
opcionl?® {1,2,3,4,5}

nota Lengua real

nota Historia real

fichero de datos,

@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@attribute
@data

nota Idioma real

des_Idioma {INGLES, FRANCES, ALEMAN}
des asigl {BIOLOGIA, DIB.ARTISTICO II,... }
calif asigl real

des asig2 {BIOLOGIA, C.TIERRA, ...}
calif asig2 real

des asig3 {BIOLOGIA, C.TIERRA, ...}
calif asig3 real

cal prueba real

nota bachi real

cal final real

Presentado {SI, NO}

Objetivos del analisis

Antes de comenzar con la aplicacién de las técnicas de WEKA a los datos de
este dominio, es muy conveniente hacer una consideracion acerca de los
objetivos perseguidos en el analisis. Como se mencioné en la introduccion, un
paso previo a la busqueda de relaciones y modelos subyacentes en los datos
ha de ser la comprensién del dominio de aplicacion y establecer una idea clara
acerca de los objetivos del usuario final. De esta manera, el proceso de analisis
de datos (proceso KDD), permitira dirigir la busqueda y hacer refinamientos,
con una interpretacion adecuada de los resultados generados. Los objetivos,
utilidad, aplicaciones, etc., del analisis efectuado no "emergen" de los datos,
sino que deben ser considerados con detenimiento como primer paso del
estudio.

En nuestro caso, uno de los objetivos perseguidos podria ser el intentar
relacionar los resultados obtenidos en las pruebas con caracteristicas o perfiles
de los alumnos, si bien la descripcion disponible no es muy rica y habra que
atenerse a lo que esta disponible. Algunas de las preguntas que podemos
plantearnos a responder como objetivos del anélisis podrian ser las siguientes:
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e ;Qué caracterisitcas comunes tienen los alumnos que superan la prueba?
¢y los alumnos mejor preparados que la superan sin perjudicar su
expediente?

e ;existen grupos de alumnos, no conocidos de antemano, con
caracteristicas similares?

e ,hay diferencias significativas en los resultados obtenidos segun las
opciones, localidades, anos, etc.?,

e ;la opcidn seleccionada y el resultado esta influida depende del entorno?
e ;se puede predecir la calificacion del alumno con alguna variable conocida?

e ;qué relaciones entre variables son las mas significativas?

Como veremos, muchas veces el resultado alcanzado puede ser encontrar
relaciones triviales o conocidas previamente, o puede ocurrir que el hecho de
no encontrar relaciones significativas, lo puede ser muy relevante. Por
ejemplo, saber después de un analisis exhaustivo que la opcién o localidad no
condiciona significativamente la calificacion, o que la prueba es homogénea a
lo largo de los afos, puede ser una conclusion valiosa, y en este caso
"tranquilizadora".

Por otra parte, este analisis tiene un enfoque introductorio e ilustrativo para
acercarse a las técnicas disponibles y su manipulacion desde la herramienta,
dejando abierto para el investigador llevar el estudio de este dominio a
resultados y conclusiones mas elaboradas.

Ejecucion de WEKA

WEKA se distribuye como un fichero ejecutable comprimido de java (fichero
"jar"), que se invoca directamente sobre la maquina virtual JVM. En las
primeras versiones de WEKA se requeria la maquina virtural Java 1.2 para
invocar a la interfaz grafica, desarrollada con el paquete grafico de Java Swing.
En el caso de la ultimo version, WEKA 3-4, que es la que se ha utilizado para
confeccionar estas notas, se requiere Java 1.3 o superior. La herramienta se
invoca desde el intérprete de Java, en el caso de utilizar un entorno windows,
bastaria una ventana de comandos para invocar al intéprete Java:
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imbolo del sistema

Microsoft Windows 20088 [Uersion 5.68.21951] !
¢G> Copyright 1785-199? Microsoft Corp. [

C:srjava —jar weka.jar_

=101 x]

Una vez invocada, aparece la ventana de entrada a la interfaz gréafica (GUI-
Chooser), que nos ofrece cuatro opciones posibles de trabajo:

"z~ Weka GUI Choos =10 x|

Waikato Environment far
knowledoge Analysis

(o 1998 - 2003
LIniversity of Waikato
Mew Zealand

Simple LI Explarer

Experimenter knowledgeF low

. Simple CLI: la interfaz "Command-Line
Interfaz" es simplemente una ventana de
comandos java para ejecutar las clases de
WEKA. La primera distribucion de WEKA no
disponia de interfaz grafica y las clases de sus
paquetes se podian ejecutar desde la linea de

comandos pasando los argumentos
adecuados.
o Explorer: es la opcién que permite llevar

a cabo la ejecucion de los algoritmos de
analisis implementados sobre los ficheros de
entrada, una ejecucion independiente por cada
prueba. Esta es la opcion sobre la que se
centra la totalidad de esta guia.

o Experimenter: esta opcion permite
definir experimentos mas complejos, con
objeto de ejecutar uno o varios algoritmos
sobre uno o varios conjuntos de datos de
entrada, y comparar estadisticamente los
resultados

o KnowledgeFlow: esta opcion es una
novedad de WEKA 3-4 que permite llevar a
cabo las mismas acciones del "Explorer", con
una configuracion totalmente grafica, inspirada
en herramientas de tipo "data-flow" para
seleccionar componentes y conectarlos en un
proyecto de mineria de datos, desde que se
cargan los datos, se aplican algoritmos de
tratmiento y analisis, hasta el tipo de
evaluacion deseada.
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En esta guia nos centraremos Unicamente en la segunda opcion, Explorer. Una
vez seleccionada, se crea una ventana con 6 pestanas en la parte superior que
se corresponden con diferentes tipos de operaciones, en etapas
independientes, que se pueden realizar sobre los datos:

e Preprocess: seleccion de la fuente de datos y preparacion (filtrado).

o Clasify: Facilidades para aplicar esquemas de clasificacién, entrenar
modelos y evaluar su precision

e Cluster: Algoritmos de agrupamiento
e Associate: Algoritmos de busqueda de reglas de asociacion

e Select Attributes: Busqueda supervisada de subconjuntos de atributos
representativos

¢ Visualize: Herramienta interactiva de presentacion grafica en 2D.

Ademas de estas pestanas de seleccion, en la parte inferior de la ventana
aparecen dos elementos comunes. Uno es el boton de “Log”, que al activarlo
presenta una ventana textual donde se indica la secuencia de todas las
operaciones que se han llevado a cabo dentro del “Explorer”, sus tiempos de
inicio y fin, asi como los mensajes de error mas frecuentes. Junto al boton de
log aparece un icono de actividad (el pajaro WEKA, que se mueve cuando se
esta realizando alguna tarea) y un indicador de status, que indica qué tarea se
esta realizando en este momento dentro del Explorer.

Preprocesado de los datos

Esta es la parte primera por la que se debe pasar antes de realizar ninguna
otra operacion, ya que se precisan datos para poder llevar a cabo cualquier
analisis. La disposicién de la parte de preprocesado del Explorer, Preprocess,
es la que se indica en la figura siguiente.
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Cargar datos, guardar datos filtrados

& Weka Explorer ;IEIiI

Classifyl Clusterl Assuciatel Select aﬁributesl Visualizel

Current relation E-Selected affribute

Seleccion y

1
1l
aplicacion de Relation: selectividad i Mame: des_Idio.. Type: .. E
ﬁIl)tros Instances: 188..  Aftributes: .. E Missing: ... Distinct: Unigue: .. E
VrAtrbdtes i Label Count ;
T N |
o i . 1 1
! 1/Afo_academico - :'ALEMAN 1 !
E 2|convocatoria i 1
' 3|localidad o) :
H 4|opciont? v B ; . i
I Ipnluur:npcm... VI Wisualize All 1 .
E 5/nota_Lengua i i Propiedades
| S noia_:—éllstnna i i del atributo
i nota_ldioma i i ;
! gldes Idiorma 1118616 i seleccionado
! 5|des_ldioma " !
! Aldes_asigl il !
. : 10|calif_asigl o0 1
Atributosen | 11|des_asigZ i E
la relacion ; 12|calif_asig2 | i
actual : 12ldac acin? i: 125 | E
| T |

Como se indico anteriormente, hay tres posibilidades para obtener los datos: un
fichero de texto, una direccion URL o una base de datos, dadas por las
opciones: Open file, Open URL y Open DB. En nuestro caso utilizaremos
siempre los datos almacenados en un fichero, que es lo mas rapido y comodo
de utilizar. La preparacion del fichero de datos en formato ARFF ya se describio
en la seccion 1.2.

En el ejemplo que nos ocupa, abra el fichero “selectividad.arff” con la opcién
Open File.

Caracteristicas de los atributos

Una vez cargados los datos, aparece un cuadro resumen, Current relation, con
el nombre de la relacion que se indica en el fichero (en la linea @relation del
fichero arff), el numero de instancias y el numero de atributos. Mas abajo,
aparecen listados todos los atributos disponibles, con los nombres
especificados en el fichero, de modo que se pueden seleccionar para ver sus
detalles y propiedades.
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&Weka Explorer = (Ol x|

Praprocess | classify| Gluster| Associate | Select atiributes | visuaiize |

" opnfie. ]|  openumL. |  openpe. | | sae. |
Filter
Choose |Nune Apply |
Current relation Selected aftribute
Relation: selectividad MName: Afio_académico Type: Nume
Instances: 18802 Aftributes: 18 Missing: 0(0..  Distinet: ... Unigue: 0 (0%)
Affributes Statistic Walue
Mo, Mame Minimum 1993
1|Afio_académico ma}ﬂmum fgg; TH
2|convocatoria Stil?:? Bhle:
3fincalidad ki 9
4|opciont®
Alnota_Lengua
6|nota_Historia
7nata_ldiatma Colour Presentado (Norm) LI Wisualize Al
8|des_ldioma
9|des_asigl
10(calif_as=igl
11|des_asig2
12|calif_asig2
13|des_asig3
14|calif_asig3
15/cal_prueha
16|nota_bachi
17[cal_final | | | ‘
18[Presentado | ‘
1983 19975 2002
Status
oK Log W %0

En la parte derecha aparecen las propiedades del atributo seleccionado. Si es
un atributo simbdlico, se presenta la distribucién de valores de ese atributo
(numero de instancias que tienen cada uno de los valores). Si es numérico
aparece los valores maximo, minimo, valor medio y desviacién estandar. Otras
caracteristicas que se destacan del atributo seleccionado son el tipo (Type),
numero de valores distintos (Distinct), numero y porcentaje de instancias con
valor desconocido para el atributo (Missing, codificado en el fichero arff con
“?”), y valores de atributo que solamente se dan en una instancia (Unique).

Ademas, en la parte inferior se presenta graficamente el histograma con los
valores que toma el atributo. Si es simbdlico, la distribucion de frecuencia de
los valores, si es numérico, un histograma con intervalos uniformes. En el
histograma se puede presentar ademas con colores distintos la distribucion de
un segundo atributo para cada valor del atributo visualizado. Por ultimo, hay un
boton que permite visualizar los histogramas de todos los atributos
simultaneamente.

A modo de ejemplo, a continuacion mostramos el histograma por localidades,
indicando con colores la distribuciones por opciones elegidas.
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Selected attribute

Mame: localidad Type: Mominal
Missing: 0 (0%} Distinct 23 Unigque: 0{0%:;

Label Count
ALPEDRETE 26 |
ARAMJUEZ 1445

C 19 m
CERCEDILLA 78

CIEMPOZUELQS 328

COLLADO_VILLALBA 1318 =
(=] ] CcCormDind no

Colour; opeion1? (Morn) Ll Yisualize All |

613 435526

26 l19 7 329 3= 172 w0 7L e 2022
LEGANES [4826)]| .. ..
eka... @comien...l |<ﬂ§_ﬁ§ad&5 23:12

Se ha seleccionado la columna de la localidad de Leganés, la que tiene mas
instancias, y donde puede verse que la proporcion de las opciones cientificas
(1 'y 2) es superior a otras localidades, como Getafe, la segunda localidad en
numero de alumnos presentados.

Visualice a continuacion los histogramas de las calificaciones de bachillerato y
calificacion final de la prueba, indicando como segundo atributo la convocatoria
en la que se presentan los alumnos.

Trabajo con Filtros. Preparacion de ficheros de muestra

WEKA tiene integrados filtros que permiten realizar manipulaciones sobre los
datos en dos niveles: atributos e instancias. Las operaciones de filtrado pueden
aplicarse “en cascada”, de manera que cada filtro toma como entrada el
conjunto de datos resultante de haber aplicado un filtro anterior. Una vez que
se ha aplicado un filtro, la relacibn cambia ya para el resto de operaciones
llevadas a cabo en el Experimenter, existiendo siempre la opcion de deshacer
la ultima operaciéon de filtrado aplicada con el boton Undo. Ademas, pueden
guardarse los resultados de aplicar filtros en nuevos ficheros, que también
seran de tipo ARFF, para manipulaciones posteriores.

Para aplicar un filtro a los datos, se selecciona con el botén Choose de Filter,
desplegandose el arbol con todos los que estan integrados.
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Puede verse que los filtros de esta opcion son de tipo no supervisado
(unsupervised): son operaciones independientes del algoritmo analisis
posterior, a diferencia de los filtros supervisados que se veran en la seccién 1.9
de “seleccion de atributos”, que operan en conjuncion con algoritmos de
clasificacion para analizar su efecto. Estan agrupados segun modifiquen los
atributos resultantes o seleccionen un subconjunto de instancias (los filtros de
atributos pueden verse como filtros "verticales" sobre la tabla de datos, y los
filtros de instancias como filtros "horizontales"). Como puede verse, hay mas de
30 posibilidades, de las que destacaremos unicamente algunas de las mas
frecuentes.

Filtros de atributos

Vamos a indicar, de entre todas las posibilidades implementadas, la utilizacion
de filtros para eliminar atributos, para discretizar atributos numéricos, y para
afadir nuevos atributos con expresiones, por la frecuencia con la que se
realizan estas operaciones.

Filtros de seleccion

Vamos a utilizar el filtro de atributos “Remove”, que permite eliminar una serie
de atributos del conjunto de entrada. En primer lugar procedemos a
seleccionarlo desde el arbol desplegado con el boton Choose de los filtros. A
continuacion lo configuraremos para determinar qué atributos queremos filtrar.

La configuracion de un filtro sigue el esquema general de configuracién de
cualquier algoritmo integrado en WEKA. Una vez seleccionado el filtro
especifico con el boton Choose, aparece su nombre dentro del area de filtro (el
lugar donde antes aparecia la palabra None). Se puede configurar sus
parametros haciendo clic sobre esta area, momento en el que aparece la
ventana de configuracion correspondiente a ese filtro particular. Si no se realiza
esta operacion se utilizarian los valores por defecto del filtro seleccionado.

Como primer filtro de seleccidon, vamos a eliminar de los atributos de entrada
todas las calificaciones parciales de la prueba y la calificacion final, quedando
como unicas calificaciones la nota de bachillerato y la calificacién de la prueba.
Por tanto tenemos que seleccionar los indices 5,6,7,10,12,14 y 17, indicandolo
en el cuadro de configuracion del filtro Remove:
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& weka.gui.GenericObjectEditor - |EI|£|

weka filters.unsuperised. atribute. R emave
Ahout

Aninstance filter that removes a range of attribute s from the Mare |

dataset.

immertSelection |False LI

attributelndices |5—T,1D,12,14,1?

Qpen... | Save... | (]34 Cancel |

Como puede verse, en el conjunto de atributos a eliminar se pueden poner
series de valores contiguos delimitados por guién (5-7) o valores sueltos entre
comas (10,12,14,17). Ademas, puede usarse “first’” y “last” para indicar el
primer y ultimo atributo, respectivamente. La opcién invertSelection es util
cuando realmente queremos seleccionar un pequefio subconjunto de todos los
atributos y eliminar el resto. Open y Save nos permiten guardar
configuraciones de interés en archivos. El boton More, que aparece
opcionalmente en algunos elementos de WEKA, muestra informacion de
utilidad acerca de la configuracion de los mismos. Estas convenciones para
designar y seleccionar atributos, ayuda, y para guardar y cargar
configuraciones especificas es comun a otros elementos de WEKA.

Una vez configurado, al accionar el boton Apply del area de filtros se modifica
el conjunto de datos (se filtra) y se genera una relacion transformada. Esto se
hace indicar en la descripcion “Current Relation”, que pasa a ser la resultante
de aplicar la operacién correspondiente (esta informacion se puede ver con
mas nitidez en la ventana de log, que ademas nos indicara la cascada de filtros
aplicados a la relacién operativa). La relacion transformada tras aplicar el filtro
podria almacenarse en un nuevo fichero ARFF con el boton Save, dentro de la
ventana Preprocess.

Filtros de discretizacion

Estos filtros son muy utiles cuando se trabaja con atributos numéricos, puesto
que muchas herramientas de analisis requieren datos simbdlicos, y por tanto se
necesita aplicar esta transformacion antes. También son necesarios cuando
queremos hacer una clasificacidon sobre un atributo numérico, por ejemplo
clasificar los alumnos aprobados y suspensos. Este filtrado transforma los
atributos numéricos seleccionados en atributos simbdlicos, con una serie de
etiquetas resultantes de dividir la amplitud total del atributo en intervalos, con
diferentes opciones para seleccionar los limites. Por defecto, se divide la
amplitud del intervalo en tantas "cajas" como se indique en bins (por defecto
10), todas ellas de la misma amplitud.
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Por ejemplo, para discretizar las calificaciones numéricas en 4 categorias,
todas de la misma amplitud, se configuraria asi:

£ weka.gui.GenericObjectEditor =13 x|
weka filters unsupemnvised attribute Discretize
About

Aninstance filter that discretizes a range of
numeric attributes in the dataszet inta

nominal attributes.

irvertSelection Im

findMumBins m

attributelndices W
desiredWeightCfinstancesPerinterval r
useEgualFreguency m

makeBinary m

bins [+

Qpen... | Save... | Ok | Cancel |

observe el resultado después de aplicar el filtro y los limites elegidos para cada
atributo. En este caso se ha aplicado a todos los atributos numéricos con la
misma configuracion (los atributos seleccionados son first-last, no considerando
los atributos que antes del filtrado no eran numéricos). Observe que la relacién
de trabajo ahora (“current relation”) ahora es el resultado de aplicar en
secuencia el filtro anterior y el actual.

A veces es mas util no fijar todas las cajas de la misma anchura sino forzar a
una distribucién uniforme de instancias por categoria, con la opcién
useEqualFrequency. La opcion findNumBins permite opimizar el numero de
cajas (de la misma amplitud), con un criterio de clasificacion de minimo error en
funcién de las etiquetas.

Haga una nueva discretizacion de la relacion (eliminando el efecto del filtro
anterior y dejando la relacion original con el botén Undo) que divida las
calificaciones en 4 intervalos de la misma frecuencia, lo que permite determinar
los cuatro cuartiles (intervalos al 25%) de la calificacién en la prueba: los
intervalos delimitados por los valores {4, 4.8, 5.76}
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Selected atiribute
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‘{-inf-4.005]' 4726
'{4.005-4.794)' 4660
'{4.795-5.754]' 4703
‘(5. 755-inf)’ 4713

| visualize |

Colour: Presentado (Marm;
4703 4713

4660

4726

[T I T

IELAE or

podemos ver que el 75% alcanza la nota de compensacion (4). El 50% esta
entre 4y 5.755, y el 25% restante a partir de 5.755.

Filtros de anadir expresiones

Muchas veces es interesante incluir nuevos atributos resultantes de aplicar
expresiones a los existentes, o que puede traer informacién de interés o
formular cuestiones interesantes sobre los datos. Por ejemplo, vamos a afadir
como atributo de interés la "mejora" sobre la nota de bachillerato, lo que puede
servir para calificar el "éxito" en la prueba. Seleccionamos el filtro de atributos
AddExpression, configurado para obtener la diferencia entre los atributos
calificacién en la prueba, y nota de bachillerato, en las posiciones15 y 16:

& weka.gui.GenericObjectEditor

weka filters unsupervised. attribute AddExpression

About

An instance filter that creates a new attribute by applying a More |
mathematical expression to existing attributes.

dehug |Fa|se LI

name |mejnra

expression [a15-a16

Qpen... | Save... | 0]34 | Cancel |

=10l x|

después de aplicarlo aparece este atributo en la relacién, seria el numero 19,

con el histograma indicado en la figura:
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Filtros de instancias

De entre todas las posibilidades implementadas para filtros de seleccién de
instancias (seleccion de rangos, muestreos, etc.), nos centraremos en la
utilizaciéon de filtros para seleccionar instancias cuyos atributos cumplen
determinadas condiciones.

Seleccion de instancias con condiciones sobre atributos

Vamos a utilizar el filtro RemoveWithValues, que elimina las instancias de
acuerdo a condiciones definidas sobre uno de los atributos. Las opciones que
aparecen en la ventana de configuracion son las indicadas a continuacion.

£ weka.gui.GenericObjectEdite -0l =l

weka filters. unsupervised.instance Removewithialues

attributelndex |Iast|

invertSelection |Fa|se ;'

matchMissingYalues |Fa|se LI

splitfaint (0.0

rrndifyHeacder |Fa|se ;l

nominallindices  |[first-last

Dpen... | Save... | (o]’ | Cancel |

el atributo utilizado para filtrar se indica en "attributelndex". Si es un atributo
nominal, se indican los valores a filtrar en el ultimo parametro, "nominalindices".
Si es numérico, se filtran las instancias con un valor inferior al punto de corte,
"splitPoint". Se puede invertir el criterio de filtrado mediante el campo
"invertSelection".

Este filtro permite verificar una condicidbn simple sobre un atributo. Sin
embargo, es posible hacer un filtrado mas complejo sobre varias condiciones
aplicadas a uno o varios atributos sin mas que aplicar en cascada varios filtros
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A modo de ejempilo, utilice tres filtros de este tipo para seleccionar los alumnos
de Getafe y Leganés con una calificacion de la prueba entre 6.0 y 8.0.
Compruebe el efecto de filtrado visualizando los histogramas de los atributos
correspondientes (localidad y calificacion en la prueba), tal y como se indica en
la figura siguiente:

Selected attribute Selected attribute
Mame: localidad Type: Mom... | Mame: cal_prueha Type: Mu...
Missing: O¢.. Distinct: ... Unigue: 0 (0% Missing: O ... Distinet: ... Unigue: 5§0...
Label Count Statistic Walue
| ||ALPEDRETE a L T B |
|| [|ARANJUEZ 0 = ||| [mimum 7.99 |
C 0 = Wean 6747 =
Zolour: Presentado (Mom) "l ICnInur: Presentado {Mom;) "’l

|

poooooooo Moo Moooooooooonao g 7 7.00

=

oo ] g 0 Loy | g *0

Visualizacion

Una de las primeras etapas del analisis de datos puede ser el mero analisis
visual de éstos, en ocasiones de gran utilidad para desvelar relaciones de
interés utilizando nuestra capacidad para comprender imagenes. La
herramienta de visualizacion de WEKA permite presentar graficas 2D que
relacionen pares de atributos, con la opcién de utilizar ademas los colores para
afadir informacion de un tercer atributo. Ademas, tiene incorporada una
facilidad interactiva para seleccionar instancias con el raton.

Representaciéon 2D de los datos

Las instancias se pueden visualizar en graficas 2D que relacionen pares de
atributos. Al seleccionar la opcién Visualize del Explorer aparecen todas los
pares posibles de atributos en las coordenadas horizontal y vertical. La idea es
que se selecciona la grafica deseada para verla en detalle en una ventana
nueva. En nuestro caso, apareceran todas las combinaciones posibles de
atributos. Como primer ejemplo vamos a visualizar el rango de calificaciones
finales de los alumnos a lo largo de los afios, poniendo la convocatoria (junio o
septiembre) como color de la grafica.
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& Weka Knowledge Explorer: Yisualizing selectividad = =7 ﬂ
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Vamos a visualizar ahora dos variables cuya relacion es de gran interés, la
calificacién de la prueba en funcion de la nota de bachillerato, y tomando como
color la convocatoria (junio o septiembre).

%w::ka Explorer: ¥isualizing selectividad—weka.ﬁlteé oy ] I
|><' nota_bachi (Murm) A d |Y' cal_prueba (Nurm) -
|Co|0ur: convocataria (Marm) hd |Se|ect|nstance -

Clear | Save | Jitter JI H
Plot: selectividad-weka filters unsuperdsed attribute Remove-R5-7,10,12,14,17
[ 2 =
+ FEESE
xR
-
Class calour
I s

en esta grafica podemos apreciar la relacion entre ambas magnitudes, que si
bien no es directa al menos define una cierta tendencia creciente, y como la
convocatoria esta bastante relacionada con ambas calificaciones.

Cuando lo que se relacionan son variables simbdlicas, se presentan sus
posibles valores a lo largo del eje. Sin embargo, en estos casos todas las
instancias que comparten cada valor de un atributo simbdlico pueden ocultarse
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(serian un unico punto en el plano), razén por la que se utiliza la facilidad de
Jitter. Esta opcidon permite introducir un desplazamiento aleatorio (ruido) en las
instancias, con objeto de poder visualizar todas aquellas que comparten un par
de valores de atributos simbdlicos, de manera que puede visualizarse la
proporcion de instancias que aparece en cada region. A modo de ejemplo se
muestra a continuacion la relacion entre las tres asignaturas optativas, y con la

opcion cursada como color

& Weka Explorer: ¥isualizing selectividad-weka filters.unsupervised.attrib _ Ol x|
[ des_asig3 (Norm) ¥ | |v: ves_asigt (vom) -
|Cu|0ur: apciont? (Mom) hd |Rectang|e

| Clear Save ‘ Jitter

=
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puede verse una marcada relacion entre las asignaturas opcionales, de manera
que este grafico ilustra qué tipo de asignaturas engloba cada una de las cinco
posibles opciones cursadas.

Se sugiere preparar el siguiente grafico, que relaciona la calificacion obtenida
en la prueba con la localidad de origen y la nota de bachillerato, estando las
calificaciones discretizadas en intervalos de amplitud 2

&\Veka Explorer: Yisualizing selectividad-weka.filters.unsupervised.attribute.Remove-| i | ﬁ ‘
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Aqui el color trae mas informacion, pues indica en cada intervalo de
calificaciones de la prueba, la calificacion en bachillerato, lo que permite ilustrar
la "satisfaccion" con la calificacion en la prueba o resultados no esperados,
ademas distribuido por localidades.

Filtrado “grafico” de los datos

WEKA permite también realizar filtros de seleccién de instancias sobre los
propios graficos, con una interaccion a través del raton para aislar los grupos
de instancias cuyos atributos cumplen determinadas condiciones. Esta facilidad
permite realizar filtrados de instancias de modo interactivo y mas intuitivo que
los filtros indicados en la seccion 1.4.2.2. Las opciones que existen son:

e Seleccién de instancias con un valor determinado (hacer clic sobre la
posicion en el grafico)

e Seleccibn con un rectangulo de un subconjunto de combinaciones
(comenzando por el vértice superior izquierdo) (Rectangle)

e Seleccién con un poligono cerrado de un subconjunto (Polygon)
e Seleccidn con una linea abierta de frontera (Polyline)
Por ejemplo, a continuacién se indica la seleccién de alumnos que obtuvieron

una calificacion por debajo de sus expectativas (calificacion en la prueba
inferior a su nota en el bachillerato), con la opcién Polygon.

& weka Explorer: Visualizing selectividad-weka.filkers.unsupervised.attribute.Remove-R5,5,7,10,12 oy [

Y- cal_prueha (Mom)

-
Colour: cal_pruek Folygan v
Submit I Clear Save |

Flot selectividad-weka filters unsupervised attribute Remove-R5,6,7,10,12,14,17-weka filters unsupenised attribute Discretize-B10-M-1 0-R3 10

L
Jitter — |

Clags colour

'i-ing-0.9862]' ' (0.262-1.324]" 'i4.81-5.772]" t15.734-7.696] "

Una vez realizada la seleccién, la opcion Submit permite eliminar el resto de

instancias, y Save almacenarlas en un fichero. Reset devuelve la relacion a su
estado original.

Utilice estas facilidades graficas para hacer subconjuntos de los datos con los
alumnos aprobados de las opciones 1y 2 frente a los de las opciones 3, 4 y 5.
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Salve las relaciones filtradas para a continuacién cargarlas y mostrar los
histogramas, que apareceran como se indica en la figura siguiente.
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Asociacion

Los algoritmos de asociacion permiten la busqueda automatica de reglas que
relacionan conjuntos de atributos entre si. Son algoritmos no supervisados, en
el sentido de que no existen relaciones conocidas a priori con las que
contrastar la validez de los resultados, sino que se evalua si esas reglas son
estadisticamente significativas. La ventana de Asociacion (Associate en el
Explorer), tiene los siguiente elementos:
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Seleccion y configuracion del algoritmo de asociacion

& Weka Knowledge Explorer
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El principal algoritmo de asociacion implementado en WEKA es el algoritmo
"Apriori". Este algoritmo unicamente puede buscar reglas entre atributos
simbdlicos, razén por la que se requiere haber discretizado todos los atributos

numeéericos.

Por simplicidad, vamos a aplicar un filtro de discretizacion de todos los atributos
numeéricos en cuatro intervalos de la misma frecuencia para explorar las
relaciones mas significativas. El algoritmo lo ejecutamos con sus parametros

por defecto.

&Weka Knowledge Explorer - |E| 5[
Preprocess I Classify | Clusker  ASsOCAtE | Select attributes I Visualize |
hssociator
Choose IADriDI‘i -M20-TO-C09-D00S-U1.0-M0O1-5-1.0 |
Start | ET | rAssociator output
Best rules found: =]

Result list {right-click for o

09 - Apriori . opcionl®=4 5984 ==> des_asigl=MATEM.CCS3 5954 conf:(l)
43 - Aprioti . opcionl®=4 des_Idiona=INGLEY 5935 ==> des_asigl=MATEM.CCS3 5335 conf: (1)
. opcionl?=d Presentado=31 5927 ==> des_asigl=MATEN.CC35 5927 conf: (1)

1
z
3
4. opcionl?=d des_Idioma=INGLES Presentado=31 5878 ==» des_asigl=MATEM.CC33 5878 c
5. des_asigl=MATEM.CC35 5985 ==> opcionl?=4 5954
&
7
]
E

conf:(l)
. des_Tdioma=TNGLES des_asigl=MATEM.CCSS 5936 ==» opcionl?=4 5335 conf:(l)
. des_asigl=MATEM.CCSS Presentado=31 5926 ==F opcionl?®=4 5327 conf: (1)

. des_Tdioma=INGLES des_asigl=MATEMN.CC3S Presentado=35I 5879 ==> opcionl®=4 5378 [
. Afio_académico='(1998.5-2000.5]"' 6376 ==» des_Idioma=INGLES 6350 conf: (1)
10. Afio_académico='(1998.5-2000,5]' Presentado=5I 6330 ==> des_Idioma=INGLES 6304 C

11. conwocatoria=J 14099 ==> Presentado=5I 14014 conf: (0.99)
12, conwvocatoria=7 des_Tdioma=INGLES 13960 ==> Presentado=5I 13575 cont: (0.99)
13, Afio_académico='(1993.5-2000.5]' 6376 ==> Presencado=3I 6330 cong: (0.99)

14, Afio_académico='(1993.5-2000,5]' des Idioma=INGLES 6350 == Presentado=5I 6304 c
15. des_asigl=MATEM.CCSS 5985 ==> des Idioma=INGLES 5936 conf: (0.99)
16. opcionl®=4 5984 ==> des Idioma=INGLE® des_asigl=MATEM.CC33 55935

17. opcionl?®=d4d des_asigl=MATEM.CC33 5384 ==> des_Idioma=INGLE3 53835

16. opcionl?=4 5384 ==» des_Tdioma=INGLES 5335 conf: (0.99)

1 Ase TAirma-THETRE 10414 ——~ Drasantada—ST 10467

conf: (0.99)
conf: (0.99)

Pr PR -1-1)

Statu:
’VOK
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las reglas que aparecen aportan poca informacion. Aparecen en primer lugar
las relaciones triviales entre asignaturas y opciones, asi como las que
relacionan suspensos en la prueba y en la calificacién final. En cuanto a las que
relacionan alumnos presentados con idioma seleccionado son debidas a la
fuerte descompensacion en el idioma seleccionado. Lla abrumadora mayoria
de los presentados a la prueba de idioma seleccionaron el inglés, como indica
la figura siguiente:

& Weka Knowledge Explorer: ¥isualizing selectividad-weka.filters.unsupes =10 ﬂ
|}(: Afio_académico (Morm) ﬂ |‘r’: des_|dioma (Morm) ﬂ
Colour: Presentado (Nom) ﬂ |Se|ect|nstance ﬂ

Clear Save | Jitker J|
Flot: selectividad-weka. filkers,unsupervised, attribute  Discretize-F-B4-Rfirst-last
+ I |
+ I
' {2001, S-inf] " |
Class colour

o] | © 5 20 > || 3 29 2 £ €1 ol 8 W19 + | 94 B4 2 [Ev MESTACAW 1

-

Con objeto de buscar relaciones no conocidas, se filtraran ahora todos los
atributos relacionados con descriptores de asignaturas y calificaciones
parciales, quedando unicamente los atributos:

Afio_académico
convocatoria
localidad
opcionl®

cal prueba
nota bachi

En este caso, las reglas mas significativas son:

1. nota bachi='"(8-inf)' 2129 ==> convocatoria=J 2105 conf: (0.99)

2. cal prueba='(5.772-7.696]"' nota bachi="'(6-8]"' 2521 ==>
convocatoria=J 2402 conf: (0.95)

3. cal prueba='(5.772-7.696]"' 4216 ==>
convocatoria=J 3997 conf: (0.95)
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estas reglas aportan informacion no tan trivial: el 99% de alumnos con nota
superior a 8 se presentan a la convocatoria de Junio, asi el 95% de los
alumnos con calificacion en la prueba entre 5.772y 7.

& Weka Knowledge Explorer: ¥isualizing selectividad-weka.filters.unsupel 13l x|

IX cal_prueba (Momj)

|Wweka Knowledge Explorer: Visualizing selectividad-weka.filkers unsupervised. attribute Remove-RS-14,
= | = =

convocataria (Mo} H ISe lectInstance LI

Reset Clear Save | Ttker I

.|

Plat: selectividad-weka.filkers, unsupervised. attribute. Remove-RS5-14, 1 7-18-weka. filkers, unsupervised. attribute  Discretize-B10-RFirst-weka. Filters unsupervised. att

Class colour

o] & 5 10 3 || a0 o] ] 1] o B | o B ] 2T (GBS T@AW e

= =

Il

es significativo ver que no aparece ninguna relacion importante entre las
calificaciones, localidad y afio de la convocatoria. También es destacado ver la
ausencia de efecto de la opcion cursada.

Si preparamos los datos para dejar solo cinco atributos,

Afio_académico
convocatoria
localidad
opcionl?

cal final,

con el ultimo discretizado en dos grupos iguales (hasta 5.85 y 5.85 hasta 10),
tenemos que de nuevo las reglas mas significativas relacionan convocatoria
con calificacion, pero ahora entran en juego opciones y localidades, si bien
bajando la precision de las reglas:

1. opcionl?®=1 cal final='(5.685-inf)"' 2810 ==>
convocatoria=J 2615 conf: (0.93)
2. localidad=LEGANES cal final='(5.685-inf)"' 2514 ==>
convocatoria=J 2315 conf: (0.92)
3. Afio_académico="'(1998.4-2000.2]"' cal final='(5.685-inf)"' 3175 ==>
convocatoria=J 2890 conf: (0.91)
4. cal final='(5.685-inf)"' 9397 ==>
convocatoria=J 8549 conf: (0.91)
5. opcionl®=4 cal final='(5.685-inf)"' 2594 ==>
convocatoria=J 2358 conf: (0.91)
6. Afio_académico="'(2000.2-inf)"' cal final='(5.685-inf)"' 3726 ==>
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convocatoria=J 3376 conf: (0.91)
7. localidad=GETAFE cal final='(5.685-inf)"' 2156 ==>
convocatoria=J 1951 conf: (0.9)

Al filtrar la convocatoria, que nos origina relaciones bastante evidentes,
tendremos las reglas mas significativas entre localidad, afo, calificacion y
opcion. Como podemos ver, al lanzar el algoritmo con los parametros por
defecto no aparece ninguna regla. Esto es debido a que se forzé6 como umbral
minimo aceptable para una regla el 90%. Vamos a bajar ahora este parametro
hasta el 50%:

T=
weka, associations. Apriori
About
Finds association rules. More |
delta [0.05
lowerBoundMinSuppart ID.1
mekricType |Conﬂdence LI
minfetric IU. 5
nurmRules |1 0
removealMissingCols IFaISE LI
significanceLevel |-1 a
upperBoundMinsupport |1 nil
P— I E— | .................. e Cancel

Best rules found:

1. opcionl®=4 5984 ==> cal final='(-inf-5.685]"' 3390 conf: (0.57)
2. opcionl®=1 5131 ==> cal final='(5.685-inf)"' 2810 conf: (0.55)
3. Afio_académico="'(2000.2-inf)"' 7049 ==>

cal final='(5.685-inf)"' 3726 conf: (0.53)
4. opcionl?®=2 4877 ==> cal final='(5.685-inf)"' 2575 conf: (0.53)
5. localidad=GETAFE 4464 ==>

cal final='(-inf-5.685]" 2308 conf: (0.52)
6. localidad=LEGANES 4926 ==>

cal final='(5.685-inf)"' 2514 conf: (0.51)
7. Afio_académico="'(1998.4-2000.2]"' 6376 ==>

cal final='(-inf-5.685]" 3201 conf: (0.5)

Por tanto, forzando los términos, tenemos que los estudiantes de las 2 primeras
opciones tienen mayor probabilidad de aprobar la prueba, asi como los
estudiantes de la localidad de Leganés. Los estudiantes de Getafe tienen una
probabilidad superior de obtener una calificacién inferior. Hay que destacar que
estas reglas rozan el umbral del 50%, pero han sido seleccionadas como las
mas significativas de todas las posibles. También hay que considerar que si
aparecen estas dos localidades en primer lugar es simplemente por su mayor
volumen de datos, lo que otorga una significatividad superior en las relaciones
encontradas. Si se consulta la bibliografia, el primer criterio de selecciéon de
reglas del algoritmo "A priori" es la precision o confianza, dada por el
porcentaje de veces que instancias que cumplen el antecedente cumplen el
consecuente, pero el segundo es el soporte, dado por el numero de instancias
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sobre las que es aplicable la regla. En todo caso, son reglas de muy baja
precision y que habria que considerar simplemente como ciertas tendencias.

Agrupamiento

La opcién Cluster del Experimenter nos permite aplicar algoritmos de
agrupamiento de instancias a nuestros datos. Estos algoritmos buscan grupos
de instancias con caracteristicas "similares", segun un criterio de comparacién
entre valores de atributos de las instancias definidos en los algoritmos.

El mecanismo de seleccion, configuracion y ejecucidn es similar a otros
elementos: primero se selecciona el algoritmo con Choose, se ajustan sus
parametros seleccionando sobre el area donde aparece, y se después se
ejecuta. El area de agrupamiento del Explorer presenta los siguientes
elementos de configuracion:

Seleccién y configuracion del algoritmo

& Weka Knowledge Explorer w3

Preprocess | Classify Cluster | associate | Select attributes | Visualize |

! Cluster mode i b rClusterer oukput H
i I
| (% Use training set : i -l E
! i
. ! ™ Supplied test set Seb.,, :| ! 1
Evaluacion ' ! 1
; H
del resultado i = Percentage split Ya IBB E i '
de cluster \ ™ lasses to clusters evaluation i E
i I
; {Nor) Presentado ¥ | i
! i
' |

[ Store clusters Far visualization !
I

Ignore attributes

|
Start Stop | !
|
T

i Clusters en
-~ rResult bt {right-slick for-optionsy ——=--—=—-==---—--—- . | Clust
: K| | v E
Visualizacion Status L D
de resultados OK - > x

Una vez que se ha realizado la seleccion y configuracion del algoritmo, se
puede pulsar el boton Start, que hara que se aplique sobre la relacion de
trabajo. Los resultados se presentaran en la ventana de texto de la parte
derecha. Ademas, la ventana izquierda permite listar todos los algoritmos vy
resultados que se hayan ejecutado en la sesién actual. Al seleccionarlos en
esta lista de visualizacién se presentan en la ventana de texto a la derecha, y
ademas se permite abrir ventanas graficas de visualizacién con un menu
contextual que aparece al pulsar el botdn derecho sobre el resultado
seleccionado. Por ultimo, en esta opcidn de Agrupamiento aparecen las
siguientes opciones adicionales en la pantalla.

Técnicas de Analisis de Datos Pagina 183 de 266
© José M. Molina / Jesus Garcia



Capitulo 4 Técnicas de Analisis de Datos en Weka

Ignorar atributos

La opcion Ignoring Attributes permite sacar fuera atributos que no interesa
considerar para el agrupamiento, de manera que el analisis de parecido entre
instancias no considera los atributos seleccionados. Al accionar esta opcion
aparecen todos los atributos disponibles. Se pueden seleccionar con el botén
izquierdo sobre un atributo especifico, o seleccionar grupos usando SHIFT para
un grupo de atributos contiguos y CONTROL para grupos de atributos sueltos.

Evaluacion

La opcion Cluster Mode permite elegir como evaluar los resultados del
agrupamiento. Lo mas simple es utilizar el propio conjunto de entrenamiento,
Use tranining set, que indica que porcentaje de instancias se van a cada
grupo. El resto de opciones realizan un entrenamiento con un conjunto, sobre
el que construyen los clusters y a continuacion aplican estos clusters para
clasificar un conjunto independiente que puede proporcionarse aparte
(Supplied test), o ser un porcentaje del conjunto de entrada (Percentage
split). Existe también la opcion de comparar los clusters con un atributo de
clasificacion (Classes to clusters evaluation) que no se considera en la
construiccion de los clusters. Nosotros nos centraremos unicamente en la
primera opcion, dejando el resto de opciones de evaluacion para mas adelante,
cuando lleguemos a los algoritmos de clasificacion.

Finalmente, el cuadro opcional de almacenamiento de instancias, Store
clusters for visualization, es muy util para después analizar los resultados
graficamente.

Agrupamiento numeérico

En primer lugar utilizaremos el algoritmo de agrupamiento K-medias, por ser
uno de los mas veloces y eficientes, si bien uno de los mas limitados. Este
algoritmo precisa unicamente del numero de categorias similares en las que
queremos dividir el conjunto de datos. Suele ser de interés repetir la ejecucion
del algoritmo K-medias con diferentes semillas de inicializacion, dada la notable
dependencia del arranque cuando no esta clara la solucion que mejor divide el
conjunto de instancias.

En nuestro ejemplo, vamos a comprobar si el atributo “opcién” divide
naturalmente a los alumnos en grupos similares, para lo que seleccionamos el
algoritmo SimpleKMeans con parametro numClusters con valor 5. Los
resultados aparecen en la ventana de texto derecha:
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& weka Erplorer ] 73]
Frepracess | Classify Cluster | Assodiate | Select attributes | Visualize |
Clustersr
[ choose |simplekMeans 155 10 |
~Cluster mod ~Clusterer output
& Use training set =]
" Supplied test set e, Cluster O
Mean/Mode: 10999,3373 T LEGANES 3 4.5909 5.0068 4. 6t
& gzt 66 Std Devs: 2.0283 W/A H/A H/A 1.708¢
" Classes to clusters evaluation Cluster 1
H Mode: 1999.4418 J LEGANES 4 4.7562 5.0484 4. d
(Norm) Presentac - een/tode
std Devs: 2.1957 N/A Hik Nk 1.641¢
[ Store clusters For visualization Cluster 2
Mean/Mode: 1999.2657 J LEGANES 2 5.1483 5.386 5.2t
Ignore attributes I Gtd Devs: Z.240Z2 N/A Nrh N/h 1.623
Cluster 3
Start Stop | Mean/Mode: 1999.5421 5 GETAFE 2 4.0796 4.052 3.850
std In H 2.0405 W/A N/A N/h 1.541°
il gt e ey i) evs 4 i L
Cluster 4
18:12:40 - SimplekMeans Mean/Mode: 1999.4963 J GETAFE 1 5.015 5.3775 5.3
BRI E Std Devs: 2.2235 WA H/A H/A 1.687%
18:15:40 - SimplekMeans
18:16:35 - SimplekMeans Clustersd Instances
- SimplekMeans
- SimplekMeans
G o 2413 { 13%)
SimplekMeans
1 6033 { 32%)
z 3699 ( 20%)
3 1381 1 7%
4 5266 | 28%)
=
K r

Skatu:
|VOK

e

Nos aparecen los 5 grupos de ejemplos mas similares, y sus centroides
(promedios para atributos numéricos, y valores mas repetidos en cada grupo
para atributos simbdlicos).

En este caso es de interés analizar graficamente como se distribuyen
diferentes valores de los atributos en los grupos generados. Para ello basta
pulsar con botdn derecho del raton sobre el cuadro de resultados, y seleccionar
la opcion visualizeClusterAssignments

Status
’V Ok

18:13:45 -
18:15:40 -
18:16:35 -
18:17:58 -
18:25:35 -

- SimplekMea

SimplekMeans
SimplekMeans
SimplekMeans
SimplekMeans
SimplekMeans

View in main window
‘Wiew in separate window
Save result buffer

Std Devs:
Clustered Instances
n 2413 | 13%)
6033 [ 32%)
3699 | 20%)
1391 [ 7%)

Load model
Save model
Re-evaluate mode] on current test set

Wisualize cluster assignments

Yisualize kree

5266 | 28%)

Si seleccionamos combinaciones del atributo opcién con localidad, nota o
convocatoria podemos ver la distribucion de grupos:
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 Wekca Chusterer Visualize: 18:30:49 - SimplesMeans (selectividad)
[Cakour Chstr (Hom) =] [memet instancs

[ eaiz:.

B S Al
Lt ]
-1l x|
T =
[Cokeur: Chastar (Hom} =] [z =]
g

e 2 e DS eWi
B 6 & a5 s 4 M 48 M

A la vista de estos graficos podemos concluir que el “parecido” entre casos
viene dado fundamentalmente por las opciones seleccionadas. Los clusters 0,
1y 4 se corresponden con las opciones 3, 4 y 1, mientras que los clusters 2y 3
representan la opcion 3 en las convocatorias de junio y septiembre.

Aprovechando esta posibilidad de buscar grupos de semejanzas, podriamos
hacer un analisis mas particularizado a las dos localidades mayores, Leganés y
Getafe, buscando qué opciones y calificaciones aparecen con mas frecuencia.
Vamos a preparar los datos con filtros de modo que tengamos unicamente tres
atributos: localidad, opcion, y calificacion final. Ademas, discretizamos las
calificaciones en dos grupos de la misma frecuencia (estudiantes con mayor y
menor éxito), y unicamente nos quedamos con los alumnos de Leganés y
Getafe. Utilizaremos para ello los filtros adecuados. A continuacion aplicamos
el algoritmo K-medias con 4 grupos.
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& Weka Explorer _ 1Ol x|

Preprocess | Classify C|UStEf|Associate Select aftributes | Visualize
Clusterar

SimpleKMeans - 4 -5 10

Cluster maode Clusterer output

" Use training set -l
Cluster centroids:
" Supplied test set |

. l— Cluster 0
& [PrenizE i N Mean/Mode: GETAFE 2 '(-inf-5.6585]'
" Classes to clusters evaluation Std Devs: N/a I N/
(Norn cal_final Ll Fluster 1 _
Mean/Mode: LEGANES 4 '({-inf-5.685]'
v Store clusters for visualization Std Dews: N/a N/ N/
Cluster 2

Mean/Mode: LEGANES 1 '(5.685-inf)’

lgnore attributes |
5td Dews: HN/h HNAR NAL

| Cluster 3

Start Mean/Mode: GETAFE 4 '(5.655-inf)'

Result list (fight-click for options) SECIEE S

20:37.56 - SimplekMeans ;I Clustered Instances -
21 Simple S qI | _;I_I

Status

oK Log | wm

vemos que los grupos nos muestran la presencia de buenos alumnos en
Getafe en la opcion 4, y buenos alumnos en Leganés en la opcién 1, siempre
considerando estas conclusiones como tendencias en promedio. Graficamente
vemos la distribucion de clusters por combinaciones de atributos:

& weko Clusterer Visalize: 2025 - Simplet™eans (selectivid

Si consideramos que en Leganés hay escuelas de ingenieria, y en Getafe
facultades de Humanidades, podriamos concluir que podria ser achacable al
impacto de la universidad en la zona.

El algoritmo EM proviene de la estadistica y es bastante mas elaborado que el
K-medias, con el coste de que requiere muchas mas operaciones, y es
apropiado cuando sabemos que los datos tienen una variabilidad estadistica de
modelo conocido. Dada esta mayor complejidad, y el notable volumen del
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fichero de datos, primero aplicaremos un filtro de instancias al 3% para dejar un
numero de 500 instancias aproximadamente. Para esto ultimo iremos al

preprocesado y aplicamos un filtro de instancias, el filtro Resample, con factor
de reduccién al 3%:

& weka.gui.GenericObjectEditor - |EI|5|

weka,filkers, unsupervised.instance Fesample
About

Produces a random subsample of a dataset. More |

randomseed I'l

samplesizePercent |3

Open... | Save,.. |

Una ventaja adicional del algoritmo de clustering EM es que permite ademas
buscar el numero de grupos mas apropiado, para lo cual basta indicar a —1 el
numero de clusters a formar, que es la opcion que viene por defecto. Esto se
interpreta como dejar el parametro del numero de clusters como un valor a
optimizar por el propio algoritmo.

Tras su aplicacién, este algoritmo determina que hay cinco clusters
significativos en la muestra de 500 alumnos, y a continuacién indica los
centroides de cada grupo:

& weka Explorer —1ol x|
Preprocess | Classfy Cluster | associate | Select attributes | visualizs |
Clusterer

Choose  |EM -1 100 -M -1 -5 100 -M 1,0E-6

Cluster mode: Clusterst sutput

& Use training set

Lo

 Supplied test set Seb,., =
" Percentage spit % |66 = J
" Classes to dusters svaluation

(Mom) Presentada v
[ Store clusters for visualization Cluster: 0 Prior probability: 0.2447

Mumber of clusters selected by cross validation: §

Attribute: Afio_académico

Ignors attributes | | Mornar bistribucion. Hemn = 1999.2071 Stev = 2.1278

Attribute: convecatoria
Start Stop |
Discrete Estimator. Counts = 73 67 (Total = 140)

Result list {right-click For options) Attribute: localidad
15112:40 - SmpleKMeans Discrete Estimator. Counts = 1 8122144192401 1391277:
15:13:45 - SimplekMeans e
18:15:40 - SmpleKMeans Discrete Estimator. Counts = 37 34 16 53 3 [Total = 143}
18:16:35 - SimplekMeans Attribute: nota |
16:17:58 - SimplekMeans Normal Distributi = 3.5109 Stdbev = 1.3578
16:25:35 - SimplekMeans Attribute: nota_]
16:30:49 - SimplekMeans Normal Distributi = 3.3315 Stdbev = 1.8965
16:45:23 - EM Attribute: nota_Idioma
18:46:34 - EM Hornal Distribution. Mean = 3.1948 StdDev = 1.6092
16:47:35 - EM Attribute: des_Idioma
16:49:17 - EM

Discrete Estimator. Counts = 137 3 1 (Toral = 14lj

Attribute: des_asigl

Dliscrer.e Estimator. Counts = 34 ? 2 16 53 37 1 (Total = 145} =
4 »

Status

@iz o ]| g

Al igual que antes, es interesante analizar el resultado del agrupamiento sobre
diferentes combinaciones de atributos, haciendo uso de la facilidad
visualizeClusterAssignments
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Weka Chesterer Visualize: 185017 - EM (selectividad-mek

Por tanto podria concluirse que para este segundo algoritmo de agrupamiento
por criterios estadisticos y no de distancias entre vectores de atributos,
predomina el agrupamiento de los alumnos basicamente por tramos de
calificaciones, independientemente de la opcidon, mientras que en el anterior
pesaba mas el perfil de asignaturas cursado que las calificaciones.

Esta disparidad sirve para ilustrar la problematica de la decision del criterio de
“parecido” entre instancias para realizar el agrupamiento.

Agrupamiento simbdlico

Finalmente, como alternativa a los algoritmos de agrupamiento anteriores, el
agrupamiento simbdlico tiene la ventaja de efectuar un analisis cualitativo que
construye categorias jerarquicas para organizar los datos. Estas categorias se
forman con un criterio probabilistico de "utilidad", llegando a las que permiten
homogeneidad de los valores de los atributos dentro de cada una y al mismo
tiempo una separacion entre categorias dadas por los atributos, propagandose
estas caracteristicas en un arbol de conceptos.

Si aplicamos el algoritmo cobweb con los parametros por defecto sobre la
muestra reducida de instancias (dada la complejidad del algoritmo), el arbol
generado llega hasta 800 nodos. Vamos a modificar el parametro cut-off, que
permite poner condiciones mas restrictivas a la creacidén de nuevas categorias
en un nivel y subcategorias. Con los parametros siguientes se llega a un arbol
muy manejable:

& weka.gui.GenericObjectEdik - | Ellﬂ

weka, clusterers, Cobweb

acuity |1 n

cukaff ||:|,45

savelnstancelata ITrUE

Open. .. | Save.. |
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la opcidn savelnstanceData es de gran utilidad para después analizar la
distribucion de valores de atributos entre las instancias de cada parte del arbol
de agrupamiento. Una vez ejecutado Cobweb, genera un resultado como el
siguiente:

inlx

Preprocess | Classfy Cluster | associate | Select attributes | visualizs |

a
’V Choose: I[nhwehrnlﬂrcn.‘ts |

~Cluster ~Clusterer output
£ Uss training set === Evaluation on training set === [
£ Supplied test set Set.,
Number of merges: 22
" Percentage spiit % |66 Number of splits: 15

' Classes to custers evaluation Humber of clusters: 6
-
{Mom) Presentado T ) [T
[ Stare cluskers For visuglization | lear 1 [158]
node 0 [564]
Ianore ttributes | | nede z [226]
|1 leaf 3 [83]
Start Stop | | nede z [226]

| | leaf 4 [143]
~Result list (right-click for options) node 0 [564]
19:04:45 - Cobweb | leaf § [182]
19:06:25 - Cobweb
19:08:05 - Cobweb
19:08:56 - Cobweb
19:09:49 - Cobweb

Clustered Instances

1 187 { 28%)
3 83 ( 15%)
4 14z { 25%)
H 182 { 32%)
1] | »
Statu:

hay 3 grupos en un primer nivel, y el segundo se subdivide en otros dos. De
nuevo activando el boton derecho sobre la ventana de resultados, ahora
podemos visualizar el arbol graficamente:

& Weka Classifier Tree ¥Yisualizer: 19:10:31 - Cobweb (se| o [ m] | |
~Tree Yiew

[weka Classifier Tree Visualizer: 19:10:31 - Cob

Center on Top Mode

Fit ko Screen
Auka Scale

Select Font ]

las opciones de visualizacién aparecen al pulsar el botén derecho en el fondo
de la figura. Se pueden visualizar las instancias que van a cada nodo sin mas
que pulsar el botébn derecho sobre él. Si nos fijamos en como quedan
distribuidas las instancias por clusters, con la opcién
visualizeClusterAssignments, llegamos a la figura:
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B, weka Clusterer Visualize: 19:21:51 - Cobweb (selectividad-weka.fi oy [=]

I}( localidad (Mom) ﬂ IY opcion1® (Nom)
Icalaur Cluster {(Morm) LI ISe\ectInstance

U Ll

Reset Clear Save | i
Jtber | ——— |

Plok: selectividad-weka,Fiters unsupervised instance. Resample-53-23.0_clustered

! C CIE EL_
IRA CER  COL

Class colour

clusterd clusterl clusters

por tanto, vemos que de nuevo vuelve a pesar la opcion como criterio de
agrupamiento. Los nodos hoja 1, 3, 4 y 5 se corresponden con las opciones
cursadas 2, 3, 1y 4 respectivamente. En un primer nivel hay tres grupos, uno
para la opcién 2, otro para la opcién 4 y otro que une las opciones 1y 3. Este
ultimo se subdivide en dos grupos que se corresponden con ambas opciones.

Clasificacion

Finalmente, en esta seccion abordamos el problema de la clasificacion, que es
el mas frecuente en la practica. En ocasiones, el problema de clasificacion se
formula como un refinamiento en el analisis, una vez que se han aplicado
algoritmos no supervisados de agrupamiento y asociacion para describir
relaciones de interés en los datos.

Se pretende construir un modelo que permita predecir la categoria de las
instancias en funciéon de una serie de atributos de entrada. En el caso de
WEKA, la clase es simplemente uno de los atributos simbdlicos disponibles,
que se convierte en la variable objetivo a predecir. Por defecto, es el ultimo
atributo (ultima columna) a no ser que se indique otro explicitamente. La
configuracion de la clasificacion se efectua con la ventana siguiente:
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Seleccion y configuracion del algoritmo de clasificacion

&Weka Knowledge Explorer -1al x|
Freprocess C|388if‘f| Cluster| Associate | Select attibutes | Visualize |
I L
|
i Choose  |J4B-C0.26-M2 !
U
1
PR Pe———————— T T e e i
1 LIS 1
!  Use training set i des_asigd ﬂ:
i i calif_asigd |
!  Supplied test set : i cal_pruebs |
1 1 {l
! & Crosswalidation  Folds [10 i nota_backi I
Modo de H HH cal final H
evaluacion del : " Parcantage split i3 : : Presentado :
. ! : Test mode: 10-fold crogs-validation !
clasificador ! i :
1
:=== Classifier model (full training set) |
1 :
h48 pruned tree :
1 {l
. Pt |
Atributo i !
seleccionado Falj[ueha <= 0:; N0 (153.0) |
tal_prueba » 0: 51 (18649.0/2.0) 1
como clase ' |
humber of Leaves : 2 : MOdelO y
1 s
i i|| evaluacion
£ th : 3 f
FIZE o e tree : (en teXtO)
| i
1 (I
. . ., Tine taken to build model: 3.29 seconds |
Visualizacion ' |
de resultados @ ‘--dlb--mm-------------44 o= sty i ey A — mmmmmmmmmmmmmm e e e e —_4'
Gtatus

}mlnicin”] tnrmen‘..l =1 | _ij:ltnsasl mWeka-u.l ‘Weka”.l QWEka DE\ile‘

la parte superior, como es habitual sirve para seleccionar el algoritmo de
clasificacion y configurarlo. El resto de elementos a definir en esta ventana se
describen a continuacion.

Modos de evaluacion del clasificador

El resultado de aplicar el algoritmo de clasificacién se efectua comparando la
clase predicha con la clase real de las instancias. Esta evaluacién puede
realizarse de diferentes modos, segun la seleccién en el cuadro Test options:

e Use training set: esta opcion evalua el clasificador sobre el mismo conjunto
sobre el que se construye el modelo predictivo para determinar el error, que
en este caso se denomina "error de resustitucion". Por tanto, esta opcion
puede proporcionar una estimacibn demasiado optimista del
comportamiento del clasificador, al evaluarlo sobre el mismo conjunto sobre
el que se hizo el modelo.

e Supplied test set: evaluacién sobre conjunto independiente. Esta opcidn
permite cargar un conjunto nuevo de datos. Sobre cada dato se realizara
una prediccidon de clase para contar los errores.

e Cross-validation: evaluacion con validacion cruzada. Esta opcién es la
mas elaborada y costosa. Se realizan tantas evaluaciones como se indica
en el parametro Folds. Se dividen las instancias en tantas carpetas como
indica este parametro y en cada evaluaciéon se toman las instancias de cada
carpeta como datos de test, y el resto como datos de entrenamiento para
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construir el modelo. Los errores calculados son el promedio de todas las
ejecuciones.

e Percentage split : esta opcion divide los datos en dos grupos, de acuerdo
con el porcentaje indicado (%). El valor indicado es el porcentaje de
instancias para construir el modelo, que a continuacion es evaluado sobre
las que se han dejado aparte. Cuando el numero de instancias es
suficientemente elevado, esta opcidn es suficiente para estimar con
precision las prestaciones del clasificador en el dominio.

Ademas de estas opciones para seleccionar el modo de evaluacion, el botdn
More Options abre un cuadro con otras opciones adicionales:

£ Classifier evaluati -0l x|

¥ Ou

¥ Dutput per-class stats

[ Output entropy evaluation measures
Iv Output confusion rmatrix

[+ Store predictions for visualization

r

[ | Cost-sensitive evaluation
Random seed for xval f % Snlit 1

Ok |

Output model: permite visualizar (en modo texto y, con algunos algoritmos, en
modo grafico) el modelo construido por el clasificador (arbol, reglas, etc.)

Output per-class stats: obtiene estadisticas de los errores de clasificacion por
cada uno de los valores que toma el atributo de clase

Output entropy evaluation measures: generaria también medidas de
evaluacion de entropia

Store predictions for visualization: permite analizar los errores de
clasificaciéon en una ventana de visualizacion

Cost-sensitive evaluation: con esta opcion se puede especificar una funcién
con costes relativos de los diferentes errores, que se rellena con el boton Set

en nuestro ejemplo utilizaremos los valores por defecto de estas ultimas
opciones.

Evaluacion del clasificador en ventana de texto

Una vez se ejecuta el clasificador seleccionado sobre los datos de la relacion,
en la ventana de texto de la derecha aparece informacién de ejecucion, el
modelo generado con todos los datos de entrenamiento y los resultados de la
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evaluacion. Por ejemplo, al predecir el atributo "presentado”, con un arbol de
decision de tipo J48, aparece el modelo textual siguiente:

J48 pruned tree

cal prueba <= 0: NO (153.0)
cal prueba > 0: SI (18649.0/2.0)

Number of Leaves : 2

Size of the tree : 3

Se obtiene a partir de los datos esta relacion trivial, salvo dos Unicos casos de
error: los presentados son los que tienen una calificacion superior a 0. Con
referencia al informe de evaluacion del clasificador, podemos destacar tres
elementos:

Resumen (Summary): es el porcentaje global de errores cometidos en la
evaluacién

Precisidon detallada por clase: para cada uno de los valores que puede
tomar el atributo de clase: el porcentaje de instancias con ese valor que son
correctamente predichas (TP: true positives), y el porcentaje de instancias
con otros valores que son incorrectamente predichas a ese valor aunque
tenian otro (FP: false positives). Las otras columnas, precision, recall, F-
measure, se relacionan con estas dos anteriores.

Matriz de confusién: aqui aparece la informacion detallada de cuantas
instancias de cada clase son predichas a cada uno de los valores posibles.
Por tanto, es una matriz con N? posiciones, con N el nimero de valores que
puede tomar la clase. En cada fila i, i=1...N, aparecen las instancias que
realmente son de la clase i, mientras que las columnas j, j=1...N, son las
que se han predicho al valor j de la clase. En el ejemplo anterior, la matriz
de confusion que aparece es la siguiente:

=== Confusion Matrix ===

a b <-- classified as
18647 0 | a = SI
2 153 | b = NO

por tanto, los valores en la diagonal son los aciertos, y el resto de valores
son los errores. De los 18647 alumnos presentados, todos son
correctamente clasificados, mientras que de los 155 no presentados, hay
153 correctamente clasificados y 2 con error.

Lista de resultados

Al igual que con otras opciones de analisis, la ventana izquierda de la lista de
resultados contiene el resumen de todas las aplicaciones de clasificadores
sobre conjuntos de datos en la sesion del Explorer. Puede accederse a esta
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lista para presentar los resultados, y al activar el botén derecho aparecen
diferentes opciones de visualizacion, entre las que podemos destacar las
siguientes:

e Salvar y cargar modelos: Load model, Save model. Estos modelos pueden
recuperarse de fichero para posteriormente aplicarlos a nuevos conjuntos
de datos

e Visualizar arbol y errores de prediccion: Visualize tree, Visualize classifier
errors,...

el arbol (permite almacenar Una vez se ejecuta el clasificador seleccionado
sobre los datos de la relacion,

Seleccion y configuracion de clasificadores

Vamos a ilustrar la aplicacion de algoritmos de clasificacion a diferentes
problemas de prediccion de atributos definidos sobre los datos de entrada en
este ejemplo. El problema de clasificacion siempre se realiza sobre un atributo
simbdlico, en el caso de utilizar un atributo numérico se precisa por tanto
discretizarlo antes en intervalos que representaran los valores de clase.

En primer lugar efectuaremos analisis de prediccion de la calificacién en la
prueba de selectividad a partir de los siguientes atributos: afio, convocatoria,
localidad, opcion, presentado y nota de bachillerato. Se van a realizar dos tipos
de predicciones: aprobados, e intervalos de clasificacion. Por tanto tenemos
que aplicar en primer lugar una combinacioén de filtros que elimine los atributos
no deseados relativos a calificaciones parciales y asignaturas opcionales, y un
filtro que discretice la calificacion en la prueba en dos partes:

& Weka Explorer i ] 4|

Praprocess | classity| Cluster| Associate | Select attributes | visualize |

Status
Ok

" Openiia.. Open URL... | Open DB... | Undo Save.. |
Filter
Choose  |Remove -R 5-5 Apply
Current relation Selected atfribute
Relation: selectividad-weka filters.unsuperised.attribute. Rem.. Mame: cal_prueba Type: Mominal
Instances: 18802 Aftributes: 7 Wissing: 0 {0%) Distinct: 2 Unigue: 0 {0%)
Aftributes Lahel Court
Mo, Name Yi-inf-4.81]' 9476
1\4f0_acadgmico 2R E) eEPl
2|convocatoria
3|localidad ICoIDur: Presentado {Mam) j Wigualize All |
4/opciont®
finota_hachi 2476 9336
o | - -
Log | 'ﬂ‘& *0

obsérvese que se prefiere realizar las predicciones sobre la calificacidén en la
prueba, puesto que la calificacidén final depende explicitamente de la nota del
bachillerato.
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Clasificador “OneR”

Este es uno de los clasificadores mas sencillos y rapidos, aunque en ocasiones
sus resultados son sorprendentemente buenos en comparacion con algoritmos
mucho mas complejos. Simplemente selecciona el atributo que mejor “explica”
la clase de salida. Si hay atributos numéricos, busca los umbrales para hacer
reglas con mejor tasa de aciertos. Lo aplicaremos al problema de prediccién de
aprobados en la prueba a partir de los atributos de entrada, para llegar al
resultado siguiente:

& weka Explorer -3l x|
Preprocess Classify | C\usterl Associate | Select anributesl wisualize
Clagsifier
Choose  |OneR-B B
Test options Classifier output
% Usge training set 2l
=== [lassifier model (full training set) ===
© Supplied test set
(oo el I—m nota_hachi:
fosevaligation < 6.55 -> '(-inf-4.81]"
 Percentage split IGB >= 6,55 -» '(4.8l-inf)'

) (13634718602 instances correct)
Mare optiohs |

(Mo cal_prueha Time taken to build model: 0.2 seconds

Start I | === Evaluation on training set ===

= Summary ===

Resultlist right-click for options)

Correctly Classified Instances 13634 72.5136 %
Incorrectly Classified Instances 5168 27.4864 %
11:13:55 - rules.OneR Rappa staristic 0. 2497

11:30:34 - rules.OneR Mean absolute error 0.2749

11:90:47 - rules.OneR Foot mean squared error 0.5243

11:51:01 - Relative absolute error 54.9764 %

Root relative squared error 104,8584 %

Total Muuber of Instances lggoz

-
1] | 2

[ mm el

|
Bumico | @ 1 11 Y * | B | B | e | B | v v | Ea [Tw AELSE us

11:13:47 - rules. OneR

Status

por tanto, el algoritmo llega a la conclusién que la mejor prediccion posible con
un solo atributo es la nota del bachillerato, fijando el umbral que determina el
éxito en la prueba en 6.55. La tasa de aciertos sobre el propio conjunto de
entrenamiento es del 72.5%. Comparese este resultado con el obtenido
mediante ejecucidn sobre instancias independientes.

Clasificador como arbol de decision: J48

El algoritmo J48 de WEKA es una implementacion del algoritmo C4.5, uno de
los algoritmos de mineria de datos que mas se ha utilizado en multitud de
aplicaciones. No vamos a entrar en los detalles de todos los parametros de
configuracion, dejandolo para el lector interesado en los detalles de este
algoritmo, y unicamente resaltaremos uno de los mas importantes, el factor de
confianza para la poda, confidence level, puesto que influye notoriamente en
el tamano y capacidad de prediccion del arbol construido.

Una explicacion simplificada de este parametro de construccion del arbol es la
siguiente: para cada operacion de poda, define la probabilidad de error que se
permite a la hipdtesis de que el empeoramiento debido a esta operacién es
significativo. Cuanto mas baja se haga esa probabilidad, se exigira que la
diferencia en los errores de prediccion antes y después de podar sea mas
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significativa para no podar. El valor por defecto de este factor es del 25%, y
conforme va bajando se permiten mas operaciones de poda y por tanto llegar a
arboles cada vez mas pequefios. Otra forma de variar el tamano del arbol es a
través de un parametro que especifica el minimo numero de instancias por
nodo, si bien es menos elegante puesto que depende del numero absoluto de
instancias en el conjunto de partida.

Construiremos el arbol de decision con los parametros por defecto del
algoritmo J48: se llega a un clasificador con mas de 250 nodos, con una
probabilidad de acierto ligeramente superior al del clasificador OneR. Modifique
ahora la configuracion del algoritmo para llegar a un arbol mas manejable,
como el que se presenta a continuacion

& Weka Classifier Tree Yisualizer: 12:10:32 - trees. 148 (selectiv -10] x|
FTree Yiew

-

== 0.2

- e

== 6.1

—?——

*“—

== 2000 = 2000
i -

Obsérvese que este modelo es un refinamiento del generado con OneR, que
supone una mejorar moderada en las prestaciones. De nuevo los atributos mas
importantes son la calificacion de bachillerato, la convocatoria, y después el
afio, antes que la localidad o las opciones. Analice las diferencias con
evaluacion independiente y validacion cruzada, y comparelas con las del arbol
mas complejo con menos poda.

Podria ser de interés analizar el efecto de las opciones y asignaturas
seleccionadas sobre el éxito en la prueba, para lo cual quitaremos el atributo
mas importante, nota de bachillerato. Llegamos a un arbol como el siguiente,
en el que lo mas importante es la primera asignatura optativa, en diferentes
combinaciones con el afio y segunda asignatura optativa:
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&Weka Classifier Tree Yisualizer: 12:01:26 - trees._j48.148 {selectividad-weka.filters.unsupervised.: Ol x|

Tree View

= BRUDENETIETICO | = HARTE = LATHLART EW OO R IDIJIMI:M.

== 1 = {0 == 201 = H0 == A0 = A0 == 1% = 1%

e
--_ - _

™ BIOLOSIL A O H OWHOF SIS ECCS R KO R B FILS TR (i L

] R e ] T e e e S e

Este resultado generado por el clasificador puede comprobarse si se analizan
los histogramas de cada variable y visualizando el porcentaje de aprobados

con el color, que esta variable es la que mejor separa las clases, no obstante,
la precision apenas supera el 55%.

Otros problemas de clasificacion pueden formularse sobre cualquier atributo de
interés, a continuacion mostramos algunos ejemplos a titulo ilustrativo.

Clasifiacion multinivel de las calificaciones

el problema anterior puede intentar refinarse y dividir el atributo de interés, la

calificacion final, en mas niveles, en este caso 5. Los resultados se muestran a
continuacion

& wekaExplorer E [u] ER W ® weka Explorer [
Prepracess CHEEW'C\usmlAssuma19|Se\ettahnbutesl\/\suahzel Preprocess C‘ESSIf‘flC\usterlAssoc\a(e Se\ec(a!trmu(esl\/\suauzel
Classifier c

Choose |JQB-CUUUZE-MZ ‘ ’7 Choose Istrcunnzﬁer ‘
Test option: [Classifier outout Test option: [Clagsifer output
& Use training set === Classifier nodel (full training set] === =l @ Usetainingset ||| mmmmmmmmmmmemeem -
 Suppliedtestset el — ¢ Supplied testset 51 note_bachi <= 7
" Crossvalidation  Folds W <5.35 > '[l.924-3.848])"  Cross-validation  Foide ﬁ | Presentado = 5I: '(3.846-5.772]' (13328.0/5338.0}

< .65 -> '(3.848-5.772]' | Presentado = Ni: '(-inf-1.924]' (128.0/1.0)

1 Percentage split % IE < 9.649999999999599 > (5. 772-7.696]"  Percentage split & IE_ nota_bachi > 7

3= 9.649999333333333 > !(7.696-inf)’ recentady - 51
Mare options
4;]' (11209/18602 Instances correct) hare options...

nota_bachi <= 7.6
(Nom) cal_prusha v (o) cal_prusba -

Tine teken to build model: 0,57 seconds

|

|

|

10, |

== |
|

|
|
|| Afio_scadémice > 2000: '(5.772-7.696]' (774.0/390.0)
| nota bachi > 7.6

|| convocatoria = J: '(5.772-7.696]' {3011.0/1128.0)
[ ia = §: '{3.848-5.772]' (48.0/22.0)
Presentado = NO: '(-inf-1.924]' (27.0/1.0j

== Jtratified cross-validation ===
Kfor options) ||| === Sumary ===

Humber of Leaves : 7

4l |

Result s
Correctly Classified Instances 11202 59.5788 % M
123676 rees J48 fl) | 3

| Aflo_scadémico <= 2000: '(3.848-5.772]' (1485.0/580.0)

| g

oneR J48
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La precision alcanzada es tan sélo del 60%, indicando que hay bastante
incertidumbre una vez generada la prediccion con los modelos anteriores.

Prediccioén de la opciéon

Si dejamos todos los atributos en la muestra y aplicamos el clasificador a la
opcion cursado, se desvela una relacion trivial entre opcidn y asignaturas en las
opciones que predice con practicamente el 100% de los casos.

& Weka Classifier Tree ¥Yisualizer: 12:40:42 - trees. )48 (selectividad) i ] |
FTree Wiew

= BOLOG TISTICO_|l = HARTE = LATIN_Il = WATEM.CC: = NATEN] =CUIMCA

L | e
= coes] sers] L = ] 2es]

/

A continuacion eliminamos estos designadores con un filtro de atributos. Si
aplicamos el algoritmo J48 sobre los datos filtrados, llegamos a un arbol de
mas de 400 nodos, y con muchisimo sobre-ajuste (observe la diferencia de
error de prediccion sobre el conjunto de entrenamiento y sobre un conjunto
independiente). Forzando la poda del arbol, llegamos al modelo siguiente:

& Weka Classifier Tree Yisualizer: 13:59:56 - trees.J48 (selectividad-weka.filters.uns =100 %]
rTree View

|Weka Classifier Tree Yisualizer: 13:59:56 - trees, 148 {selectividad-weka. filkers, unsupery

=38 =39 =875 =875

S0 i (G0 o] a0 o

<= 2001 = 2001 = =5

los atributos mas significativos para separar las opciones son precisamente las
calificaciones en las asignaturas optativas, pero apenas predice correctamente
un 40% de los casos. Por tanto, vemos que no hay una relacion directa entre
opciones y calificaciones en la prueba, al menos relaciones que se puedan
modelar con los algoritmos de clasificacion disponibles. Si nos fijamos en
detalle en las calificaciones en funcién de las opciones, podriamos determinar
que apenas aparecen diferencias aparecen en los ultimos percentiles, a la vista
de las graficas siguientes:
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Plot aalpetvdad-waks IBArs Unsupeniss steiots Remve-RiL011,1 J-waks fBIrs UNSUAMERd instancs Ressmpls-51-Z10.0

A

Class colour

|| @ 2 2 0| @] B e | aE | wws | ww] | Ew[Ews [ QEBES 5w

nota asig3

Vemos que las diferencias no son significativas, salvo quiza en los ultimos
percentiles.

Prediccién de localidad y opcién

La clasificacién se puede realizar sobre cualquier atributo disponible. Con el
numero de atributos reducido a tres, localidad, opcion y calificacién (aprobados
y suspensos), vamos a buscar modelos de clasificacién, para cada uno de los
atributos:

=181x

it | Chaston | Assaciate ]| Setact strizutes | Visusios |

Ciaseimar
Chease [BAD-COI5-MT

Testoptans. Clapsiter ot

i Waining set =

prediccion de localidad prediccién de opcidn

Es decir, la opcibn 1 y 2 aparecen mayoritariamente en Leganés, y las
opciones 3 y 4 mas en los alumnos que aprobaron la prueba en Leganés. No
obstante, obsérvese que los errores son tan abrumadores (menos del 30% de
aciertos) que cuestionan fuertemente la validez de estos modelos.
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Mejora en la prueba

Un problema de clasificacién interesante puede ser determinar qué alumnos
tienen mas "éxito" en la prueba, en el sentido de mejorar su calificacién de
bachillerato con la calificacion en la prueba. Para ello utilizaremos el atributo
"mejora", introducido en la seccién 1.4.2.3, y lo discretizamos en dos valores de
la misma frecuencia (obtenemos una mediana de -1.75, de manera que
dividimos los alumnos en dos grupos: los que obtienen una diferencia menor a
este valor y superior a este valor, para diferenciar los alumnos segun el
resultado se atenga mas o menos a sus expectativas. Evidentemente, para
evitar construir modelos triviales, tenemos que eliminar los atributos
relacionados con las calificaciones en la prueba, para no llegar a la relacién
que acabamos de construir entre la variable calculada y las originales. Vamos a
preparar el problema de clasificacion con los siguientes atributros:

Attributes: 7
Ano_académico
convocatoria
localidad
opcion12@
nota_bachi
Presentado
mejora
Llegamos al siguiente arbol de clasificacién.

& Weka Classifier Tree Yisualizer: 15:50:47 - trees.j48.148 (selectividad-weka.filters.unsuperyi ] 4
rTree Yiowy

|Weka Classifier Tree Visualizer: 15:50:47 - trees. j45. 148 (selectividad-weka. filkers .unsupervised. a

«lqmlll_lpq\ll-_

a.:- = G A =l S =i =T -4 ERELLIE =53]
LA IR T A

_ s -
o T |p||p|qllq|lq|_||g--ﬂ i oo

ECTRREES R R R e - EL =i omi¥EE mER <=M e MM =657
[

I!-III--”I-l_l_l-lllllll_

== 13535 =5 =G =133

I o G G
-—s ==7T1
! {4
e,
5T

{4

Es decir, los atributos que mas determinan el "éxito" en la prueba son: afio
académico, opcién y localidad. Para estos resultados tenemos una precision,
con evaluacion sobre un conjunto independiente, en torno al 60%, por lo que si
podriamos tomarlo en consideracion.
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Prediccidon numeérica

La prediccion numérica se define en WEKA como un caso particular de
clasificacion, en el que la clase es un valor numérico. No obstante, los
algoritmos integrados para clasificar s6lo admiten clases simbolicas y los
algoritmos de prediccidn numéricas, que aparecen mayoritariamente en el
apartado classifiers->functions, aunque también en classifiers->trees.

Vamos a ilustrar algoritmos de prediccidon numérica en WEKA con dos tipos de
problemas. Por un lado, "descubrir" relaciones deterministas que aparecen
entre variables conocidas, como calificacién en la prueba con respecto a las
parciales y la calificacion final con respecto a la prueba y bachillerato, y buscar
otros modelos de mayor posible interés.

Relacion entre calificacion final y parciales

Seleccionamos los atributos con las 6 calificaciones parciales y la calificacion
en la prueba:

& weka.gui.GenericObjectEditor - | Ellil

weka.filkers, unsupervised. attribute. Remove

Abouk

Aninstance filter that removes a range of attributes from the Maore |
datazet.

attributelndices [5,6,7,10,12,14,15

invertSelection ITrL.IE LI

Openl » | Save. .................. O K ................... Canl:E_.l |

Vamos a aplicar el modelo de prediccion mas popular: regresion simple, que
construye un modelo lineal del atributo clase a partir de los atributos de
entrada: functions->LinearRegresion

Como resultado, aparece la relacién con los pesos relativos de las pruebas
parciales sobre la calificacién de la prueba:
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& Weka Knowledge Explorer - |E| ll

Preprocess Classify I Clusterl Associatel Seleck attributasl Visualizel

Classifier

Choose ILinearRegre;sinn -50-R 1.0E-3

rTestoptions—————— ~Classifier output

{* Use training set: Linear Regression Model ;I

"~ Supplied test set Set,., |
cal_prueba =
" Cross-validation Falds: |1E|

" Percentage split 2o ] 0.1674 * noca_Lengua +

0.1673 * nota Historia +
0.1663 * nota Idioma +
0.1897 * calif_asigl +

More options...

(Murm) cal_ptueha - 0.1896 * calif asig2 +
0.1193 * calif asig3 +
Start Sfop | 0.0084

r~Result list {right-click For options)

- trees, 48,048
- trees . j48.48
- trees, 48,048
136 - trees. j48.3458
- trees, 48,048

Time taken to build model: 1.2 seconds

Evaluation on training set ===
5

Ummary ===

e Correlation coefficient 0.99384
8= Fun-:tnrusLinEarF!.Bw:lressu:wru Mean ahsolute error WhllkEs
= Root mean squared error 0.0751

Relative absolute error 4.8231 % =

dl | ;l_l

Statu
’VOK ‘ Log | ‘#).. x0

Hay que observar que en los problemas de prediccion la evaluacion cambia,
apareciendo ahora el coeficiente de correlacién y los errores medio y medio
cuadratico, en términos absolutos y relativos. En este caso el coeficiente de
correlaciéon es de 0.998, lo que indica que la relacién es de una precision muy
notable.

Si aplicamos ahora esta funcion a la relacién entre calificacion final con
calificacion en la prueba y nota de bachillerato (filtro que selecciona unicamente
los atributos 15-17), podemos determinar la relacién entre estas variables: qué
peso se lleva la calificacion de bachillerato y de la prueba en la nota final.
Vamos a hacerlo primero con los alumnos de una poblacion pequefia, de
Guadarrama (posicidon 12 del atributo localidad). Aplicamos los filtros
correspondientes para tener Unicamente estos alumnos, y los atributos de
calificaciones de la prueba, bachillerato y final:

& weka.gui.GenericDbjectEditor _ O] x| =101 =l
weka.filters unsupervised. attribute. Remave wieka, Filkers .unsupervised.instance . RemoveWithYalues
About attributelndex [z
An instance filter that removes a range of Mare | invertselection  [True -
attributes from the dataset. ratchMissingvalues |Fa|se = I
attributelndices [1,3,15-17 modifyHeader [False =1
nominallndices |12
inwertSelection ITrue d I
splitPoint [0.0
open... | Save... i Cancel | open... | save.. | pTERTTI ]| Cancel |
llegamos a 40 instancias:
Técnicas de Analisis de Datos Pagina 204 de 266

© José M. Molina / Jesus Garcia



Capitulo 4 Técnicas de Analisis de Datos en Weka

& weka Knowledge Explorer —18 x|

Preprocess | Classify | Cluster | Assaciate | Select attributes | Visualizs |

Open file. . | OpenURL... | Open DB... Undo Save... |

| Choose[RemoveWithValues -5 0.0-C 3L 12 | aeply ||

Hame: loalidad Type: Nominal

Relation: selectividad-weka filters. unsupervised.instance Removewith, .
Missing: 0 (0%} Distinc: 1 Unique: 0 (0%}

Instances: 40 Attributes: 18
~Attributy Label Count |
No. | Name (ALPEDRETE

loption1?
|COLLADO _VILLALEA
Inota_Idioma
10]ealf_asigl W
13|des_asig3
16/nota_bachi

1Afio_académico ARANIUEZ
Inota_Lengua
EL_ESCORIAL
des_Idioma
11|des_asig?
14|calif_asigd
17|eal_final

2|corwocatoria c
\CERCEDILLA
4 CIEMPOZUELOS
5
6|nota_Historia
7
5 ICnIDur Presentado (Nom) | visualize Al
9des_asigl
12|calif_asigz
15/cal_prueba
18|Presentado

"Current relation ‘ Selected attribul

-

ojo/ojo/o(o[a

GUADARRAMA [40]
00000 ao

IVSC:Z“ ‘ Log “L %0
Hwnico||| @ 5 2 || o] B G| B | Sa] @ | S G [Ee. [CEDSSF B 5

si aplicaramos regresion lineal como en el ejemplo anterior, obtenemos el
siguiente resultado:

& Weka Knowledge Explorer =10l

Preprocess Classify | Clusterl Associatel Select attr\hutesl V\sual\zel

Classifier
’7 Choose ILinEarREgrEssinn -50-R1.0E-8 |

Testoptions | [ Classifier output

& Use training set linear Regression Model =l
" Supplied test set Sebins
cal final =
" Cross-validation — Folds |10 -
" Percentage split 2% |66 1.8747 * cal_prueba +
-4,3253
Maore opkions...

Tine taken to build model: 0 seconds
(Murmy cal_final Vl

Evaluation on training set ===
st | Stop -

ULLATY ===

Result list {right-click Far options)

T T - frees s T ;I Correlation coefficient 0.6746

16:15:28 - trees.mS.MSP Mean absolute error 1.z2189
Root mean soquared error 1.4675
Relative abaolute error 46.2215 %
Root relative squared error 48.4917 %

k&
-
4

4 |

el resultado deja bastante que desear porque la relacidn no es lineal. Para
solventarlo podemos aplicar el algoritmo M5P, seleccionado en WEKA como
trees->m5->M5P, que lleva a cabo una regresion por tramos, con cada tramo
determinado a partir de un arbol de regresion. Llegamos al siguiente resultado:
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& Weka Knowledge Explorer

Preprocess  Classify I Cluster | Assodiate | Seleck attributasl Visua\izel

=17l x|

~Classifier

Chonse IMSP -M 4.0

- Tesk options
% Use training set

" Supplied test sek Set.,

Falds |1D
e IBB

More options. ..

" Cross-validation

" Percentage split

Kl

(MNurn) cal_final

Start Stop |

~Result list {right-click For options)

- brees.mS,MSP
- trees.m5.MSP
- brees.m5.M5P
- trees,mS.M5P
- brees.mS,MSP
- brees.mS,MSP
- trees.m5.MSP
- brees.m5.M5P
- Functions LinearRegression

trees.ms.MSP

Classifier outpuk

M5 pruned model tree:
{using smoothed predictions)

cal_prueba <= 3.97 :
cal_prueba > 3.97 :

LML (11/0%)
LMz (29/0.099%)

LM num: 1
Linear Regression Model

cal_final =
+

o
LM num: 2

Linear Regression Model
cal_ final =
0.3996 * cal_prueba +

0.5997 * nota bachi +
0. 0046

s

o | e

que es practicamente la relacion exacta utilizada en la actualidad: 60% nota de

bachillerato y 40% de la prueba, siempre que se supere en ésta un valor

minimo de 4 puntos.

Si aplicamos este algoritmo a otros centros no siempre obtenemos este
resultado, por una razon: hasta 1998 se ponderaba al 50%, y a partir de 1999
se comenzo con la ponderacidon anterior. Verifiquese aplicando este algoritmo
sobre datos filtrados que contengan alumnos de antes de 1998 y de 1999 en
adelante. En este caso, el algoritmo M5P no tiene capacidad para construir el
modelo correcto, debido a la ligera diferencia en los resultados al cambiar la
forma de ponderacion. Los arboles obtenidos en ambos casos se incluyen a

continuacion:

i Weka Knowledge Explorer =107 %] §& Weka Knowledge Explorer =100 &
Pregracess Classy | Clustor | Assorite | Select attibutes | Wisuslce | Prepracess CassiFy | Cluster | Associate | Select attibutes | Ve |
Classfier &l
Cheose [P 1140 | ‘ ’V choose_[Msp 4140 |
[ Test options [ Classifier output ~Test option Classifier output
& Use braining set U5 pruned nodel bree: B (% Use training set 5 )ix:uneﬂ nodel tree: 3|
" Supplied ket set et (using smoothed predictions) P ot fusing smoothed predicrions)

 Cross-validation  Folds |10
% |56

" Percentage splt

More optians...

{Num) cal_final j
Start St

Resulk list (right-click For options)

16:03:03 - trees mS MEP
16:05:25 - trees.mS MEP
16:07:52 - trees.mS MSP
16:13:52 - trees.mS MsP
16:14:37 - trees m5 MEP
16:15:28 - trees.mS MEP
16:16:36 - trees.mS MSP
16:25:19 - trees.mS, MsP
19:53:24 - functions,LinearRegressian

cal prueba €= 3.995 ¢ LML (1279/0%)
cal prueba » 3.995 : LMZ (4088/3.321%)

L mm: 1
Linear Regression Hodel

cal_final =

+
0

LM nuw: 2
Linear Regression Model

cal_final =
0.0018 * Afio_académico +

0.5005 * cal prueba +
0.5015 * nota bachi +

q |

 Cross-validation  Folds |10
" Percentage splt N (i)

Marg optians. ..

(Murn) cal_final ﬂ
Stark Stop

Result list (yight-click.For aptions)

16:05:25 - trees.mS.M5P d
16:07:52 - trees.mS.M5P

16:13:52 - trees.mS.MSP

16:14:37 - trees.m3 M3P

16:1%:28 - trees.m3 M3P

16:16:36 - trees.mS MSP

16:25:19 - brees.m5 MSP

19:53:24 - functions.LinearRegression
19:55:37 - trees.mS.M5P

cal_prueba €= 3.995 : LMl (3296/0%)
cal prueba > 3.995 @ LM2 (10125/0.127%)

IM mm: 1
Linear Regzession Model

cal_final =

+
0

M mm: 2
Linear Regression Model

cal_final =
0.4001 * cal prueba +

0.5999 * nota hachi +
0.0005

hasta 1998

de 1999 en adelante
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Prediccion de la calificacion

Vamos a aplicar ahora este modelo para intentar construir un modelo aplicacion
mas interesante, o, al menos, analizar tendencias de interés. Se trata de
intentar predecir la calificacion final a partir de los atributos de entrada, los
mismos que utilizamos para el problema de clasificar los alumnos que
aprueban la prueba. Si aplicamos el algoritmo sobre el conjunto completo
llegamos al siguiente modelo:

& Weka Knowledge Explorer - |EI|5|

Preprocess  Classify | CIuster' Associatel Select attributes' '\-'isualizel

Classifier
Choose |M5P -M4.0
Test options Classifier output
£+ Lise raining set Linear Regression Model :I
" supplied test st Sk, |
cal_prueba =
" Cross-validation  Folds |1 0
" Percentage splic Yo |GR 0714 * ifio_académico +
P —— | 345 convocatoria=d +
et 2633 * localidad=COLLADO_VILLALEA,CIEMPOZUELOS,
2282 localidad=CIEMPOZUELOS , FUENLAERADA  PINTO
(MNum) cal_prueba hd | 1563 localidad=PINTO, GETAFE , GUADAREANA  LEGANE
L1315 localidad=GETAFE , GUADARRAMA, LEGANES , TORR
Stark Stop | 7843 * localidad=GUADARRAMA, LEGANES, TORREJON,C,

L7134 * localidad=LEGANED, TOREEJON,C, PARLL, GALLP.

a. E

a. E

a. U

a. &

0. E

_D *

_D *

Result list (right-click For options) o *
-0.404 * localidad=ALPEDRETE,ARANJUEZ  TORRELODONE

D *

D *

D *

D *

_D *

D *

D *

_D *

a. E

16:16:36 - trees,.m5.M3P
18125119 - trees.mo,MaP
19:53:24 - functions, LinearR.egression
1915537 - trees.mo.MaP
Z0:00:16 - trees m5.M5P
Z0:02:11 - trees. m3MSP
Z0:17:51 - trees. m5.M5P

12

. 7188 localidad=ARANJUEZ, TORRELODONES , VALDEMOR
. 4086 localidad=VALDEMORO, TORFEJON_DE L& CALZA
L4294 localidad=GRIﬁDN,LDS_PEﬁASCALES +
L0875 opcionl®=3,1,2 +
L7561 opcionl®*=1,2 +
L1358 opcionl®*=2 +
- brees.m5.M5P . 3428 des_asigl=DIE. ARTISTICO_IT,LATIN IT,MATE
0 - btrees,mS.MSP .114 des_asig2=H.FILOS0FIA,FISICA, QUIMICA, MAT
20031221 - krees,mS,MSP 3541 des_asigZ=FISICA, QUIMICA, MATEM.CC33 + _ILI

Z0:31:29 - trees. m5.M5P - <| | 3

Skatus

oK Log ’ﬂ‘l x0

obsérvese como trata el algoritmo los atributos nominales para incluirlos en la
regresion: ordena los valores segun el valor de la magnitud a predecir (en el
caso de localidad, desde Collado hasta Los Pefiascales y en el de opcidn,
ordenadas como 4°, 5°, 3°, 2°, 1°), y va tomando variables binarias resultado de
dividir en diferentes puntos, determinando su peso en la funcion. En esta
funcién lo que mas pesa es la convocatoria, después la nota de bachillerato, y
después entran en juego la localidad, asignaturas optativas, y opcion, con un
modelo muy complejo.

Si simplificamos el conjunto de atributos de entrada, y nos quedamos
unicamente con el afo, opcién, nota de bachillerato, y convocatoria, llegamos
a:
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& Weka Knowledge Explorer - |EI|5|

Preprocess Classify | Clusterl Associatel Select attrihutesl |\-'isualizel

~Classifier

Choose IMSP -M 4.0 |

~Test options ~(Classifier oukput
& Use training set Linear Regression Model d
i Supplied test set
cal_prueba =
" Cross-validation  Folds |10 S
i~ Percentage splic % |BR 0.0876 * Aflo_académico +
N 0.33458 * convocatoria=J +
Mare options. .. | .
0.2104 * opcionl?®=5,3,2,1 +
-0.1905 * opcionl?®*=1 +
{Num} cal_prueba 'l 0.847L * nota bachi +
4.3714 * Presentado=5I +
Start Stap | -180. 5808

—Result list {right-click For options)

16:25:19 - trees.m5,MSP =
19:53:24 - functions LinearRegression
19:55:37 - trees.mS.MSP

20:00:16 - trees.mS.MSP

20:02:11 - trees.m5.MSP

Number of Fules : 1

Time taken to build model: 35.49 seconds

=== Evaluation oh training set ===

20:17:51 - trees.mS MEP === Jummary ===

20:26:03 - trees.m5.MIP —

20:27:10 - trees.mS,MSP Correlation coefficient 0.7497

20:31:21 - trees.m5.MSP Mean absolute error 0.76582

20:31:29 - trees,mS, MSP Root mean souared error 0.9736 _ILI
4 3

Skatu:
’VOK ‘ Log | wxﬂ

este modelo es mucho mas manejable. Compare los errores de prediccidn con
ambos casos:

IS .| B 52 Wk Riowe Erpores
Preprocess C\BSSifV|Cluster|nssuc\ate|Se\ectattr\butes|V\suahze| Preprocess C|555‘f5‘|c\uster|Assoc\ate| Se\ectattr\butes|V\sua\ize|
~Classifer ~Classiier

Choose |MSP M40 Choose IMSP M40

rTestoptions—————— Classifier output Test option: -Classffier output
{ Use training set Miber of Tules & | j (" Use training set Number of Bules : 1
@ Suppliedtestset  Geb., 1+ supplied test set et

Tine taken to build model: 104 seconds Tiue taken to build uwodel: 35.49 zeconds

(" Cross-vaidation ~ Folds W  Cross-validation  Folds |1T

(" Percentage spli % |66 === Evaluation on training set === { Percertage spli % |66 === Evaluation on training set ===
- === Summary === === Summary ===
More options, . More: options. ., L
Correlation coefficient 0.737 Correlation coefficient 0.7497
(N cal_prueba j Hean absolute error 0,749 (Mumj cal_prugha j Mean absolute error 0.7682
Root nean siuared error 0.95 Root mean squared error 0.9736
Start i Relative abaolute error 67,7142 % Start Zha Relative ahsolute error 67,0498 %
Resul it (right-cick For options)—— Root relative squared error 67,5932 % Rest st right-cickFor options)—— Root relative squared error 66,1797 %
Total Number of Instances 3760
120:17:51 - trees.m5.MGP O0731121 - frees mG.NEP Total Mumber of Instances 1901
I = 2031129 - trees,m3.MaP
= 2 15p
q Ll— |
|
Statu ShatL
Lot 10
Problem exaluating classfier ‘ _gl ‘W ’VProb\em evallating classfier

Correlacién entre nota de bachillerato y calificacion en prueba

Finalmente, es interesante a veces hacer un modelo unicamente entre dos
variables para ver el grado de correlacion entre ambas. Continuando con
nuestro interés por las relaciones entre calificacion en prueba y calificacion en
bachillerato, vamos a ver las diferencias por opcion. Para ello filtraremos por un
lado los alumnos de opcién 1 y los de opcion 4. A continuacion dejamos
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unicamente los atributos calificacion en prueba y nota de bachillerato, para
analizar la correlacion de los modelos para cada caso.

Pragessess Classity | Clussar| assaciats | Saleet steutes | visusiza Preseocess CIAReR | Chuster| Associube| Sebect atributes | Visualios |
Classifar

Choose L

i Pagression -5 07 1003

0.0aze
0.842

Time wakes to build medel: 0.58 seconds

FEIEIRWE vicko booniednetpieees FrIE

L9 | g x0 f_.‘:“ L9 | g n0

alumnos opcién 1° alumnos opcion 4°

podemos concluir que para estas dos opciones el grado de relacion entre las
variables si es significativamente diferente, los alumnos que cursan la opcion 1°
tienen una relacién mas "lineal" entre ambas calificaciones que los procedentes
de la opcion 4°

Aprendizaje del modelo y aplicacion a nuevos datos.

Para finalizar esta seccion de clasificacién, ilustramos aqui las posibilidades de
construir y evaluar un clasificador de forma cruzada con dos ficheros de datos.
Seleccionaremos el conjunto atributos siguiente: Ailo_académico, convocatoria,
localidad, opcion12, des_Idioma, des_asig1, des_asig2, des_asig3, cal_prueba,
nota_bachi, Presentado. El atributo con la calificacion, “cal_prueba”, lo
discretizamos en dos intervalos.

Vamos a generar, con el filtro de instancias dos conjuntos de datos
correspondientes a los alumnos de Getafe y Torrelodones. Para ello primero
seleccionamos las instancias con el atributo localidad con valor 10, lo salvamos
(“datosGetafe”) y a continuacién las instancias con dicho atributo con valor 21
(“datosTorrelodones”).
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Ahora vamos a generar los modelos de clasificacion de alumnos con buen y
mal resultado en la prueba con el fichero de alumnos de la localidad de
Torrelodones, para evaluarlo con los alumnos de Getafe.

Para ello en primer lugar cargamos el fichero con los alumnos de Torrelodones
que acabamos de generar, “datosTorrelodones”, y lo evaluamos sobre el
conjunto con alumnos de Getafe. Para ello, seleccionaremos la opcion de
evaluacion con un fichero de datos independiente, Supplied test set, y fijamos
con el botén Set, que el fichero de test es “datosGetafe”. Obsérvese el modelo

generado y los resultados:
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Si ahora hacemos la operacion inversa, entrenar con los datos de

Getafe y

evaluar con los de Torrelodones, llegamos a:
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Hay ligeras diferencias en los modelos generados para ambos conjuntos de
datos (para los alumnos de Torrelodones, o mas importante es tener una
calificacion de bachillerato superior a 6.8, mientras que a los de Getafe les
basta con un 6.5), y los resultados de evaluaciéon con los datos cruzados
muestran una variacion muy pequena. EI modelo construido a partir de los
datos de Torrelodones predice ligeramente peor los resultados de Getafe que a
la inversa.

Seleccion de atributos

Esta ultima seccion permite automatizar la busqueda de subconjuntos de
atributos mas apropiados para "explicar" un atributo objetivo, en un sentido de
clasificacion supervisada: permite explorar qué subconjuntos de atributos son
los que mejor pueden clasificar la clase de la instancia. Esta seleccion
"supervisada" aparece en contraposicion a los filtros de preprocesado
comentados en la seccién 1.4.2, que se realizan de forma independiente al
proceso posterior, razon por la que se etiquetaron como "no supervisados".

La seleccion supervisada de atributos tiene dos componentes:

e Meétodo de Evaluacion (Attribute Evaluator): es la funcion que determina la
calidad del conjunto de atributos para discriminar la clase.

e Meétodo de Busqueda (Search Method): es la forma de realizar la busqueda
de conjuntos. Como la evaluacion exhaustiva de todos los subconjuntos es
un problema combinatorio inabordable en cuanto crece el numero de
atributos, aparecen estrategias que permiten realizar la busqueda de forma
eficiente

De los métodos de evaluacion, podemos distinguir dos tipos: los métodos que
directamente utilizan un clasificador especifico para medir la calidad del
subconjunto de atributos a través de la tasa de error del clasificador, y los que
no. Los primeros, denominados métodos "wrapper", porque "envuelven" al
clasificador para explorar la mejor seleccion de atributos que optimiza sus
prestaciones, son muy costosos porque necesitan un proceso completo de
entrenamiento y evaluaciéon en cada paso de busqueda. Entre los segundos
podemos destacar el método "CfsSubsetEval", que calcula la correlacion de la
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clase con cada atributo, y eliminan atributos que tienen una correlacion muy
alta como atributos redundantes.

En cuanto el método de busqueda, vamos a mencionar por su rapidez el
"ForwardSelection", que es un método de busqueda subdptima en escalada,
donde elije primero el mejor atributo, después anade el siguiente atributo que
mas aporta y continua asi hasta llegar a la situacion en la que afiadir un nuevo
atributo empeora la situacion. Otro método a destacar seria el "BestSearch”,
que permite buscar interacciones entre atributos mas complejas que el analisis
incremental anterior. Este método va analizando lo que mejora y empeora un
grupo de atributos al anadir elementos, con la posibilidad de hacer retrocesos
para explorar con mas detalle. El método "ExhaustiveSearch" simplemente
enumera todas las posibilidades y las evalua para seleccionar la mejor

Por otro lado, en la configuracion del problema debemos seleccionar qué
atributo objetivo se utiliza para la seleccion supervisada, en la ventana de
seleccién, y determinar si la evaluacion se realizara con todas las instancias
disponibles, o mediante validacion cruzada.

Los elementos por tanto a configurar en esta seccion se resumen en la figura
siguiente:
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Siguiendo con nuestro ejemplo, vamos a aplicar busqueda de atributos para
"explicar" algunos atributos objetivo. Para obtener resultados sin necesidad de
mucho tiempo, vamos a seleccionar los algoritmos mas eficientes de
evaluacion y busqueda, CsfSubsetEval y ForwardSelection
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Por ejemplo, para la calificacién final tenemos 8 atributos seleccionados:

Selected attributes: 5,6,7,10,12,14,17,18 : 8

nota Lengua

nota Historia

nota Idioma

calif asigl

calif asig2

calif asig3

cal final

Presentado

y para la opcion 1 atributo:
Selected attributes: 9 : 1

des asigl

Por tanto, hemos llegado a los atributos que mejor explican ambos (la
calificacién en la prueba depende directamente de las parciales, y la opcién se
explica con la 12 asignatura), si bien son relaciones bastante triviales. A
continaucion preparamos los datos para buscar relaciones no conocidas,
quitando los atributos referentes a cada prueba parcial. Dejando como atributos
de la relacion:

Attributes: 7
Afio_académico
convocatoria
localidad
opcionl?
cal prueba
nota bachi
Presentado

para la calificacion final llegamos a 2 atributos:

Selected attributes: 6,7 : 2
nota bachi
Presentado

y para la opcion 2:

Selected attributes: 3,5,6 : 3
localidad
cal prueba
nota bachi

No obstante, si observamos la figura de mérito con ambos problemas, que
aparece en la ventana textual de resultados, vemos que este segundo es
mucho menos fiable, como ya hemos comprobado en secciones anteriores.
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Capitulo 5. Implementacion
de las técnicas de Analisis

de Datos en Weka

5.1. Utilizacion de las clases de WEKA en
programas independientes

5.2. Tabla de Decision en WEKA

El algoritmo de tabla de decision implementado en la herramienta WEKA se
encuentra en la clase weka.classifiers.DecisionTable.java. Las opciones de
configuracion de que disponen son las que vemos en la tabla 5.1.

Tabla 5.1: Opciones de configuracion para el algoritmo de tabla de decision en WEKA.

Opcion Descripcion

uselBk (False) Utilizar NN (ver punto 2.2.5.1) en lugar de la tabla de
decisidon si no la instancia a clasificar no se corresponde
con ninguna regla de la tabla.

displayRules Por defecto no se muestran las reglas del clasificador,
(False) concretamente la tabla de decisién construida.
maxStale (5) Indica el nUumero maximo de conjuntos que intenta mejorar

el algoritmo para encontrar una tabla mejor sin haberla
encontrado en los ultimos n-71 subconjuntos.

crossVal (1) Por defecto se evalua el sistema mediante el proceso
leave-one-out. Si se aumenta el valor 71 se realiza
validacion cruzada con n carpetas.

En primer lugar, en cuanto a los atributos que permite el sistema, éstos pueden
ser tanto numéricos (que se discretizaran) como simbdlicos. La clase también
puede ser numérica o simbdlica.
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El algoritmo consiste en ir seleccionando uno a uno los subconjuntos,
afiadiendo a cada uno de los ya probados cada uno de los atributos que aun no
pertenecen a él. Se prueba la precision del subconjunto, bien mediante
validacion cruzada o leave-one-out y, si es mejor, se continua con él. Se
continda asi hasta que se alcanza maxStale. Para ello, una variable comienza
siendo 0 y aumenta su valor en una unidad cuando a un subconjunto no se le
puede anadir ningun atributo para mejorarlo, volviendo a 0 si se afade un
nuevo atributo a un subconjunto.

En cuanto al proceso leave-one-out, es un método de estimacion del error. Es
una validacién cruzada en la que el numero de conjuntos es igual al numero de
ejemplos de entrenamiento. Cada vez se elimina un ejemplo del conjunto de
entrenamiento y se entrena con el resto. Se juzgara el acierto del sistema con
el resto de instancias segun se acierte o se falle en la prediccion del ejemplo
que se elimind. El resultado de las n pruebas (siendo n el numero inicial de
ejemplos de entrenamiento) se promedia y dicha media sera el error estimado.

Por ultimo, para clasificar un ejemplo pueden ocurrir dos cosas. En primer
lugar, que el ejemplo corresponda exactamente con una de las reglas de la
tabla de decision, en cuyo caso se devolvera la clase de dicha regla. Si no se
corresponde con ninguna regla, se puede utilizar Ibk (si se selecciond dicha
opcion) para predecir la clase, o la media o0 moda de la clase segun el tipo de
clase del que se trate (numérica o simbdlica).

5.3. ID3 en WEKA

La clase en la que esta codificado el algoritmo ID3 es weka.classifiers.ID3.java.
En primer lugar, en cuanto a la implementacion, no permite ningun tipo de
configuracion. Esta implementacion se ajusta exactamente a lo descrito
anteriormente. Lo unico resefable es que para determinar si un nodo es hoja o
no, se calcula la ganancia de informacion y, si la maxima ganancia es 0 se
considera nodo hoja, independientemente de que haya ejemplos de distintas
clases en dicho nodo.

Los atributos introducidos al sistema deben ser simbdlicos, al igual que la
clase.

5.4. C4.5 en WEKA (J48)

La clase en la que se implementa el algoritmo C4.5 en la herramienta WEKA es
weka.classifers.j48.J48.java. Las opciones que permite este algoritmo son las
que se muestran en la tabla 2.3.

Tabla 5.2: Opciones de configuracién para el algoritmo C4.5 en WEKA.

Opcion Descripcion
minNumObj (2) Numero minimo de instancias por hoja.
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savelnstanceData
(False)

Una vez finalizada la creacion del arbol de decision se
eliminan todas las instancias que se clasifican en cada
nodo, que hasta el momento se mantenian almacenadas.

binarySplits (False)

Con los atributos nominales también no se divide (por
defecto) cada nodo en dos ramas.

unpruned (False)

En caso de no activar la opcién, se realiza la poda del
arbol.

subtreeRaising

Se permite realizar el podado con el proceso subtree

(True) raising.
confidenceFactor Factor de confianza para el podado del arbol.
(0.25)

reducedErrorPruning
(False)

Si se activa esta opcion, el proceso de podado no es el
propio de C4.5, sino que el conjunto de ejemplos se

divide en un subconjunto de entrenamiento y otro de test,
de los cuales el ultimo servira para estimar el error para
la poda.

numFolds (3) Define el numero de subconjuntos en que hay que dividir
el conjunto de ejemplos para, el ultimo de ellos,
emplearlo como conjunto de test si se activa la opcion

reducedErrorPruning.

uselLaplace (False) |Si se activa esta opcion, cuando se intenta predecir la
probabilidad de que una instancia pertenezca a una

clase, se emplea el suavizado de Laplace.

El algoritmo J48 se ajusta al algoritmo C4.5 al que se le amplian
funcionalidades tales como permitir la realizacion del proceso de podado
mediante reducedErrorPruning o que las divisiones sean siempre binarias
binarySplits. Algunas propiedades concretas de la implementacion son las
siguientes:

e En primer lugar, en cuanto a los tipos de atributos admitidos, estos
pueden ser simbdlicos y numéricos. Se permiten ejemplos con faltas en
dichos atributos, tanto en el momento de entrenamiento como en la
prediccion de dicho ejemplo. En cuanto a la clase, ésta debe ser
simbdlica.

e Se permiten ejemplos con peso.

e El algoritmo no posibilita la generacion de reglas de clasificacion a partir
del arbol de decision.

e Para el tratamiento de los atributos numéricos el algoritmo prueba los
puntos secuencialmente, con lo que emplea tres de las cuatro opciones
gue se comentaron anteriormente (ver figura 2.3). La cuarta opcion, que
consistia en unir intervalos adyacentes con la misma clase mayoritaria
no se realiza.

e También respecto a los atributos numéricos, cuando se intenta dividir el
rango actual en dos subrangos se ejecuta la ecuacién 2.14.
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DivisiénMinima = 0.1x e (2.14)
nc

En esta ecuacion n;; es el numero de ejemplos de entrenamiento con el
atributo i conocido, y nc el numero de clases. Ademas, si el resultado de
la ecuacién es menor que el numero minimo de ejemplos que debe
clasificarse por cada nodo hijo, se iguala a éste numero y si es mayor
que 25, se iguala a dicho numero. Lo que indica este numero es el
numero minimo de ejemplos que debe haber por cada uno de los dos
nodos hijos que resultarian de la divisién por el atributo numérico, con lo
que no se considerarian divisiones que no cumplieran este dato.

e El calculo de la entropia y de la ganancia de informacion se realiza con
las ecuaciones 2.15,2.16y 2.17.

G(A,-)=%(l -I(A)) (2.15)
I=n,, log,(n;, )~ Y_n.log,(n,) (2.16)
c=1
nv(A;) nc
A )= njog,(n,)-1,; 1,==> n,log,(n,) (2.17)
j=1 k=1

En estas ecuaciones, ni es el numero de ejemplos con el atributo i
conocido, n el numero total de ejemplos, n; el numero de ejemplos
conocidos (el atributo /) con clase ¢, n; el numero de ejemplos con valor j
en el atributo i y njx el numero de atributos con valor j en el atributo i y
con clase k.

e Ademas, la informacién de ruptura se expresa como se muestra en la
ecuacion 2.18.

nv(A;)
_( Znijlogz (nij )j—n,-clogz(nic)+ n /Og2(n) o1
I(Division A,) = =]

n

En la ecuacion 2.18, n; es el numero de ejemplos con valor j en el
atributo i/, n;c es el numero de ejemplos con valor conocido en el atributo /
y n es el numero total de ejemplos.

e El suavizado de Laplace se emplea en el proceso de clasificacién de un
ejemplar. Para calcular la probabilidad de que un ejemplo pertenezca a
una clase determinada en un nodo hoja se emplea la ecuacion 2.19.

n,+1
n+C

P(k|E)= (2.19)
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En la ecuacion 2.19, nx es el numero de ejemplos de la clase
clasificados en el nodo hoja, n el numero total de ejemplos clasificados
en el nodo y C el numero de clases para los que hay algun ejemplo
clasificado en el nodo.

5.5. Arbol de Decision de un solo nivel en WEKA

La clase en la que se implementa el algoritmo tocon de decisiéon en la
herramienta WEKA es weka.classifers.DecisionStump.java. Asi, en WEKA se
llama a este algoritmo tocon de decision [decision stump]. No tiene opciones de
configuracion, pero la implementacion es muy completa, dado que admite tanto
atributos numéricos como simbdlicos y clases de ambos tipos también. El arbol
de decision tendra tres ramas: una de ellas sera para el caso de que el atributo
sea desconocido, y las otras dos seran para el caso de que el valor del atributo
del ejemplo de test sea igual a un valor concreto del atributo o distinto a dicho
valor, en caso de los atributos simbdlicos, o que el valor del ejemplo de test sea
mayor o menor a un determinado valor en el caso de atributos numéricos.

En el caso de los atributos simbdlicos se considera cada valor posible del
mismo y se calcula la ganancia de informacion con el atributo igual al valor,
distinto al valor y valores perdidos del atributo. En el caso de atributos
simbdlicos se busca el mejor punto de ruptura, tal y como se vio en el sistema
C4.5 (ver punto 2.2.2.2).

Deben tenerse en cuenta cuatro posibles casos al calcular la ganancia de
informacion: que sea un atributo simbdlico y la clase sea simbdlica o que la
clase sea numérica, o que sea un atributo numérico y la clase sea simbdlica o
que la clase sea numérica. A continuacidn se comenta cada caso por
separado.

Atributo Simbdlico y Clase Simbédlica

Se toma cada vez un valor v, del atributo simbdlico A; como base y se
consideran unicamente tres posibles ramas en la construccion del arbol: que el
atributo A; sea igual a vy, que el atributo A; sea distinto a vx 0 que el valor del
atributo A; sea desconocido. Con ello, se calcula la entropia del atributo
tomando como base el valor escogido tal y como se muestra en la ecuacién
2.20.

3
;n,jlog(n,j)— I -

_£ - (2.20)
Ay, )= ooy 1= 2 nwloalny)

En la ecuacion 2.20 el valor de j en el sumatorio va desde 7 hasta 3 porque los
valores del atributo se restringen a tres: igual a vy, distinto a v, o valor
desconocido. En cuanto a los parametros, n; es el numero de ejemplos con
valor j en el atributo i, n el numero total de ejemplos y njx el numero de
ejemplos con valor j en el atributo i y que pertenece a la clase k.
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Atributo Numérico y Clase Simbdlica

Se ordenan los ejemplos segun el atributo A; y se considera cada z,, definido
como el punto medio entre los valores vy y vi+1, del atributo como posible punto
de corte. Se consideran entonces como posibles valores del atributo el rango
menor o igual a z,, mayor a z, y valor desconocido. Se calcula la entropia
(ecuacion 2.20) del rango tomando como base esos tres posibles valores
restringidos del atributo.

Atributo Simbdlico y Clase Numérica

Se vuelve a tomar como base cada vez un valor del atributo, tal y como se
hacia en el caso Atributo Simbdlico y Clase Simbdlica, pero en este caso se
calcula la varianza de la clase para los valores del atributo mediante la
ecuacion 2.21.

3 S
Varianza(A, )= | SS, - W’ (2.21)

j=1 J

En la ecuacion 2.21, S; es la suma de los valores de la clase de los ejemplos
con valor j en el atributo i, SS; es la suma de los valores de la clase al cuadrado
y W, es la suma de los pesos de los ejemplos (numero de ejemplos si no se
incluyen pesos) con valor j en el atributo.

Atributo Numérico y Clase Numérica

Se considera cada valor del atributo como punto de corte tal y como se hacia
en el caso Atributo Numeérico y Clase Simbdlica. Posteriormente, se calcula la
varianza tal y como se muestra en la ecuacién 2.21.

En cualquiera de los cuatro casos que se han comentado, lo que se busca es el
valor minimo de la ecuacion calculada, ya sea la entropia o la varianza. De esta
forma se obtiene el atributo que sera raiz del arbol de decisién y sus tres
ramas. Lo unico que se hara por ultimo es construir dicho arbol: cada rama
finaliza en un nodo hoja con el valor de la clase, que sera la media o la moda
de los ejemplos que se clasifican por ese camino, segun se trate de una clase
numeérica o simbdlica.

5.6. 1R en WEKA

La clase weka.classifers.OneR.java implementa el algoritmo 1R. La unica
opcion configurable es la que se muestra en la tabla 2.4.

Tabla 5.3: Opciones de configuracion para el algoritmo 1R en WEKA.

Opcién Descripcién

minBucketSize |Numero minimo de ejemplos que deben pertenecer a un
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1(6) | conjunto en caso de atributo numérico.

La implementacion que se lleva a cabo en WEKA de este algoritmo cumple
exactamente con lo descrito anteriormente.

Como vemos, 1R es un clasificador muy sencillo, que unicamente utiliza un
atributo para la clasificacion. Sin embargo, aun hay otro clasificador mas
sencillo, el OR, implementado en weka.classifers.ZeroR . java, que simplemente
calcula la media en el caso de tener una clase numérica o la moda, en caso de
una clase simbdlica. No tiene ningun tipo de opcién de configuracion.

5.7. PRISM en WEKA

La clase weka.classifers.Prism.java implementa el algoritmo PRISM. No tiene
ningun tipo de configuracion posible. Unicamente permite atributos nominales,
la clase debe ser también nominal y no puede haber atributos con valores
desconocidos. La implementacién de esta clase sigue completamente el
algoritmo expuesto en la figura 2.10.

5.8. PART en WEKA

La clase weka.classifers.j48.PART java implementa el algoritmo PART. En la
tabla 2.5 se muestran las opciones de configuracion de dicho algoritmo.

Tabla 5.4: Opciones de configuracion para el algoritmo PART en WEKA.

Opcién Descripcién

minNumObj (2) Numero minimo de instancias por hoja.

binarySplits (False) |Con los atributos nominales también no se divide (por
defecto) cada nodo en dos ramas.

confidenceFactor Factor de confianza para el podado del arbol.

(0.25)

reducedErrorPruning | Si se activa esta opcion, el proceso de podado no es el
(False) propio de C4.5, sino que el conjunto de ejemplos se

divide en un subconjunto de entrenamiento y otro de test,
de los cuales el ultimo servira para estimar el error para
la poda.

numFolds (3) Define el numero de subconjuntos en que hay que dividir
el conjunto de ejemplos para, el ultimo de ellos,
emplearlo como conjunto de test si se activa la opcion
reducedErrorPruning.

Como se ve en la tabla 2.5, las opciones del algoritmo PART son un
subconjunto de las ofrecidas por J48, que implementa el sistema C4.5, y es
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que PART emplea muchas de las clases que implementan C4.5, con lo que los
calculos de la entropia, del error esperado,... son los mismos.

La implementacion que se realiza en WEKA del sistema PART se corresponde
exactamente con lo comentado anteriormente, y mas teniendo en cuenta que
los implementadores de la version son los propios creadores del algoritmo.

Por ultimo, en cuanto a los tipos de datos admitidos por el algoritmo, estos son
numeéricos y simbdlicos para los atributos y simbdlico para la clase.

5.9. Naive Bayesiano en WEKA

El algoritmo naive Bayesiano se encuentra implementado en la clase
weka.classifiers.NaiveBayesSimple.java. No dispone de ninguna opcion de
configuracion. El algoritmo que implementa esta clase se corresponde
completamente con el expuesto anteriormente. En este caso no se usa el
estimador de Laplace, sino que la aplicacion muestra un error si hay menos de
dos ejemplos de entrenamiento para una terna atributo-valor-clase o si la
desviacion tipica de un atributo numérico es igual a 0.

Una alternativa a esta clase que también implementa un clasificador naive
Bayesiano es la clase weka.classifiers.NaiveBayes.java. Las opciones de
configuracion de que disponen son las mostradas en la tabla 2.6.

Tabla 5.5: Opciones de configuracion para el algoritmo Bayes naive en WEKA.

Opcion Descripcion

useKernelEstimator | Emplear un estimador de densidad de nucleo (ver punto

(False) 2.3.3) para modelar los atributos numéricos en lugar de
una distribucion normal.

En este caso, sin embargo, en lugar de emplear la frecuencia de aparicion
como base para obtener las probabilidades se emplean distribuciones de
probabilidad. Para los atributos discretos o simbdlicos se emplean estimadores
discretos, mientras que para los atributos numéricos se emplean bien un
estimador basado en la distribucion normal o bien un estimador de densidad de
nucleo.

Se creara una distribucién para cada clase, y una distribucion para cada
atributo-clase, que sera discreta en el caso de que el atributo sea discreto. El
estimador se basara en una distribucion normal o kernel en el caso de los
atributo-clase con atributo numérico segun se active o no la opcién mostrada
en la tabla 2.6.

En el caso de los atributos numéricos, en primer lugar se obtiene la precision
de los rangos, que por defecto en la implementacion sera de 0,01 pero que se
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calculara siguiendo el algoritmo descrito, mediante pseudocddigo, en la figura
2.15.

Precisidén (ejemplos, atributo) {
p = 0.01 // valor por defecto
// se ordenan los ejemplos de acuerdo al atributo numérico
Ordenar ejemplos (ejemplos, atributo)

vUltimo = Valor (ejemplos(0), atributo)
delta = 0;
distintos = 0;

Para cada ejemplo (e]j) de ejemplos
vActual = Valor (ej, atributo)
Si vActual <> vUltimo Entonces
delta = delta + (vActual - vUltimo)
vActual = vUltimo
distintos = distintos + 1
Si distintos > 0 Entonces
p = delta / distintos
Devolver p

Figura 5.1: Algoritmo empleado para definir la precision de los rangos para un atributo.

Una vez obtenida la precision de los rangos, se crea el estimador basado en la
distribucion correspondiente y con la precision calculada. Se recorreran los
ejemplos de entrenamiento y de esta forma se generara la distribucion de cada
atributo-clase y de cada clase.

Cuando se desee clasificar un ejemplo el proceso sera el mismo que se
comentd anteriormente, y que se basaba en la ecuacion 2.27, pero obteniendo
las probabilidades a partir de estas distribuciones generadas. En el caso de los
atributos numéricos, se calculard la probabilidad del rango [x-precision,
x+precision], siendo x el valor del atributo.

5.10. VFl en WEKA

El clasificador VFI se implementa en la clase weka.classifiers.VFl. java. Las
opciones de configuracion de que dispone son las que se muestran en la tabla
2.7.

Tabla 5.6: Opciones de configuracién para el algoritmo Bayes naive en WEKA.

Opcién Descripcion

weightByConfidence | Si se mantiene activa esta opcion cada atributo se pesara

(True) conforme a la ecuacién 2.29.

bias (0.6) Parametro de configuracion para el pesado por
confianza.

El algoritmo que se implementa en la clase VFI es similar al mostrado en la
figura 2.16. Sin embargo, sufre cambios sobretodo en el proceso de
clasificacion de un nuevo ejemplar:
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e La normalizacién de los intervalos por clase se realiza durante la
clasificacion y no durante el entrenamiento.

e Si se activa la opcion de pesado por confianza, cada voto de cada
atributo a cada clase se pesa mediante la ecuacion 2.29.

o _ (57 n, g(n,)+ n Ig(n)

B nig(2)

bias

w(A)=1(A

1

(2.29)

En la ecuacion 2.29 [(A) es la entropia del atributo A, siendo n el
numero total de ejemplares, nC el niumero de clases y n; el numero de
ejemplares de la clase i. El parametro bias es el que se configuré como
entrada al sistema, tal y como se mostraba en la tabla 2.7.

e En cuanto a los atributos, pueden ser numéricos y simbdlicos, mientras
que la clase debe ser simbdlica.

Relacionado con este clasificador se encuentra otro que se implementa en la
herramienta WEKA. Se trata de la clase weka.classifiers.HyperPipes.java. Este
clasificador no tiene ningun parametro de configuracion y es una simplificacion
del algoritmo VFI: En este caso se almacena para cada atributo numérico el
minimo y el maximo valor que dicho atributo obtiene para cada clase, mientras
que en el caso de los atributos simbodlicos marca los valores que el atributo
tiene para cada clase. A la hora de clasificar un nuevo ejemplo, simplemente
cuenta, para cada clase, el numero de atributos que se encuentran en el
intervalo almacenado en el caso de atributos numéricos y el numero de
atributos simbdlicos con valor activado en dicha clase. La clase con mayor
numero de coincidencias gana.

5.11. KNN en WEKA (IBk)

En WEKA se implementa el clasificador KNN con el nombre IBK,
concretamente en la clase weka.classifiers.IBk.java. Ademas, en la clase
weka.classifiers.IB1java hay una versidon simplificada del mismo,
concretamente un clasificador NN [Nearest Neighbor], sin ningun tipo de
opcién, en el que, como su propio nhombre indica, tiene en cuenta unicamente
el voto del vecino mas cercano. Por ello, en la tabla 2.8 se muestran las
opciones que se permiten con el clasificador IBk.

Tabla 5.7: Opciones de configuraciéon para el algoritmo IBk en WEKA.

Opcion Descripcion

KNN (1) Numero de vecinos mas cercanos.

distanceWeighting | Los valores posibles son: No distance weighting, Weight by

(No distance 1-distance y Weight by 1/distance. Permite definir si se

weighting) deben “pesar” los vecinos a la hora de votar bien segun su
semejanza o con la inversa de su distancia con respecto al
ejemplo a clasificar.
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crossValidate Si se activa esta opcién, cuando se vaya a clasificar una
(False) instancia se selecciona el numero de vecinos (hasta el
numero especificado en la opcion KNN) mediante el
proceso hold-one-out.

meanSquared Minimiza el error cuadratico en lugar del error absoluto para
(False) el caso de clases numéricas cuando se activa la opcion
crossValidate.

windowSize (0) Si es 0 el numero de ejemplos de entrenamiento es
ilimitado. Si es mayor que 0, unicamente se almacenan los
n ultimos ejemplos de entrenamiento, siendo n el numero
que se ha especificado.

debug (False) Muestra el proceso de construccion del clasificador.
noNormalization | No normaliza los atributos.
(False)

El algoritmo implementado en la herramienta WEKA consiste en crear el
clasificador a partir de los ejemplos de entrenamiento, simplemente
almacenando todas las instancias disponibles (a menos que se restrinja con la
opcion windowsSize). Posteriormente, se clasificaran los ejemplos de test a
partir del clasificador generado, bien con el numero de vecinos especificados o
comprobando el mejor k si se activa la opcidon crossValidate. En cuanto a los
tipos de datos permitidos y las propiedades de la implementacion, estos son:

Admite atributos numéricos y simbdlicos.

e Admite clase numérica y simbdlica. Si la clase es numérica se calculara
la media de los valores de la clase para los k vecinos mas cercanos.

o Permite dar peso a cada ejemplo.

e El proceso de hold-one-out consiste en, para cada k entre 1y el valor
configurado en KNN (ver tabla 2.8), calcular el error en la clasificacion de
los ejemplos de entrenamiento. Se escoge el k con un menor error
obtenido. El error cometido para cada k se calcula como el error medio
absoluto o el cuadratico (ver tabla 2.8) si se trata de una clase numérica.
El calculo de estos dos errores se puede ver en las ecuaciones 2.33 y
2.34 respectivamente. Si la clase es simbdlica se tomara como error el
numero de ejemplos fallados entre el numero total de ejemplos.

MAE = 2yl (2.33)
m
m A \2
MSE = Z,-=1(J:;7 -3, (2.34)

En las ecuaciones 2.33 y 2.34 y; es el valor de la clase para el ejemplo i
e y, es el valor predicho por el modelo para el ejemplo i. El nimero m
sera el numero de ejemplos.
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5.12. K* en WEKA

La clase en la que se implementa el algoritmo K* en la herramienta WEKA es
weka.classifers.kstar.KStar.java. Las opciones que permite este algoritmo son
las que se muestran en la tabla 2.9.

Tabla 5.8: Opciones de configuracion para el algoritmo K* en WEKA.

Opcioén Descripcion
entropicAutoBlend |Si se activa esta opcion se calcula el valor de los
(False) parametros xp (0 s) basandose en la entropia en lugar del

parametro de mezclado.

globalBlend (20) |Parametro de mezclado, expresado en tanto por ciento.

missingMode Define como se tratan los valores desconocidos en los
(Average column |ejemplos de entrenamiento: las opciones posibles son
entropy curves) Ignore the Instance with missing value (no se tienen en
cuenta los ejemplos con atributos desconocidos), Treat
missing value as maximally different (diferencia igual al del
vecino mas lejano considerado), Normilize over the
attributes (se ignora el atributo desconocido) y Average
column entropy curves (ver ecuacion 2.41).

Dado que los autores de la implementacion de este algoritmo en WEKA son los
autores del propio algoritmo, dicha implementacion se corresponde
perfectamente con lo visto anteriormente. Simplemente son destacables los
siguientes puntos:

e Admite atributos numéricos y simbdlicos, asi como pesos por cada
instancia.

e Permite que la clase sea simbdlica o numérica. En el caso de que se
trate de una clase numérica se empleara la ecuacién 2.45 para predecir
el valor de un ejemplo de test.

2. Prbla) v(b)
2.,Pbla)
En la ecuacién 2.45 v(i) es el valor (numérico) de la clase para el

ejemplo i, n el numero de ejemplos de entrenamiento, y P*(i]j) la
probabilidad de transformacion del ejemplo j en el ejemplo i.

v(a)=

(2.45)

e Proporciona cuatro modos de actuacién frente a pérdidas en los
atributos en ejemplos de entrenamiento.

e Para el célculo de los parametros xp y s permite basarse en el parametro
b o en el célculo de la entropia.
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e Las ecuaciones para el calculos de P*y de la esfera de influencia no son
las comentadas en la explicacion del algoritmo, sino las empleadas en
los ejemplos de las figuras 2.20 y 2.21.

5.13. Redes de Neuronas en WEKA

La clase en la que se implementan las redes de neuronas en weka es

weka.classifiers.neural.NeuralNetwork.java.

Las opciones que permite

configurar son las que se muestran en la tabla 2.10.

Tabla 5.9: Opciones de configuracion para las redes de neuronas en WEKA.

Opcién

Descripcién

momentum (0.2)

Factor que se utiliza en el proceso de actualizacién de
los pesos. Se multiplica este parametro por el peso en
el momento actual (el que se va a actualizar) y se
suma al peso actualizado.

validationSetSize (0)

Determina el porcentaje de patrones que se
emplearan como test del sistema. De esta forma, tras
cada entrenamiento se validara el sistema, vy
terminara el proceso de entrenamiento si la validacion
da un valor menor o igual a 0, o si se supero el
numero de entrenamientos configurado.

nominalToBinaryFilter
(False)

Transforma los atributos nominales en binarios.

learningRate (0.3)

Razdn de aprendizaje. Tiene valores entre Oy 1.

hiddenLayers (a)

Determina el numero de neuronas ocultas. Sus
posibles valores son: ‘a’=(atribs+clases)/2, ‘’=atribs,
‘o’=clases, ‘t’=atribs+clases.

validationThreshold
(20)

Si el proceso de validacion arroja unos resultados en
cuanto al error que empeoran durante el n veces
consecutivas (siendo n el valor de esta variable), se
detiene el aprendizaje.

reset (True)

Permite al sistema modificar la razén de aprendizaje
automaticamente (la divide entre 2) y comenzar de
nuevo el proceso de aprendizaje si el proceso de
entrenamiento no converge.

GUI (False)

Visualizacion de la red de neuronas. Si se activa esta
opcién se puede modificar la red de neuronas, parar el
proceso de entrenamiento en cualquier momento,
modificar parametros como el de la razén de
aprendizaje,...

autoBuild (True)

El sistema construye automaticamente la red
basandose en las entradas, salidas y el parametro
hiddenLayers.
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normalizeNumericClass | Normaliza los posibles valores de la clase si ésta es
(True) numeérica, de forma que estén entre -7y 1.

decay (False) La razén de ganancia se modifica con el ciclo de
aprendizaje: a= a/n, donde n es el numero de ciclo de
aprendizaje actual.

trainingTime (500) Numero total de ciclos de aprendizaje.
normalizeAttributes Normaliza los atributos numéricos para que estén
(True) entre -1y 1.

randomSeed (0) Semilla para generar los numeros aleatorios que

inicializaran los parametros de la red.

La implementacion de redes de neuronas que se realiza en la herramienta se
cifie al algoritmo de retropropagacion.

Algunas caracteristicas que se pueden destacar de esta implementacion son:
e Se admiten atributos numéricos y simbdlicos.
e Se admiten clases numéricas (prediccion) y simbdlicas (clasificacion).
e Permite la generacién manual de redes que no se cifian a la arquitectura
mostrada anteriormente, por ejemplo, eliminando conexiones de

neuronas de una capa con la siguiente.

e Como funcién sigmoidal se utiliza la restringida entre 0y 1 (ver ecuacion
2.48).

e Los ejemplos admiten pesos: Cuando se aprende con dicho ejemplo se
multiplica la razén de aprendizaje por el peso del ejemplo. Todo esto
antes de dividir la razéon de aprendizaje por el numero de ciclo de
aprendizaje si se activa decay.

5.14. Regresion Lineal en WEKA

Es en la clase weka.classifers.LinearRegression.java en la que se implementa
la regresion lineal multiple. Las opciones que permite este algoritmo son las
que se muestran en la tabla 2.11.

Tabla 5.10: Opciones de configuracion para el algoritmo de regresion lineal en WEKA.

Opcién Descripcién

AttributeSeleccionMethod | Método de seleccidon del atributo a eliminar de la
(M5 method) regresion. Las opciones son M5 Method, Greedy y
None.

debug (False) Muestra el proceso de construccion del clasificador.
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La regresion lineal se construye tal y como se comenté anteriormente. Algunas
propiedades de la implementacién son:

e Admite atributos numéricos y nominales. Los nominales con k valores se
convierten en k-1 atributos binarios.

e La clase debe ser numérica.
e Se permite pesar cada ejemplo.

En cuanto al proceso en si, si bien se construye la regresion como se comento
anteriormente, se sigue un proceso mas complicado para eliminar los atributos.

El algoritmo completo seria el siguiente:
1. Construir regresion para los atributos seleccionados (en principio todos).

2. Comprobar la ecuacién 2.64 sobre todos los atributos.

bS,
C. =|——

=g (2.64)

(o]

En la ecuacion 2.64, S; es la desviacion tipica de la clase. Se elimina de
la regresion el atributo con mayor valor si cumple la condicién ¢>1.5. Si
se elimino alguno, volver a 1.

3. Calcular el error cuadratico medio (ecuacién 2.63) y el factor Akaike tal y
como se define en la ecuacién 2.65.

AIC =(m-p)+2p (2.65)

En la ecuacion 2.65 m es el numero de ejemplos de entrenamiento, p el
numero de atributos que forman parte de la regresion al llegar a este
punto.

4. Escoger un atributo:

a. Si el método es Greedy, se generan regresiones lineales en las
que se elimina un atributo distinto en cada una de ellas, y se
escoge la regresion con menor error medio absoluto.

b. Si el método es M5, se calcula el valor de c; (ecuacion 2.64) para
todos los atributos y se escoge el menor. Se genera la regresion
sin el atributo i y se calcula la regresion lineal sin dicho atributo.
Se calcula el error medio absoluto de la nueva regresion lineal.

c. Si el método es None, se finaliza el proceso.

5. Mejorar regresion. Se calcula el nuevo factor Akaike con la nueva
regresion como es muestra en la ecuacion 2.66.
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MSE,
MSE

AlIC =

(m-p,)+2p (2.66)

En la ecuacion 2.66 MSE; es el error cuadratico medio absoluto de la
nueva regresion lineal y p. el numero de atributos de la misma. Mientras,
MSE es el valor obtenido en el punto 3 y p el numero de parametros al
llegar al mismo. Si el valor nuevo de A/C es menor que el anterior, se
actualiza éste como nuevo y se mantiene la nueva regresion lineal,
volviendo a intentar mejorarla (volver a 4). Si no es asi, se finaliza el
proceso.

5.15. Regresion Lineal Ponderada Localmente en
WEKA

El algoritmo se implementa en la clase weka.classifers.LWR.java. Las opciones
que permite configurar son las que se muestran en la tabla 2.12.

Tabla 5.11: Opciones de configuracion para el algoritmo LWR en WEKA.

Opcion Descripcion
weightingKernel |Indica cual va a ser el método para ponderar a los ejemplos
(0) de entrenamiento: 0, lineal; 1, inverso; 2, gaussiano.

debug (False) |Muestra el proceso de construccidon del clasificador vy
validacion de los ejemplos de test.

KNN (5) Numero de vecinos que se tendran en cuenta para ser
ponderados y calcular la regresion lineal. Si bien el valor por
defecto es 5, si no se modifica o confirma se utilizan todos los
vecinos.

En primer lugar, las ecuaciones que se emplean en los métodos para ponderar
a los ejemplos de entrenamiento son: para el método inverso, la ecuacion 2.67;
para el método lineal, la ecuacion 2.68; y para el método gaussiano, la
ecuacion 2.69.

w, = max(1.0001-d,, 0) (2.68)

w, =e %% (2.69)

El proceso que sigue el algoritmo es el que se comentd anteriormente. Algunas
propiedades que hay que mencionar sobre la implementacion son:

e Se admiten atributos simbdlicos y numéricos.

e Se admiten ejemplos ya pesados, en cuyo caso, el peso obtenido del
proceso explicado anteriormente se multiplica por el peso del ejemplo.
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Se toma como parametro de suavizado la siguiente distancia mayor al
del k-ésimo ejemplo mas préximo.

Para la generacion de la regresién lineal se emplea la clase explicada en
el punto anterior (ver punto 2.3.1.1), con los parametros por defecto y
con los ejemplos pesados.

5.16. M5 en WEKA

La clase en la que se implementa el algoritmo M5 en la herramienta WEKA es
weka.classifers.m5.M5Prime.java. Las opciones que permite este algoritmo son
las que se muestran en la tabla 2.13.

Tabla 5.12: Opciones de configuracion para el algoritmo M5 en WEKA.

Opcién Descripcién

ModelType Permite seleccionar como modelo a construir entre un arbol
(ModelTree) de modelos, un arbol de regresién o una regresion lineal.
useUnsmoothed | Indica si se realizara el proceso de suavizado (False) o si no
(False) se realizara (True).

pruningFactor | Permite definir el factor de poda.

(2.0)

verbosity (0) Sus posibles valores son 0, 7y 2, y permite definir las

estadisticas que se mostraran con el modelo.

En cuanto a la implementacién concreta que se lleva a cabo en esta
herramienta del algoritmo M5, cabe destacar lo siguiente:

Admite atributos simbdlicos y numéricos; la clase debe ser, por
supuesto, numérica.

Para la generacion de las regresiones lineales se emplea la clase que
implementa la regresion lineal multiple en WEKA (punto 2.3.1.1).

El numero minimo de ejemplos que deben clasificarse a través de un
nodo para seguir dividiendo dicho nodo, definido en la constante
SPLIT_NUM es 3.5, mientras la otra condicion de parada, que es la
desviacion tipica de las clases en el nodo respecto a la desviacion tipica
de todas las clases del conjunto de entrenamiento, esta fijada en 0.05.

En realidad no se intenta minimizar el SDR tal y como se definié en la
ecuacion 2.71, sino que se intenta minimizar la ecuacion 2.75, que se
muestra a continuacion.
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SDR = W—%%/S?—%’i/?é (2.75)

En la ecuacién 2.75 n es el numero total de ejemplos, n; y np el numero
de ejemplos del grupo izquierdo y derecho respectivamente; y S, Sy
S?p la varianza del conjunto completo, del grupo izquierdo y del grupo
derecho respectivamente, definiéndose la varianza como se muestra en

la ecuacién 2.76.
)
M X! - i Xi
i=1 n

1

82

. (2.76)

En la ecuacion 2.76 n es el numero de ejemplos y x; el valor de la clase
para el ejemplo i.

e El calculo del error de estimacion para un nodo determinado, mostrado
en la ecuacion 2.73, se modifica ligeramente hasta llegar al que se
muestra en la ecuacioén 2.77.

>y, —y,-)z—(zyf —)7,-)] (2.77)

n+ pv iel iel
p X
n-v n

e(l)=

En la ecuacidn 2.77 p es el factor de podado que es configurable v,
como se veia en la tabla 2.13, por defecto es 2.

e Por dultimo, la constante k empleada en el modelo de suavizado
(ecuacion 2.70) se configura con el valor 15.

Por lo demas la implementacion que se lleva a cabo respeta en todo momento
el algoritmo mostrado en la figura 2.26.

5.17. Kernel Density en WEKA

Es en la clase weka.classifiers.KernelDensity en la que se implementa eel
algoritmo de densidad de nucleo. No se puede configurar dicho algoritmo con
ninguna propiedad. Ademas, solo se admiten clases simbdlicas, a pesar de que
los algoritmos de densidad de nucleo, como se coment6 anteriormente nacen
como un método de estimacidbn no paramétrica (clases numeéricas). A
continuacion se muestran las principales propiedades de la implementacion asi
como los atributos y clases permitidas:
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En cuanto a los atributos, pueden ser numéricos y simbdlicos.
e La clase debe ser simbdlica.

e Como funcién nucleo [kernel] se emplea la distribucion normal o
gaussiana (ecuacidn 2.83) normalizada, esto es, con media 0 y
desviacion tipica 1.

e Como tamafo de ventana se emplea h :1/\/3, siendo n el numero de
ejemplos de entrenamiento.

e Para clasificar el ejemplo A;, para cada ejemplo de entrenamiento A; se
calcula la ecuacion 2.92.

V(A A;) = K(dist(A,, A, )x/n ) xn (2.92)

En la ecuacion 2.92, dist es la distancia entre el ejemplo de test y uno de
los ejemplos de entrenamiento, definida tal y como se describe en la
figura 2.19. El resultado de esta ecuacion para el par A-A; se sumara al
resto de resultados obtenidos para la clase a la que pertenezca el
ejemplo A;.

El pseudocdédigo del algoritmo implementado por WEKA es el que se muestra
en la figura 2.30.

Kernel Density (ejemplo) {
Para cada ejemplo de entrenamiento (E) Hacer
prob =1
c = clase de E
Para cada atributo de E (A) Hacer
temp = V(ejemplo, A)
Si temp < LB Entonces
prob = prob * LB

Si no
prob = prob * temp
probs[c] = probs[c] + prob

Normalizar (probs)

}

Figura 5.2: Pseudocodigo del algoritmo Kernel Density.

La clase que obtenga una mayor probabilidad sera la que resulte ganadora, y la
que se asignara al ejemplo de test. En cuanto a la constante LB, se define en la
ecuacion 2.93.

LB = min’+ (2.93)

En la ecuacion 2.93 min es el numero minimo almacenable por un double en
Java y t el numero de atributos de los ejemplos (incluida la clase).
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5.18. k-means en WEKA

El algoritmo de k-medias se encuentra implementado en la clase
weka.clusterers.SimpleKMeans.java. Las opciones de configuraciéon de que
disponen son las que vemos en la tabla 2.14.

Tabla 5.13: Opciones de configuracion para el algoritmo k-medias en WEKA.

Opcion Descripcion

numClusters (2) | Numero de clusters.

seed (10) Semilla a partir de la cual se genera el numero aleatorio
para inicializar los centros de los clusters.

El algoritmo es exactamente el mismo que el descrito anteriormente. A
continuacion se enumeran los tipos de datos que admite y las propiedades de
la implementacion:

e Admite atributos simbdlicos y numéricos.

e Para obtener los centroides iniciales se emplea un numero aleatorio
obtenido a partir de la semilla empleada. Los k ejemplos
correspondientes a los k numeros enteros siguientes al numero aleatorio
obtenido seran los que conformen dichos centroides.

e En cuanto a la medida de similaridad, se emplea el mismo algoritmo que
el que veiamos en el algoritmo KNN (figura 2.19).

¢ No se estandarizan los argumentos, sino que se normalizan (ecuacion
2.96).

X, —min,

Max, —min, (2.96)

En la ecuacion 2.96, x;r sera el valor i del atributo f, siendo mins el minimo
valor del atributo fy Max; el maximo.

5.19. COBWEB en WEKA

El algoritmo de COBWEB se encuentra implementado en la clase
weka.clusterers.Cobweb.java. Las opciones de configuracién de que disponen
son las que vemos en la tabla 2.15.

Tabla 5.14: Opciones de configuracion para el algoritmo COBWEB en WEKA.

| Opcién | Descripcion
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acuity (100) Indica la minima varianza permitida en un cluster
cutoff (0) Factor de poda. Indica la mejora en utilidad minima por una
subdivision para que se permita llevar a cabo.

La implementacion de COBWEB en WEKA es similar al algoritmo explicado
anteriormente. Algunas caracteristicas de esta implementacién son:

e Se permiten atributos numéricos y simbdlicos.
e La semilla para obtener numeros aleatorios es fija e igual a 42.

e Permite pesos asociados a cada ejemplo.
e Realmente el valor de cutoff es 0.07x 1/(2\/5) .
e En el caso de que el ejemplo que se desea clasificar genere, en un nodo

determinado, un CU menor al cutoff, se eliminan los hijos del nodo
(poda).

5.20. EM en WEKA

El algoritmo EM se encuentra implementado en la clase
weka.clusterers.EM.java. Las opciones de configuracién de que disponen son
las que vemos en la tabla 2.16.

Tabla 5.15: Opciones de configuracion para el algoritmo EM en WEKA.

Opcion Descripcion

numClusters (-1) |[Numero de clusters. Si es numero es —7 el algoritmo
determinara automaticamente el numero de clusters.

maxlteration (100) [ Numero maximo de iteraciones del algoritmo si esto no
convergid antes.

debug (False) Muestra informacién sobre el proceso de clustering.

seed (100) Semilla a partir de la cual se generan los numero aleatorios
del algoritmo.

minStdDev (1e®) |Desviacién tipica minima admisible en las distribuciones de
densidad.

En primer lugar, si no se especifica el numero de clusters, el algoritmo realiza
un primer proceso consistente en obtener el numero 6ptimo de clusters. Se
realiza mediante validacion cruzada con 70 conjuntos [folders]. Se va
aumentando el numero de clusters hasta que se aumenta y empeora el
resultado. Se ejecuta el algoritmo en diez ocasiones, cada una de ellas con
nueve conjuntos de entrenamiento, sobre los que se ejecuta EM con los
parametros escogidos y posteriormente se valida el sistema sobre el conjunto
de test, obteniendo como medida la verosimilitud sobre dicho conjunto. Se
calcula la media de las diez medidas obtenidas y se toma como base para
determinar si se continua o no aumentando el numero de clusters.
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Una vez seleccionado el numero 6ptimo de clusters, se procede a ejecutar el
algoritmo EM sobre el conjunto total de entrenamiento hasta un maximo de
iteraciones que se configuré previamente (ver tabla 2.16) si es que el algoritmo
no converge previamente.

En cuanto a los tipos de atributos con admite el algoritmo y algunas
propiedades interesantes, éstas son:

e En cuanto a los atributos, éstos pueden ser numéricos o simbdlicos.

e Se entiende que se converge si en la siguiente iteracion la verosimilitud
aumenta en menos de 7e®.

¢ No tiene en cuenta posibles correlaciones entre atributos.

5.21. Asociacion A Priori en WEKA

La clase en la que se implementa el algoritmo de asociacion A Priori es
weka.associations.Apriori.java. Las opciones que permite configurar son las
que se muestran en la tabla 2.17.

Tabla 5.16: Opciones de configuracion para el algoritmo de asociaciéon A Priori en WEKA.

Opcién Descripcién

numRules (10) Numero de reglas requerido.

metricType Tipo de métrica por la que ordenar las reglas. Las
(Confidence) opciones son Confidence (confianza, ecuacién 2.106),

Lift (ecuacion 2.107), Leverage (ecuacion 2.108) vy
Conviction (ecuacioén 2.109).

minMetric Minimo valor de la métrica empleada. Su valor por
defecto depende del tipo de métrica empleada: 0.9
para Confidence, 1.7 para Lift y Conviction y 0.1 para
Leverage.

delta (0.05) Constante por la que va decreciendo el soporte en
cada iteracion del algoritmo.

upperBoundMinSupport | Maximo valor del soporte de los item-sets. Si los item-
(1.0) sets tienen un soporte mayor, no se les toma en
consideracion.

lowerBoundMinSupport | Minimo valor del soporte de los item-sets.
(0.1)

significancelLevel (-1.0) | Si se emplea, las reglas se validan para comprobar si
su correlacion es estadisticamente significativa (del
nivel requerido) mediante el test y*. En este caso, la
métrica a utilizar es Confidence.

removeAllMissingsCols |Si se activa, no se toman en consideracion los

(False) atributos con todos los valores perdidos.
-1 (s6lo modo texto) Si se activa, se muestran los itemsets encontrados.
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En primer lugar, el algoritmo que implementa la herramienta WEKA es
ligeramente distinto al explicado anteriormente. En la figura 2.36 se muestra el
algoritmo concreto.

Apriori (ejemplos, MS, mS) { /* MS: Max. soporte; mS: Min. soporte */
S = MS-delta
Mientras No Fin
Generar ItemSets en rango (MS, S)
GenerarReglas (ItemSets)
MS = MS-delta
S = S-delta
Si suficientes reglas O S menor gque mS Entonces
Fin

}

GenerarReglas (ItemSets) {
Para cada ItemSet
Generar posibles reglas del ItemSet
Eliminar reglas segun la métrica

Figura 5.3: Algoritmo A Priori en WEKA.

Asi, el algoritmo no obtiene de una vez todos los item-sets entre los valores
maximo y minimo permitido, sino que se va iterando y cada vez se obtienen los
de un rango determinado, que sera de tamafo delta (ver tabla 2.17).

Ademas, el algoritmo permite seleccionar las reglas atendiendo a diferentes
métricas. Ademas de la confianza (ecuacion 2.106), se puede optar por una de
las siguientes tres métricas.

e Lift: Indica cuando una regla es mejor prediciendo el resultado que
asumiendo el resultado de forma aleatoria. Si el resultado es mayor que
uno, la regla es buena, pero si es menor que uno, es peor que elegir un
resultado aleatorio. Se muestra en la ecuacion 2.107.

confianza(A = B)

lift(A = B)= PG

(2.107)

¢ Leverage: Esta medida de una regla de asociacion indica la proporcion
de ejemplos adicionales cubiertos por dicha regla (tanto por la parte
izquierda como por la derecha) sobre los cubiertos por cada parte si
fueran independientes. Se muestra en la ecuacion 2.108.

leverage(A = B)=P(AnB)-P(A)* P(B) (2.108)

e Conviccion: Es una medida de implicacion. Es direccional y obtiene su
maximo valor (infinito) si la implicacion es perfecta, esto es, si siempre
que A ocurre sucede también B. Se muestra en la ecuacion 2.109.

P(A)* P(!B)

conviccion(A = B) = P(AIB)
M

(2.109)
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Por ultimo, cabe destacar que esta implementacién permite Unicamente
atributos simbdlicos. Ademas, para mejorar la eficiencia del algoritmo en la
busqueda de item-sets, elimina todos los atributos que tengan sus valores
desconocidos en todos los ejemplos.
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